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Resumen

El propésito de este trabajo es establecer una metodologia para adquirir,
clasificar e interpretar sefiales electromiograficas en personas con
discapacidades o amputaciones de mano, con el objetivo de desarrollar un
modelo de clasificacibn éptimo para aplicaciones de protesis de mano
electromecanica o rehabilitaciéon de amputados. Nuestro enfoque se basé en
una base de datos publica que contenia sefiales mioeléctricas de 50

movimientos diferentes de 40 individuos sanos y 11 amputados.

Para lograrlo, empleamos cuatro conjuntos de caracteristicas en el dominio del
tiempo (TD) y dos estructuras de redes neuronales profundas (Deep Learning):
una Red Neuronal Artificial (ANN) y una Red Neuronal Convolucional (CNN).
Estas redes se eligieron debido a su desempeiio probado en la literatura. Dado
gue nuestra aplicacién involucra la toma de decisiones en intervalos cortos de
tiempo, trabajamos con dos segmentaciones de ventana diferentes, de 200 ms
y 150 ms respectivamente. Ademas, en el caso de las redes CNN, introdujimos
una variable adicional: la forma de estructurar las imagenes para crear la base
de datos de entrenamiento y validacion. Exploramos cuatro tipos de imagenes,

uno de los cuales fue propuesto por nosotros por primera vez en la literatura.

Para evaluar los resultados, consideramos todas las combinaciones posibles
de caracteristicas, estructura de red neuronal, segmentacion de ventana y tipo
de formaciéon de imagenes. Nuestros hallazgos generales fueron los
siguientes: 1) La CNN demostré el mejor rendimiento tanto para personas
sanas como amputadas, 2) El grupo de caracteristicas en el dominio del
tiempo que utiliza informacion del espectro de potencia de una sefal (TD-
PSD), propuesto por primera vez en este trabajo, arrojo los mejores resultados,
3) La segmentacion de ventana de 150 ms fue la méas efectiva en todos los
casos, 4) El tipo de imagen mas eficaz fue una variante propuesta que
reorganiza los canales de adquisicion y las caracteristicas extraidas mediante

un algoritmo de adyacencia.



Ademas, como parte de nuestra metodologia, evaluamos el rendimiento del
modelo de clasificacidon eliminando iterativamente los datos de los
movimientos con menor rendimiento. Esto nos permitio concluir que el
rendimiento general del modelo mejora a medida que se excluyen los datos de
los movimientos menos efectivos, y que los movimientos de mejor rendimiento

varian de persona a persona.

En resumen, proponemos una metodologia de clasificacion de sefiales

electromiogréaficas basada en los hallazgos mencionados en este estudio.



Abstract

The purpose of this work is to establish a methodology for acquiring,
classifying, and interpreting electromyographic signals in individuals with hand
disabilities or amputations, with the aim of developing an optimal classification
model for electromechanical hand prosthetic applications or amputee
rehabilitation. Our approach was based on a publicly available database
containing myoelectric signals from 50 different movements of 40 healthy

individuals and 11 amputees.

To achieve this, we employed four sets of features in the time domain (TD) and
two deep neural network structures (Deep Learning): an Artificial Neural
Network (ANN) and a Convolutional Neural Network (CNN). These networks
were chosen due to their proven performance in the literature. Since our
application involves decision-making in short time intervals, we worked with
two different window segmentations, 200 ms and 150 ms, respectively.
Furthermore, in the case of CNNs, we introduced an additional variable: the
way to structure images to create the training and validation database. We
explored four types of images, one of which was proposed by us for the first

time in the literature.

To evaluate the results, we considered all possible combinations of features,
neural network structure, window segmentation, and image formation type. Our
overall findings were as follows: 1) CNN demonstrated the best performance
for both healthy and amputated individuals, 2) The set of features in the time
domain that uses information from the power spectrum of a signal (TD-PSD),
proposed for the first time in this work, yielded the best results, 3) The 150 ms
window segmentation was the most effective in all cases. 4) The most effective
image type was a proposed variant that rearranges acquisition channels and

extracted features using an adjacency algorithm.



Additionally, as part of our methodology, we iteratively evaluated the
classification model's performance by removing data from movements with
lower effectiveness. This allowed us to conclude that the overall model
performance improves as less effective movement data is excluded, and that

the movements with the best performance vary from person to person.

In summary, we propose a methodology for the classification of

electromyographic signals based on the findings mentioned in this study.
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CAPITULO 1. ANTECEDENTES

En este capitulo se da una breve introduccién al tema de las sefales
mioeléctricas y sus aplicaciones, resaltando la importancia de desarrollar
investigacion en México orientada a esta area. Ademas, se presentan los
antecedentes del trabajo, asi como los objetivos, la hipotesis y la justificacion

del proyecto.
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1.1 Introduccién
En México existian hasta el 2014 alrededor de 7.1 millones de habitantes con
alguna discapacidad, de los cuales el 33% presentaban discapacidad para
mover o usar sus brazos o manos (INEGI, 2016), que sumados a las méas de
25 mil personas que sufren de la amputacién de alguna de sus extremidades
en forma anual (Academia Nacional de Medicina, 2016), resultan en un amplio
grupo de personas quienes enfrentan multiples obstaculos para hacer ejercer
todos los derechos que establece el orden juridico mexicano, sin distinciéon de
origen étnico, nacional, género, edad, condicién social, econémica o de salud,
religiébn, opiniones, estado civil, preferencias sexuales, embarazo, identidad
politica, lengua, situacién migratoria o cualquier otra caracteristica propia de

la condicién humana o que atente contra su dignidad (DOF, 2011).

Una gran parte de estas personas cuentan con una protesis que les permite
afrontar de mejor manera los retos de la vida diaria, las prétesis pueden ser
cosmeéticas, cineméaticas o electromecanicas, estas Ultimas, suelen ser méas
funcionales pero también mas costosas en su implementacion. En este
sentido, los avances tecnoldgicos con la creacion de materiales cada vez mas
ligeros y resistentes, los engranajes articulares y el aspecto estético de las
protesis, ha mejorado sustancialmente permitiendo que las proétesis que se
fabrican, implantan y adaptan, sean cada vez mas eficientes permitiendo una
mejor y mas rapida rehabilitacion. Sin embargo, la mayoria de las protesis
electromecanicas disponibles hoy en dia, estan lejos de satisfacer las
necesidades de la vida real, debido a que capacidades limitadas de control, el
control es con frecuencia no natural y los tiempos de entrenamiento suelen ser
muy largos (Atzori, Gijsberts, Castellini, et al., 2014). Ademas, este tipo de
protesis, estan limitadas a unos cuantos gestos, debido a que los métodos
para adquirir, clasificar e interpretar las sefiales musculares han demostrado

bajo nivel de rendimiento en ambientes no controlados.
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La adquisicién de sefales electromiografias superficiales (SEMG), las cuales
son sefales eléctricas producidas por el musculo en el proceso de contraccion
y relajacion, estan experimentando un creciente interés en las areas de
diagnosticos médicos, interaccion con aplicaciones, interfaces maquina-
humano (HMIs), y por supuesto, en el control de protesis electromecéanicas
(Milosevic et al., 2017), siendo también consideradas de mucha utilidad como
sefales electrofisiolégicas en otros campos de la ingenieria y de la medicina
(Chowdhury et al.,, 2013). Esto, debido a que su adquisicion es posible
mediante electrodos colocados en la superficie de la piel de forma no invasiva.
No obstante, los problemas asociados con la adquisicién de sefales SEMG
son varios, y en lo general se pueden clasificar en dos grupos, por un lado
estan los problemas extrinsecos, los cuales estan asociados a la estructura
del electrodo y su colocacién en el area de interes, y por otro lado, estan los
problemas intrinsecos, que estan asociados a las caracteristicas fisiologicas,
anatomicas y bioquimicas de los musculos (C. J. De Luca, 1997). Todo ello,
dificulta la estimacion de la amplitud de una sefial SEMG para obtener una
buena precision y representatividad. En un impulso neuronal constante a un
musculo, la amplitud de sEMG puede ser variable y por lo tanto carecer de
precision. Representatividad, se refiere a la sefial que representa a todo el
musculo bajo estudio y nada mas que el musculo bajo estudio (Staudenmann
et al., 2010).

Se han realizado grandes esfuerzos con la intencién de reducir todos los
problemas asociados a la adquisicion de este tipo de sefales, derivado de eso,
la mayoria de los estudios reportan la utilizacion de multiples canales
electromiogréficos (2 electrodos por canal en configuracion bipolar, mas un
electrodo de referencia comun para todos los canales) para recabar la mayor
cantidad de informacién posible, y asi lograr mejores niveles de precision al

momento de clasificar dichas seflales como un conjunto, buscando patrones
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asociadas a la contraccion de un musculo o conjunto de masculos que generan

un movimiento o gesto de una extremidad.

Sin embargo, debido a que las sefales mioeléctricas, por naturaleza, son
sefales estocasticas, no lineales y no estacionarias (Farina et al., 2002), su
clasificacion se ha convertido en un gran reto cuando se pretende clasificar un
gran numero de gestos para su implementacion en el control de una protesis
de mano, mas aun, si se trata de personas que tengan algun tipo de
amputacion de sus extremidades. Estudios anteriores demuestran que las
precisiones logradas para clasificacion de gestos utilizando sefiales adquiridas
de personas con algun tipo de discapacidad o amputacion de mano, han tenido
rendimientos mas bajos que en personas sin ningun tipo de amputacioén, y esto
se debe, entre otras cosas, a las caracteristicas Unicas de una amputacion o
falta de una extremidad, por ejemplo, tiempo desde la amputacion, nivel de
amputacion, estructura muscular distinta después de la amputacion, la

presencia de lesiones nerviosas, etc.(A. H. Al-Timemy et al., 2016).

Debido a la complejidad de las sefiales SEMG, resulta impractico el analisis de
la sefial sin ningun tipo de procesamiento, debido a ello, el procedimiento tipico
a seguir para el control de una prétesis usando este tipo de sefales es: la
adquisicion de la sefal sEMG, el procesamiento digital de la sefal, la
segmentacion de los datos, la extraccion de caracteristicas, y finamente su

clasificacion (Gao et al., 2021)

La mayoria de los trabajos en este campo de aplicacion, se han enfocado en
definir el nimero de electrodos ideal para adquirir las sefiales SEMG, las
caracteristicas ideales a extraer de la sefal, los movimientos mas 6ptimos y la
cantidad de movimientos a clasificar, y el mejor y mas robusto método de
clasificacion de sefiales EMG, sin embargo, las variables son muchas, y
discutir resultados obtenidos bajo ciertas condiciones con otros trabajos que
lo han hecho con condiciones parecidas podria llegar a ser engafoso, puesto

gue, como se menciond antes, incluso las capacidades fisioldgicas de una
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persona afectan la adquisicion de una sefial. Debido a esto, varios equipos de
trabajo a lo largo del mundo han hecho el esfuerzo por publicar bases de datos
de sefales mioeléctricas obtenidas bajo ciertas condiciones, con la finalidad
de poder discutir resultados de nuevos métodos propuestos sobre los mismos
datos adquiridos, las bases de datos publicas mas utilizadas son MIT-BIH,
PhysioNet, BCI competition II, CHB-MIT, DEAP, Bonn University, y NinaPro.
Segun el estudio realizado por (Rim et al., 2020) la base de datos mas utilizada
para el analisis de sefiales SEMG es NinaPro, ya que cuenta con sefiales
obtenidas de varios personas, tanto amputadas como no amputadas, con
hasta 12 canales de adquisicion, y para hasta 50 movimientos diferentes,

siendo la mas completa al momento.

Actualmente existen varios métodos para clasificar sefiales EMG enfocadas al
control de una protesis, dentro de los cuales, los mas utilizados por sus
buenos rendimientos se encuentra el método de andlisis discriminante lineal
(LDA), introducido por primera vez hace mas de 80 afios para la solucion de
problemas de clasificacion (Fisher, 1936), el método de soporte de maquinas
de vectores (SVM), explicado a profundidad por(Cortes & Vapnik, 1995)), y
mas recientemente la utilizacion de estructuras de redes neuronales artificiales
(ANN), cuyos principios basicos surgieron gracias a (Rosenblatt, 1958) y su
explicacién del perceptron, y por ultimo, las redes neuronales convolucionales
(CNN), aplicadas por primera vez por (LeCun etal., 1989), siendo un
parteaguas en muchos campos de aplicacion para la clasificacion de

imégenes.

Debido a las discrepancias en rendimientos entre trabajos muy similares, y a
la cantidad de factores tanto fisiolégicos como de adquisicion de sefiales, que
pueden afectar el rendimiento de clasificacion de movimientos de una persona
a otra, este trabajo propone el disefio y la implementacion de una metodologia
para adquirir, clasificar e interpretar sefiales SsEMG, con la intencién de definir

el nimero de movimientos, el tipo de caracteristicas a extraer de la sefal y el
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método de clasificacibn que den el mejor rendimiento para un grupo de
personas sin ningun tipo de amputacion, y para un grupo de personas con
algun tipo de amputacion o discapacidad, haciendo uso de una base de datos

publica para poder discutir los resultados con trabajos similares.

1.2 Antecedentes
En trabajos relacionados a la clasificacion de gestos utilizando sefiales SEMG,
se ha demostrado que, la clasificacién del movimiento de los dedos es mas
compleja que la clasificacion de los movimientos generales de la mano debido
a varios factores, entre los que se encuentran: el tamafio de los musculos
involucrados, la amplitud de las sefiales EMG y la cantidad de grados de
libertad que se encuentran en los dedos de manera combinada. Es por esa
razon que se han logrado mejores precisiones al clasificar Unicamente
movimientos generales de la mano que cuando se intentan clasificar los
movimientos de los dedos. (Arica et al., 2017) Lograron precisiones de hasta
el 83.5% al clasificar 5 movimientos de mano utilizando 4 canales EMG
ubicados en posiciones estratégicas del antebrazo, las pruebas fueron
realizadas en 2 hombres y 2 mujeres completamente sanos y utilizaron el
método de clasificacion llamado SVM. Por otro lado, (Patel et al., 2018)
propusieron un nuevo método de clasificacion inspirado en la coordinacion
muscular, el estudio fue realizado sobre 10 personas completamente sanas y
una persona amputada y la adquisicion fue hecha mediante 8 canales EMG
en configuracion bipolar, al comparar su método con el método LDA,
reportaron una mejora de rendimiento de hasta un 22% en la persona
amputada. También se han realizado mudltiples trabajos enfocados en la
clasificacién de movimientos Unicamente de dedos, donde la optimizacién del
namero de canales SEMG a utilizar manteniendo niveles de precision alta ha
sido una de las problematicas a resolver. Por ejemplo, de los 32 canales que
utilizaron (F. V. G. Tenore et al., 2009) para clasificar 12 movimientos de dedos
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en personas saludables, a los 6 canales que utilizaron (A. H. Al-Timemy et al.,
2013) para clasificar 15 movimientos de dedos en personas saludables con
una precision de hasta el 98% para algunos movimientos, ha habido una
mejoria sustancial. Sin embargo, este ultimo también realizo el estudio sobre
un grupo de 6 personas amputadas teniendo errores hasta del 18 % para algun
tipo de movimientos, concluyendo que los movimientos en personas

amputadas son mas dificiles de clasificar.

Han sido pocos los trabajos dedicados a la validacion de los métodos en
personas con alguna discapacidad o tipo de amputacién, y los pocos que lo
han considerado han concluido una baja en el rendimiento con respecto a las
personas sanas. Los mismos (A. H. Al-Timemy et al., 2016) realizaron otro
estudio donde demostraron que entre mas movimientos se pretenden clasificar
con personas amputadas mas grande es el error, independientemente del
método a utilizar, para lo cual, estudiaron 4 combinaciones de métodos de
reduccion de caracteristicas y clasificadores de movimientos, aplicados a 4
personas con distintos niveles de amputaciéon. Es claro que, a pesar de los
varios trabajos realizados en el tema, aun no parece haber una conclusion
clara de los parametros idoneos bajo los cuales se debe hacer la adquisicion
de las sefiales mioeléctricas, ni del método de clasificacion que de los mejores
rendimientos, ni de las caracteristicas idoneas para obtener la mejor
clasificacidon, ni cuales son los mejores movimientos para obtener un buen

resultado al momento de aplicar cualquiera de los métodos de clasificacion.

La Tabla 1.1 muestra algunos de los trabajos mas citados al respecto, donde
por un lado podemos ver que el nUmero de canales utilizados en la adquisicion
es distinto en la mayoria, algunos realizan el estudio para movimientos
generales de mano (combinados) , otros para movimientos de dedos, Yy
algunos intentan clasificar ambos, la tabla también muestra el nUmero de
sujetos con el que fue hecho el estudio, y si son personas sin ninguna

amputacion (sanas) o personas con algun tipo de amputacién de mano, los
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métodos de clasificacion utilizados son variados, aunque predomina el uso de

algoritmos de machine learning y Deep learning, principalmente Redes

Neuronales Artificiales (ANN).

Tabla 1.1Trabajos previos de clasificacion de movimientos de mano utilizando sefiales
mioeléctricas. ANN (artificial neural network), MLFFANN (Multilayer Feed Forward Atrtificial
Neural Network), FFMLP (Feed Forward Multilayer Perceptron), SVM (Support Vector
machine), LDA (Linear Discriminant Analysis), CNN (Convolutional Neural Network)

Precisi

i i Método de
) Numero Numero de on de Numero de o
Referencia o . clasificaci
canales movimientos clasific personas )
on
acion
(Hudgins ) 91% 4(sanas)
4 (combinados) ANN
et al., 1993) 85% 1(amputadas)
(M. W. Jiang
6 (dedos) 87 % 10 (sanas) ANN
et al., 2005)
(Sebelius 4 (dedos) 11 (sanas)
8 ) 90 % ANN
et al., 2005) 6 (combinados) 6 (amputadas)
(F. Tenore
32 12 (dedos) 98% 1(sana) MLFFANN
et al., 2007)
(F. V. G. 32 (no
12 (dedos) 94.1% 5(sanas)
Tenore et al., amputados) o FFMLP
12 (combinaciones) 87.8 1(amputadas)
2009) 19(amputados)
(Naik et al., o
4 4 (combinaciones) 96% 7(sanas) ANN
2009)
(Kanitz et al., 5(sanas)
16 13 (dedos) 80% SVM
2011) 1(amputadas)

(Cipriani 8 7 (dedos) 89% 5(sanas) Lazy
et al., 2011) 7 (combinaciones) 79% 5(amputadas) learning
(Ibn Ibrahimy ) ANN(Optim

4 (combinados) 85% 3(sanas) o
et al., 2013) izacion)
(A. H. Al-
) 15 (dedos) 98.25% 10(sanas) SVM
Timemy et al., 6 o
2013) 12 (combinaciones) 90.57%  6(amputadas) LDA
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(Adewuyi 16(sanas)

9 4 (combinaciones) 98% MLPANN
et al., 2016) 4(amputadas)
(A. H. Al-
Timemy et al., 6 8(combinaciones) 97% 4(amputadas) LDA
2016)
(Abbaspour . ;
4 11(combinaciones) 97% 20(sanas) Varios
et al., 2020)
(Yamanoi o 88% 3 (sanas)
5 9 (combinaciones) CNN
et al., 2020) 37% 1 (amputada)

Recientemente, el uso de CNN para clasificar este tipo de sefiales ha cobrado
mayor relevancia debido a los buenos resultados mostrados (Atzori et al.,
2016a; Y. Du etal., 2017; Geng etal.,, 2016; Hu et al.,, 2018a). Para la
implementacion de una CNN la sefial SEMG tiene que ser considerada como
una imagen, en ese sentido, la interpretacion de la sefal para entrenar la red,
segun la literatura, puede ser dividida en dos, la primera es obtener una
ventana en el tiempo, esta imagen estara compuesta por el nimero de canales
(alto) por el numero de datos en el tiempo (ancho), (Park & Lee, 2016)
utilizaron este tipo de imagenes para generar un modelo entrenado por datos
de varios sujetos, y obtuvieron mejor rendimiento que al implementar SVM.
Por otro lado, como se menciono en el capitulo anterior, actualmente es muy
comun la validacién de nuevos modelos en bases de datos publicas, lo cual
permite discutir resultados con trabajos similares, por ejemplo, (Atzori et al.,
2016a) utilizaron la misma representacion de imagen para clasificar las bases
de datos DB1, DB2 y DB3 del proyecto denominado NinaPro (Atzori et al.,
2015), y utilizando una CNN compararon los rendimientos con métodos de
clasificacion tradicionales, tales como k-NN, SVM, Random Forest, y LDA,
demostrando que los rendimientos fueron comparables incluso utilizando una
estructura de red CNN muy sencilla, revelando asi una nueva area para
explorar. La segunda forma de representar una imagen es la propuesta por

(Geng etal.,, 2016), quienes introdujeron el concepto de “imagen sEMG
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instantanea”, la cual consiste en obtener las sefiales SEMG a través de un
arreglo de alta densidad de canales de adquisicion espaciados muy cerca uno
de otro, y asi grabar la actividad eléctrica de los musculos en un éarea
especifica, cada valor de cada canal representa el valor de cada pixel de la
imagen formada, lo cual permite el andlisis de las sefiales SEMG en tiempo y
el espacio, para su trabajo ellos evaluaron el rendimiento de la clasificacion
utiizando estas imagenes en un esquema CNN implementado sobre tres
bases de datos publicas, NinaPro DB1, NinaPro DB2 y CSL-HDEMG (Amma
et al., 2015), sus resultados mostraron que, de hecho, hay patrones dentro de
una imagen instantanea con los que se pueden reconocer los gestos, abriendo
un nuevo panorama para el analisis de sefiales SEMG. (Y. Du et al., 2017)
también utilizaron este tipo de imagen para evaluar el rendimiento en la
clasificacion utilizando una estructura CNN en tres bases de datos, NinaPro
DB1, CSL-HDEMG, y CapgMyo, esta Ultima generada por ellos mismos,
ademas, propusieron un esquema adaptativo en el dominio profundo para la
clasificacion de gestos, lo que incremento el rendimiento publicado en trabajos
previos. Por otro lado, antes de iniciar con el uso de estructuras CNN para la
clasificacién de patrones, y como se mencioné en el capitulo anterior, el modo
mas comun de clasificacion esta basado en la extraccidn de caracteristicas y
el entrenamiento de algoritmos de machine learning (A. H. Al-Timemy et al.,
2013, 2016; L. Hargrove et al., 2008; L. J. Hargrove et al., 2007; Phinyomark
etal.,, 2009, 2012; Rechy-Ramirez & Hu, s.f.) 'y de Deep learning,
principalmente redes neuronales (Adewuyi et al., 2016; A. Al-Timemy et al.,
2018; Hudgins et al., 1993; Oweis et al., 2014; F. V. G. Tenore et al., 2009).
Las caracteristicas mas utilizadas son aquellas extraidas en el dominio del
tiempo (TD), debido a su buen rendimiento y porque no requieren
transformacion alguna, y ademas no requieren mucho tiempo computacional
(Rechy-Ramirez & Hu, s. f.). Regresando a esos inicios y al mismo tiempo
considerando los buenos rendimientos mostrados por las estructuras CNN,

algunos trabajos han optado por formar imagenes usando la extraccion de
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caracteristicas de la sefial para entrenar redes CNN, (Hu etal., 2018a)
utilizaron el set de caracteristicas TD tomadas de (Phinyomark et al., 2012)
para proponer una nueva representacion de imagenes sEMG, donde el ancho
de la imagen es el numero de caracteristicas y el alto de la imagen es el
namero de los canales reorganizados como lo propone (W. Jiang & Yin, 2015),
ellos evaluaron el rendimiento utilizando una CNN, un hibrido CNN-RNN y una
CNN hibrida basada en la atencion sobre cuatro bases de datos, NinaPro DB1,
NinaPro DB2, BioPatRec, y CapgMyo, obteniendo el mejor rendimiento
publicado hasta ese momento para todos los casos.

Mas adelante, (Wei et al., 2019a) utilizaron la misma técnica para generar
imagenes para evaluar el rendimiento de ocho sets de caracteristicas TD, y
tres mas derivados de la transformada Wavelet, ellos utilizaron una nueva
estructura CNN de mudltiples vistas sobre varias bases de datos, entre las
cuales estan la NinaPro y la BioPatRec, obteniendo mejor rendimiento que sus
predecesores. Por otro lado, basados en la idea de que este tipo de sefiales
son por naturaleza no lineales y estocésticas, (Pancholi et al., 2021) propuso
extraer dos caracteristicas derivadas del espectro de potencia en el tiempo
(TD-PSD) para estabilizar la sefal y reducir el tamafio de entrenamiento de la
base de datos, con esas caracteristicas y utilizando una red CNN mejoraron el

rendimiento sobre las bases de datos NinaPro DB1, DB2 y DB3.

Sin duda, muchos progresos se han hecho en los Ultimos afios en la
generacion de modelos matematicos para obtener el mejor rendimiento, lo cual
permite su implementacion en una protesis real y que sus movimientos sean
cada vez mas naturales, sin embargo, aun existe la interrogante de cuél es el
mejor método para clasificar sefiales desde la obtencion de la sefial misma
hasta la obtencion del modelo de clasificacion, en este proyecto se pretende
definir una metodologia clara que permita facilitar, y estandarizar este proceso
para personas amputadas y no amputadas, y asi obtener el mejor modelo

posible para persona en patrticular.
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1.3 Pregunta de investigacién
De acuerdo al tipo de amputacién de una persona ¢ Es posible adecuar una
metodologia para seleccionar el tipo de caracteristicas a extraer de las sefial
SEMG, la cantidad y el tipo de movimientos a clasificar, y el método de
clasificacién, para obtener el mejor rendimiento posible de clasificacion de

movimientos de mano y dedos?

1.4 Hipotesis
Personalizar la adquisicion de sefiales EMG vy la clasificacién de movimientos
combinados para cada persona con grados de discapacidad o amputacion
distinta, mejorara la precision lograda en la clasificacion e interpretacion de las

mismas.

1.5 Objetivo general
Desarrollar e implementar una metodologia para la extraccion de
caracteristicas, clasificacion e interpretaciéon de sefales electromiograficos

obtenidas de personas con algun tipo de discapacidad o amputacion de mano.

1.5.1 Objetivos especificos

1. Diseiar e implementar un sistema de adquisicion y filtrado de sefales
EMG con al menos 6 canales en configuracion bipolar.

2. Disefar e implementar un software en la plataforma de LabVIEW para
visualizar y manipular sefiales EMG.

3. Implementar al menos dos métodos de clasificacion de sefiales EMG
existentes en la literatura para clasificar movimientos combinados de
dedos y movimientos generales de la mano, en personas sin ningun tipo

de discapacidad.
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4. Implementar los mismos métodos del objetivo anterior a personas con
algun tipo de discapacidad o amputacion de mano.

5. Proponer e implementar una metodologia para la adquisicion y
clasificacién de sefiales en personas con algun tipo de discapacidad o

amputacion de mano.
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CAPITULO 2. MARCO TEORICO

En este capitulo se definen los conceptos, métodos y formulas
necesarias para el desarrollo del procedimiento experimental, que
incluye la adquisicion de las sefiales mioeléctrica, el procesamiento

digital y la clasificacion de gestos.

27



2.1 Sefal mioeléctrica

El registro de sefiales biolégicas proporciona una puerta de entrada para

comprender como se comporta el cuerpo humano en condiciones normales y

en condiciones patoldgicas (Cavalcanti Garcia & M. Vieira, 2010), por ejemplo,

se puede medir el ritmo cardiaco, la actividad cerebral, la presidon sanguinea,

etc. cada una de estas biosefiales tiene un rango de amplitud definido y un

rango de frecuencias que es importante considerar al

momento de

instrumentar los sistemas de adquisicion para estas sefiales. La Tabla 2.1

muestra las biosefiales mas tipicas asi como sus rangos de amplitud y de

frecuencias tipicas.

Tabla 2.1 Rangos de algunas de las biosefiales mas usuales (Guerrero Martinez, 2010)

Rango de

Biosefal Definicién Rango de Amplitud ]
frecuencias
) Actividad eléctrica 0.5-4mVv 0.01 — 250 Hz
Electrocardiograma (ECG) )
cardiaca
Actividad eléctrica 5—-300 pv DC — 150 Hz
Electroencefalograma (EEG)
cerebral
Actividad eléctrica 10 uwv -1mv DC-1Hz
Electrogastrograma (EGG) o
géstrica
) Actividad eléctrica 0.1-5mV DC - 10 kHz
Electromiograma (EMG)
muscular
Actividad eléctrica 0.01-3mV DC - 1kHz
Electroneurograma (ENG) .
nerviosa
Potencial retina- 50 — 3500 pv DC - 50 Hz
Electrooculograma (EOG) 3
cornea
) Actividad eléctrica de 0—-900 pv DC -50Hz
Electrorretinograma (ERG) )
la retina
Sonidos cardiacos 80 dB (rango 5—-2000 Hz
Fonocardiograma (PCG) dinamico) 100 pPa
(umbral)
Flujo sanguineo Flujo sanguineo 1-300 ml/s DC - 20 Hz
. Sangre bombeada p/ 4 -25 litros/minuto DC - 20 Hz
Gasto cardiaco ] )
unidad de tiempo
Medida del pH en 6.8 — 7.8 unid. pH DC-2Hz

pH sanguineo

sangre
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] Medida de cambios Depende del 6rgano DC — 30 Hz
Plestimografia )
de volumen medido
Medida del flujo 0 — 600 litros/minuto DC - 40 Hz
respiratorio

Potencial 100 mV 2 kHz

Pneumotacografia

Potencial accion caracteristico de
diferentes células
Respuestas 0.1-10 pv 0.5 -3 kHz
cerebrales evocadas

Potenciales evocados (EP) ;
por estimulos

sensoriales
. ) Presion sanguinea 10 — 400 mm Hg DC - 50 Hz
Presion arterial ]
arterial
» Presion sanguinea 0 — 50 mm Hg DC - 50 Hz
Presion venosa
venosa
Potencial generado 1-500kQ 0.01 - 1Hz

L, por la actividad de las
Respuesta galvanica de la

) glandulas
piel (GSR)

sudoriparas de la

mano

Para el caso de este trabajo, se pretende la adquisicibn de sefales
mioeléctricas, las cuales son sefiales producidas por los muasculos en su
proceso de contraccién y relajacion. La electromiografia por lo tanto, es el
estudio de la funcién muscular a través de la investigacion de la sefial eléctrica

de ellos emana (Basmaijian, 1967).

2.1.1 Unidad motora (MU)
La sefial mioeléctrica nace desde el sistema nervioso central, el cual mediante

neuronas llamadas “motoneuronas a” controlan el sistema motor del ser
humano. En la Figura 2.1 se presenta el esquema general del sistema motor
central, que nace en la corteza del cerebro donde motoneuronas a tienen una

comunicacion directa con interneuronas y motoneuronas a localizadas en el
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tronco encefalico y en la medula espinal respectivamente. La comunicacion
entre el tracto cortico espinal y las motoneuronas a proporciona un control
cortical directo de la actividad muscular, la Figura 2.1 también muestra un
esquema unitario de lo que se le conoce como unidad motora (MU por sus
siglas en ingles), el cual consiste en una motoneurona a en la medula espinal
conectada a las fibras musculares que inerva (Merletti & Parker, 2004), cuando
el sistema nervioso pretende inervar un musculo recluta varias de estas MU
dependiendo de la fuerza requerida y el musculo en cuestion,
subsecuentemente ocurre una despolarizacion en la fibra muscular
provocando su contraccion, esta despolarizacion inicia en la mitad de la unién
neuromuscular de la neurona y se propaga en direcciones opuestas a lo largo
del musculo hasta alcanzar los extremos de la fibra muscular (Staudenmann
et al., 2010). El numero de MU en humanos puede variar desde 100 y hasta
1000 dependiendo de los factores antes mencionados (Henneman & Mendell,
1981) .Ademas, las neuronas reclutadas no suelen ser las mismas ni la misma
cantidad de ellas a pesar de inervar el mismo musculo en multiples ocasiones,
lo cual dificulta sobremanera el analisis de este tipo de sefiales por métodos
simples, como por ejemplo encontrar una frecuencia asociada a un movimiento

en particular.
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Figura 2.1 Representacién esquematica del mecanismo basico de control motor y de la
unidad motora y sus componentes (Merletti & Parker, 2004).

2.1.2 Potencial de accion de la unidad motora (MUAP)
Las membranas celulares tipicamente tienen una diferencia de potencial entre
Su parte interna y su parte externa aproximadamente de - 80 mV a—-90 mV,
cuando el sistema nervioso central induce una activacion sobre las
motoneuronas provoca que iones de sodio (Nat) fluyan dentro de la
membranay que iones de potasio (K+) escapen de la membrana, esto provoca
una despolarizacion en la membrana de la célula provocando un incremento
en la diferencia de potencial, si esa diferencia de potencial rebasa potencial de
umbral el cual se encuentra alrededor de los -55 mV, éste llegara rapidamente
a un potencial de accién alrededor de los 30 mV gque provocara una reaccion
en cadena a lo largo de membrana celular, a este fendmeno, que puede
pensarse como un circuito de un solo disparo se le conoce como el potencial
de accion de la unidad motora (MUAP), la forma de esta diferencia de potencial
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cuando ocurre la activacibn motora puede observarse en la Figura 2.2,
inmediatamente después el potencial es restaurado debido a una fase de
repolarizacion. EI MUAP que parte de las motoneuronas, y se propaga a lo
largo de las membranas celulares, finalmente inerva los musculos produciendo
un acortamiento de los elementos contractiles de la célula muscular (Konrad,
2005).

+4+ I""-H'I-++H-|—I—H—1-+-H—H—i-

|f*, ----- 22 e - - |"||
* muscle fiber|

T — T E— - J

e |—---+++#+++++++++++++++++

Ma~™ influx K™ efflux

Figura 2.2 Generacion del potencial de accién en una neurona excitada por el sistema
nervioso central

El MUAP resultante es la sumatoria de los MUAPSs reclutados por el sistema

nervioso para la inervacion de cada musculo en particular.

2.2 Adquisicidn de sefiales mioeléctricas
Una sefal mioeléctrica, la cual es generada sobre las fibras musculares, puede
adquirirse se diferentes maneras, mediante electrodos de aguja, electrodos de
superficie o electrodos de alambre (Hallett et al., 1994). Los electrodos de
aguja son mas selectivos (Ver Figura 2.3), y dependiendo del tipo de electrodo

utilizado los MUAPs adquiridos pueden ser derivados del potencial de accion
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de una o varias MU. Los electrodos de alambre son muy parecidos a los de
aguja con la diferencia de que los de alambre se inserta sobre las fibras
musculares por un largo periodo de tiempo, por lo que, tienen la selectividad
de los electrodos de aguja y permiten mayor libertad de movimiento sin

ingresar ruido a la sefal.

Motoneurona
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concéntrico

Potencial de
unidad motora g dur

Figura 2.3 Representacion de la insercion de un electrodo de aguja en fibras musculares
para la captacion de los potenciales de accion.

El problema con los electrodos de aguja y de alambre es que son formas de
medicion invasiva, es decir, el electrodo o el alambre deben ir incrustados en
las fibras musculares, los electrodos de superficie por otro lado, tienen la

ventaja de no ser dolorosos, no ser invasivos, y de recabar informacién de un
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gran volumen de musculos a la vez, por esta razon, este tipo de adquisicién
es el mas utilizado para muchas aplicaciones, incluyendo la clasificacion de

gestos para el control de protesis.

2.2.1 Seiales mioeléctricas superficiales
Cuando se utilizan electrodos de superficie para la adquisicion de sefiales
mioeléctricas, la literatura tipicamente lo define como electromiografia de
superficie o sefiales mioeléctricas superficiales (SEMG), y al electrodo SEMG
puede ser definido como un sensor de actividad eléctrica muscular o como un

transductor de corriente ionica (Merletti et al., 2009).

2.2.1.1 Electrodos superficiales

Los electrodos superficiales son colocados directamente sobre la piel del
musculo o grupo de musculos del cual se quiere obtener la informacion, la
superficie del electrodo actia como transductor, dando un valor medio del
campo de potencial alrededor de la superficie. Los electrodos mas utilizados
para estas aplicaciones estan hechos de plata (Ag) con una ligera capa de
cloruro de plata (CIAg) el cual se pone en contacto con la piel mediante una
pasta electrolitica, estos sensores se utilizan en un 80% de las aplicaciones
de sefales sSEMG debido a sus bajos valores de impedancia piel/electrodo
(Duchene & Goubel, 1993). Para este proyecto se decidio utilizar electrodos
superficiales de la marca COVIDEN de Ag/CIAg los cuales se muestran en la
Figura 2.4.
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Figura 2.4 Electrodo de superficie Ag/CIAg para la adquisicién de sEMG.

2.2.1.2 Configuracion de canales de adquisicién
La colocacién de los electrodos para la adquisicion de sefiales SEMG puede
hacerse principalmente a través de dos configuraciones: monopolar y bipolar
(Zahak, 2012). En la configuraciéon monopolar se coloca un electrodo sobre la
piel de la zona donde se quiere adquirir la sefial, y otro electrodo se utiliza
como referencia (C. De Luca, 2006) y se coloca en una parte de piel que sea

eléctricamente neutra como se muestra en la Figura 2.5.
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electrode electrode
—/____._’/\h/—.-——\_—\_/\/—\
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Figura 2.5 Configuracién monopolar para adquisicion de sefial SEMG.

En la configuracion bipolar se utilizan dos electrodos para adquirir la sefal
SEMG sobre el musculo de interés, separados una distancia ideal de 10 mm y

colocados a lo largo de la extension del musculo en cuestion (Freriks &
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Hermens, 1999), ademas, se utiliza un tercer electrodo como referencia al
igual que en la configuracion monopolar (Ver Figura 2.6). La adquisicion de
esta sefial es amplificada con la ayuda de un amplificador diferencial de
instrumentacion el cual suprime el ruido comin de ambas entradas y después
amplifica la diferencia (C. De Luca, 2006), debido a esta gran ventaja esta

configuracion es la mas utilizada para este tipo de aplicaciones.
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Figura 2.6 Configuracion bipolar para adquisicion de sefial SEMG.
Para la adquisicion de las sefiales de este proyecto se decidio utilizar la
configuracion bipolar para multiples canales, donde se considera una Unica

referencia para todas las sefnales.

2.3 Reconocimiento de patrones basado en control mioeléctrico
Debido a la complejidad de las sefiales SEMG y a su baja repetitividad, la
clasificacion de las mismas se vuelve un tema dificil de resolver, la mejor forma
de hacerlo es la identificacion y clasificacion de patrones teniendo mdaltiples
canales de adquisicidn, estas sefiales son amplificadas, filtradas digitalizadas

via instrumentos EMG estandar y finalmente transferidas a un controlador
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(Asghari Oskoei & Hu, 2007), el cual incluye principalmente los mdédulos

sefialados en la Figura 2.7.

S entacio Extraccion de
egmentacion L) xtraccién d

. m=N Clasificacion m= Controlador
de los datos caracteristicas

Figura 2.7Diagrama de bloques para el reconocimiento de patrones basado en control
mioeléctrico.

2.3.1 Segmentacién de los datos
Debido a que este proyecto esta enfocado a generar un modelo para su
posterior implementacion en el control de una prétesis electromecénica de
mano, los tiempos en los que se deben tomar decisiones son relativamente
cortos, debido a ello se debe realizar una segmentacion de los datos a analizar
en ventanas de tiempo, y asi analizar cada ventana, procesarla, y con ellas
entrenar un modelo de clasificacion. El tamafio de ventana debe seleccionarse
con cuidado debido a que debe haber un equilibrio entre el tiempo de
respuesta Yy la mejor precision alcanzada, el tiempo de respuesta de un
sistema de control de este tipo no debe tener un retardo perceptible para el
usuario, en general, se considera que este tiempo debe estar por debajo de
300 ms, esto impone una restriccién en tiempo real a las tareas del sistema de
control de adquirir y procesar los datos mioeléctricos (Englehart & Hudgins,
2003). Existen dos técnicas para la segmentacion de ventanas: la técnica de
ventanas adyacentes y la técnica de ventanas traslapadas (Asghari Oskoei &
Hu, 2007). Como se muestra en la Figura 2.8, en la técnica de las ventanas
adyacentes la sefial se divide en segmentos de una longitud predefinida, y el
intento de clasificacion de ese segmento viene dado después de un tiempo de
procesamiento. La técnica de ventanas traslapadas, se toma un segmento de

una longitud predefinida, después de un tiempo de traslape se toma un nuevo
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segmento que esta traslapado en algunos datos con el segmento anterior, el
tiempo de traslape debe ser menor al tiempo de procesamiento, debido a que
el procesador debe realizar ciertas tareas de procesamiento previo a generar

una decision y antes de que llegue el siguiente segmento a procesar.
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Figura 2.8 Técnica de segmentacion de ventanas: a) adyacentes, y b) traslapadas.

2.3.2 Extraccion de caracteristicas
Las caracteristicas de una sefial SEMG son extremadamente dependientes del
nivel y la duracion de la contraccion muscular, los estados estatico y dinamico
del musculo, la fatiga y la humedad de la piel (Asghari Oskoei & Hu, 2007), es
por esa razén que la aleatoriedad de la sefial hace que el analisis de los datos
naturales en el tiempo sea impractico, es por esa razén que la estrategia que
se utiliza para la clasificacion de sefiales SEMG es la extraccion de
caracteristicas que ayuden a identificar patrones. De acuerdo con (Zecca
et al., 2002) hay tres tipos de caracteristicas principales para el control de
sistemas EMG: en el dominio del tiempo (TD); directamente relacionada con
la amplitud de la sefial, en el dominio de la frecuencia (FD); relacionadas al
espectro de potencia de la sefial, y en el dominio del tiempo-frecuencia (TD-

FD); analizadas mediante herramientas de la transformada wavelet.
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2.3.2.1 Caracteristicas en el dominio del tiempo

Las caracteristicas extraidas en el dominio del tiempo (TD) son las mas
populares para el reconocimiento de patrones en sefiales SEMG, debido a que
son faciles y rapidas de calcular, y ademas no requieren ninguna
transformacion, por lo que el tiempo de cdmputo es menor comparado con otro
tipo de caracteristicas, lo cual es de suma importancia debido a las
aplicaciones de este tipo de sistemas. Este tipo de caracteristicas son
computadas basadas en su amplitud y los valores resultantes dan una medida
de la amplitud, la frecuencia y la duracion de la forma de onda dentro de unos
parametros limitados (Oskoei & Hu, 2006). Ejemplos de caracteristicas TD
son: media del valor absoluto (MAV), raiz cuadradita media (RMS), longitud de
onda (WL), etc. las ecuaciones de estas y mas caracteristicas en el tiempo
pueden observarse en el Apéndice B.

2.3.2.2 Caracteristicas en el dominio de la frecuencia
Las caracteristicas extraidas en el dominio de la frecuencia (FD) se basan en
la estimacion del espectro de densidad de potencia (PSD) y se calculan
mediante el periodograma o métodos paramétricos, aunque estas, en
comparacion de las caracteristicas TD, requieren mas tiempo de cémputo
(Oskoei & Hu, 2006), debido a que se requiere el célculo de la transformada
de fourier. Este tipo de caracteristicas mas comunmente utilizadas para el
estudio de la fatiga muscular y el andlisis de reclutamiento de MUs
(Phinyomark et al., 2012). Ejemplos de caracteristicas FD son: media de la
frecuencia (MNF), mediana de las frecuencias (MDF), frecuencia pico (PKF),
etc. las ecuaciones de estas y mas caracteristicas en frecuencia pueden

observarse en el Apéndice B.
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2.3.2.3 Caracteristicas en el dominio del tiempo-frecuencia
Las caracteristicas extraidas en el dominio del tiempo-frecuencia (TD-FD)
describen como el espectro de potencia varia en el tiempo, para este tipo de
caracteristicas la transformada Wavelet es la mas utilizada. La transformada
Wavelet puede ser dividida en su forma continua y discreta, lo que transforma
la sefial de forma eficiente dandole una resolucion flexible en los dominios del
tiempo y de la frecuencia. A pesar de que el analisis pudiera parecer mas
profundo, las caracteristicas TD han mostrado tener mejores rendimiento al
momento de clasificar patrones con sefiales SEMG comparandolas con TD-FD

e incluso con las caracteristicas FD (L. J. Hargrove et al., 2007).

2.3.2.4 Caracteristicas del espectro de potencia extraidas en
el tiempo

Otra alternativa para extraer caracteristicas que ha dado buenos rendimientos
al clasificar seflales SEMG es analizar el PSD en el dominio del tiempo
mediante el calculo de los momentos de la misma funcion PSD, por ejemplo,
como se menciond en los antecedentes, (Pancholi et al., 2021) utilizaron dos
caracteristicas (TD-PSD1) derivadas del espectro de potencia para para
entrenar una red CNN, mejorando las precisiones logradas en las bases de
datos DB1, DB2 y DB3, y demostrando también que utilizando este tipo de
caracteristicas estabiliza la sefial y se reduce el tiempo de entrenamiento de
la red debido a la cantidad de caracteristicas utilizadas. Por otro lado,
(Khushaba et al., 2012) utilizaron cinco caracteristicas también derivadas del
espectro PSD para demostrar que se reduce la variabilidad del error en la
clasificacion de este tipo de sefales al modificar la posicién de la extremidad.
Estas caracteristicas fueron obtenidas del teorema de Parseval, el cual
establece que a suma del cuadrado de una funcién es igual a la suma del

cuadrado de su transformada de Fourier, y esta dado por:
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N-1 1 N-—
Z|x[1 —NZ [k1X* [k Z (1)

j=0 k=0 k=0

Ademas, esto es igual a la suma de las amplitudes del espectro de potencia
P[k], donde k es el indice de frecuencia, X[k] es la sefial SEMG expresada
como una funcién de la frecuencia, y X*[k] es su conjugado obtenido a través
de la transformada discreta de Fourier (DFT). Debemos considerar que la
descripcion completa de la transformada de Fourier es simétrica respecto a la
frecuencia cero y que debido a esto y al factor de que desde el dominio del
tiempo no podemos acceder al espectro PSD, el analisis en el dominio del
tiempo debe incluir el espectro entero, considerando las frecuencias positivas
y negativas, consecuentemente, de acuerdo a la definicion de un momento m
de orden n del espectro P[K] el cual esta dado por:

N-1
My = ) K"P[K] )
k=0
Nosotros podemos definir los momentos impares como cero desde una
aproximacion estadistica a la forma de distribucion de la frecuencia. Asi que,
con la ecuacion 2, nosotros podemos usar el teorema de Parseval para

calcular el momento m, como:

N- N—
mO—ZkP[k=Z (3)

El cual es un indicador del total de potencia en el dominio de la frecuencia.
Para calcular el resto de momentos, podemos usar la propiedad de la
diferenciacion del tiempo de la transformada de Fourier, el cual dice que la nth
derivada de una funcién en TD (A™) para sefiales discretas en el tiempo es

equivalente a multiplicar el espectro X[k] por la k elevado a la nth potencia.

F[amx[j]] = k"X [k] (4)
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Considerando esta propiedad, el momento m, puede ser obtenido por:

N—-1 N-1
my = Z K*P[k] = Z (K"X[k]
k=0

N-1
= ) @x(j)?
=0

(5)

En el mismo camino el momento m, puede ser calculado por:

N—-1
Z K*P[k] =
k=0

Z

(6)

Entonces, las caracteristicas propuestas por ellos, las cuales denotaremos a

partir de ahora como TD-PSD2, son derivadas del calculo de los momentos

my, m, Yy my, las cuales son detalladas en la Tabla 2.2.

Tabla 2.2 Descripcién de las 5 caracteristicas TD-PSD2.

Caracteristica Ecuacion Descripcién
Indicador del total
de potencia en el

f1 log(my) (7) "
dominio de la
frecuencia
5 Estabilizador de
f2 log(m,/mg)  (8) .
ruido
5 Estabilizador de
f3 log(ms/mg)  (9) .
ruido
Indicador de
cuanta energia de
my
fa log < > (10) un vector esta
Jmg —my * Jmg —my
acumulada en
pocos elementos
Factor de
0 irregularidad dentro
fs log | “—~

de una longitud de

onda definida
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2.3.3 Clasificacion
La clasificacion de patrones en sefales mioeléctricas es uno de los principales
retos en el area de las aplicaciones con este tipo de sefiales. El método que
ha dado mejores resultados, es el utilizar las caracteristicas extraidas de las
sefales para entrenar algoritmos de machine learning y deep learning, Existen
varios tipos de clasificadores que se han utilizado eficientemente para
diferentes aplicaciones de sEMG, como las redes neuronales artificiales
(ANN), clasificador difuso, andlisis discriminante lineal (LDA), Mapa auto
organizado (SOM), maquinas de soporte de vectores (SVM) (Chowdhury et al.,
2013), y mas recientemente las redes neuronales convolucionales, debido a
gue esta ultima y las ANN han sido las mas utilizadas en la literatura, en este

trabajo decidimos utilizar ambas para comparar nuestros resultados.

2.3.3.1 Redes neuronales Artificiales (ANN)
Las redes ANN san sido ampliamente utilizadas para la clasificacion
mioeléctrica, debido a que una de sus principales ventajas es su habilidad de
representar relaciones tanto lineales como no lineales; y aprender estas
relaciones directamente de los datos que estan siendo modelados (Asghari
Oskoei & Hu, 2007).

Las ANN son modelos computacionales inspirados en el sistema nervioso de
los seres vivos. Este tipo de redes tienen la capacidad de adquirir y mantener
informacion y pueden definirse como un conjunto de unidades de
procesamiento, presentadas como neuronas artificiales, conectadas por varias
interconexiones (sinapsis artificial) (da Silva et al., 2017), interconexiones que

son alteradas por pesos sinapticos.
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23311 Neurona bioldgica

Una neurona bioldgica recibe sefales a través de las dendritas de la
membrana mediante la sinapsis, cuando la sefial recibida es lo suficientemente
grande (superando un cierto umbral), la neurona es activada y emite una sefial
a través de su axon, esta sefial puede ser enviada a otra sinapsis y puede
activar otras neuronas (Ver Figura 2.9), entonces, las sefiales se transmiten
entre neuronas mediante potenciales de accién, que tienen un perfil
estereotipico y muestran un caracter de “todo o nada” al superar un umbral de

diferencia de potencial (Gurney, 2004).
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Figura 2.9 Transmision de sefial de una neurona biolégica.

2.3.3.1.2 Neurona artificial

Las neuronas artificiales, las cuales son el elemento fundamental de las redes
neuronales artificiales, estan inspiradas en el modelo de una neurona biologica
y como es que funciona el sistema nervioso y el cerebro mismo al momento

de transmitir informacién. El modelo mas simple de una neurona artificial lo
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propusieron (McCulloch & Pitts, 1943), y sigue siendo el més utilizada en la

actualidad en arquitecturas de redes neuronales artificiales.

La Figura 2.10 muestra el modelo de una neurona artificial, donde por un lado
puede tener multiples entradas provenientes de un ambiente externo, las
cuales son representadas por {x;, x5, ..., X, }, Y que es anélogo a los impulsos
eléctricos provenientes de otras neuronas en el modelo de neuronas
biolégicas, cada una de esas entradas es multiplicada por un peso sinaptico
{wi, w,, ...,w,}, que es andlogo a la relevancia que tiene cada entrada de una
neurona bioldgica respecto a su salida, entonces, la salida de cada neurona
artificial es la sumatoria de todas estas multiplicaciones méas un sesgo (), que
es una variable utilizada para especificar un umbral adecuado que debe tener
la salida de la sumatoria para generar un valor de activacion hacia la salida de
la neurona (da Silva et al., 2017), la salida de la sumatoria esta denotada en

la Figura 2.10 como u.

X === w,

X, == w, ——> u g.) ——vy

Figura 2.10 Neurona artificial

La sumatoria entonces esta definida como:

n
u=2wi*xi—9 (12)
i=1

Después esa sumatoria es evaluada en una funcion de activacion (g) cuyo

objetivo es limitar la salida de la neurona dentro de un rango de valores
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definidos, esta funcion de activacion dara la salida de la neurona artificial (y),
la cual puede ser utilizada como entrada de otra u otras neuronas
interconectadas, o bien puede ser la salida de toda la estructura neuronal.

Entonces, la salida de cada neurona esta definida como:

y=g) (13)

Un ejemplo de funcién de activacion neuronal es la funcion sigmoidea

logaritmica cuya expresion matematica esta dada por:

1

Trern (14)

gu) =

Donde S es una constante real asociada a la pendiente de la funcion en su
punto de infleccion. La respuesta de esta funcion siempre es un valor real entre
cero y uno, su comportamiento puede observarse con mayor claridad en la
Figura 2.11.

g(u)

g
#1 ™ Inflection point

Figura 2.11 Funcion de activacion Sigmoidea logaritmica (da Silva et al., 2017).

2.3.3.1.3 Arquitectura neuronal artificial

Las arquitecturas de redes neuronales artificiales, estan compuestas por
neuronas artificiales interconectadas unas con otras en diferentes capas, y en
lo general pueden dividirse en tres partes, primero esta la capa de entrada,
que es la capa donde se conectan las entradas de la red (datos, sefales,

caracteristicas, mediciones de algun proceso, etc.), la normalizacion de estos
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datos de entrada en los limites de operacién de las funciones de activacion
mejora el rendimiento de la red. Después viene la capa o capas ocultas, a
estas capas también se les conoce como de “extraccion de caracteristicas”
debido a que la salida de estas capas esta asociada a patrones en el proceso
0 sistema que esta siendo analizado. Y por ultimo esta la capa de salida, que
es la encargada de arrojar un resultado en funcion del procesamiento de todas
las capas previas, la Figura 2.12 muestra un ejemplo de una estructura
neuronal de una red feedforward (flujo de datos hacia adelante) con una capa
de entrada, dos ocultas y una capa de salida.

Y2

Input layer 0
. utput neural
1st Hidden neural P

layer

layer

2" Hidden neural
layer

Figura 2.12 Ejemplo de red neuronal de mdultiples capas (da Silva et al., 2017).

2.3.3.14 Proceso de entrenamiento de una red neuronal
artificial multicapa

Para el entrenamiento de una red neuronal artificial de varias capas, se debe
seguir un proceso en dos partes, la primera parte consisten en avanzar hacia
adelante en la red mientras calculamos las salidas de cada neurona hasta

encontrar la respuesta de la red a los datos de entrada, a ese proceso se le

a7



llama propagacion hacia adelante (forward propagation) y se realiza para cada
una de las muestras que se utilicen para el entrenamiento. En la Figura 2.13
puede observarse una neurona la cual sus pesos sinapticos estan

determinados por W]f donde j representa el nimero de neurona de la capa L,

e i representa el nimero de entrada de la neurona j.

neuron j
(layer L)

Inputn | |

Figura 2.13 Modelo de neurona j en una capa L.

La sumatoria de cada neurona I]-L sera la sumatoria de los pesos multiplicados

por sus respectivas entradas, por ejemplo para la capa 1, la sumatoria de la

neurona 1 seria:
n

Ij(1) _ z MGi(D 2% © Ij(l) _ Wl(ol) v xg + Wl(ll) s+t Wl(;) * X, (15)
i=0

Y la salida de cada neurona estara determinada por YjL , €s decir, la respuesta

de la sumatoria I]-L al pasarla por la funcién de transferencia g

vt =g (If) (16)
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El siguiente paso es calcular el error del modelo mediante una funcion
denominada funcién de coste, cuyo proposito es el de medir el error de
nuestras salidas calculadas con respecto a las salidas que deseamos. La
funcion de coste mas comun es la funcion del error cuadratico medio, el cual
se calcula para cada uno de los datos de entrenamiento k, la sumatoria de

todos los errores estara definida por:
1 n
2
Bk = 5 ) (0 - ¥(6) (a7)
j=1

Donde Y;(k) es el valor de salida de la neurona j de la capa de salida para la
muestra de entrenamiento k, d;(k) es el valor deseado de esa misma neurona

y n es el niumero de neuronas en la capa de salida. El error cuadréatico medio

estara definido entonces por:

p
Ey, = lz E(k) (18)
p k=1

Asumiendo que p es el nimero de muestras utilizadas para entrenar la

arquitectura.

2.3.3.15 Entrenamiento de la red neuronal

El aprendizaje de las redes neuronales involucra el ajuste de lo pesos
buscando minimizar el error (Hristev, 1998), el algoritmo mas comudn para
hacer este ajuste es el de propagacion hacia atras (backpropagation)
calculando el gradiente de la funcion del error (VE) y aplicAndola regla de la

cadena para derivaciones:

0E  9E oyt oI}
oWk avE arF T awk
i o ol ji

VEL (19)
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Entonces, realizando las derivadas correspondientes, el ajuste de la matriz de

pesos de cada capa Wj% esta dado por

0E
Wit +1)= Wt(t) —n— (20)
Jt Jt aw/ﬁ

Donde n es una variable denominada como tasa de aprendizaje del algoritmo
de backpropagation, y es utilizada para modificar la velocidad y la calidad del
proceso de entrenamiento de la red. Este ajuste de pesos, se realiza cada vez

gue se introducen nuevos datos de entrenamiento.

2.3.3.2 Redes neuronales convolucionales (CNN)
En los afios mas recientes hemos visto un dramético crecimiento en el
rendimiento de sistemas de reconocimiento debido a la introduccion de
arquitecturas profundas para el aprendizaje de caracteristicas y clasificacion
(Sewak et al.,, 2018). Las redes neuronales convolucionales (CNN) son el
algoritmo mas utilizado para este tipo de aplicaciones debido a sus altos
rendimientos, las redes convolucionales son redes neuronales que utilizan la
convolucion en lugar de una multiplicacion general matricial en al menos una

de sus capas (Goodfellow et al., 2016).

A diferencia de las redes neuronales artificiales, las convolucionales se basan
en el hecho de aplicar una serie de convoluciones a imagenes que son la
entrada de la red. En términos generales, una estructura de red neuronal
convolucional puede dividirse en dos partes, como se muestra en la Figura
2.14, una compuesta por capas convolucionales conocida como “extraccién
de caracteristicas”, y otra donde se hace pasar el resultado de la extraccion
de caracteristicas por una red neuronal artificial comin con neuronas
totalmente conectadas. La intencion de aplicar este tipo de redes es identificar
caracteristicas en las imagenes y lograr clasificarlas con la mayor eficiencia

posible.
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Figura 2.14. Estructura general de una red neuronal convolucional

2.3.3.2.1 Convolucién

La convolucion es una operaciéon matematica entre dos funciones en la que el
resultado es una tercera funcion (s(t)) que en cierto sentido representa una
ponderacion de la primera funcion (x(a)) al hacerle pasar la segunda funcion

invertida (w(t — a)), y esta dada por:
s(t) = fx(a)w(t —a)da (21)

El operador de la convolucion es tipicamente un asterisco

s(t) = (x = w)(0) (22)

Dentro de la terminologia utilizada para CNN el primer argumento de la
convolucién se refiere a la entrada y al segundo argumento se le refiere como
“kernel” (también llamado filtro en ocasiones), mientras que al resultado de la
operaciéon se le conoce como mapeo de caracteristicas. Cuando trabajamos
con procesamiento digital es necesario tomar a la convolucion como una

operacion discreta, en ese sentido se puede volver a definir como:
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[0}

s(t) = Z x(@Qw(t - a) (23)

—oco
Donde t puede tomar Unicamente valores enteros.

Las redes CNN comunmente trabajan con imagenes como sus entradas, es
decir 2 dimensiones, por lo que podemos redefinir la operacién de la
convolucién con una entrada I de dos dimensiones convolucionada con un

kernel K también de dos dimensiones:

S@H = UGN =) Y ImmKG-mj-n)  (24)
m n
En el caso de las redes CNN comuUnmente se implementa una correlacién
cruzada (cross-correlation) la cual es lo mismo que la convolucion pero sin

invertir el kernel:

s ) = UK j) = Z Z IG+mj+mK(mn)  (25)

Muchas librerias de machine learning implementan esa correlacion pero le
llaman convoluciéon (Goodfellow et al., 2016), esto se debe a que usualmente
en las redes CNN no es importante la propiedad de una convolucién de ser
conmutativa, y resulta mas cémodo que al final de la fase de entrenamiento,
los kernels cuyos pesos se han modificado y que ha aprendido la red no estén

invertidos.

2.3.3.2.2 Capa convolucional

La parte de la CNN donde se realizan las convoluciones estd compuesta por
varias capas, en cada una de estas capas convolucionales se aplican una serie
de kernels a las imagenes de entrada de la red, posteriormente el resultado se

hace pasar por una funcién de activacion conocida como RELU (Rectified
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Lineal Unit), la cual permite un acotamiento de los datos de salida, esta parte

de la red es conocida en ocasiones como estacion de deteccion.

2.3.3.2.3 Pooling

En cada capa convolucional usualmente se aplica una funcién llamada
“pooling” previo a ser pasada por la capa siguiente, esta funcién reemplaza la
salida de la capa con una estadistica de resumen de la salidas cercanas
(Goodfellow et al., 2016), esta funciébn ayuda a reducir en gran medida la
cantidad de datos de la red que se van pasando de capa en capa, conservando
la mayor cantidad de informacion posible, dentro de las funciones de pooling
mas utilizadas se encuentra el “max pooling”, el cual consiste en tomar el valor
maximo en pequefias ventanas o regiones de las imagenes resultantes de las
convoluciones de la capa previa, por ejemplo, si aplicamos un max pooling de
2x2 a una imagen de 4x4 el resultado serd una imagen de 2x2, ya que la
imagen original sera dividida en 4 regiones de 2x2 y el valor del pixel mas alto

sera el que represente a esa region en la nueva imagen de 2x2.
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CAPITULO 3. METODOL OGIA

El presente capitulo se divide en 2 partes, en un principio se tenia la intencién
de implementar una metodologia que nos permitiera adquirir nuestras propias
sefiales y con ellas evaluar el rendimiento de los diferentes métodos de
clasificacién, sin embargo, y por motivos de salud derivados de la pandemia
que paralizo al mundo en el afio 2019, se optd por no interactuar con personas
y el lugar de eso utilizar una base de datos publica. Por lo tanto, la primera
parte de este capitulo describe la metodologia seguida para crear un sistema
de adquisicion de 6 canales sEMG, y la segunda parte describe la metodologia
a seguir para la clasificacion de sefiales partiendo de una base de datos ya

generada.
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3.1 Metodologia para la adquisicion de sefiales SEMG propias
La jError! No se encuentra el origen de la referencia. muestra la m
etodologia a seguir para llevar a cabo el grabado de sefiales SEMG,
contemplando la colocacién de los electrodos, el acondicionamiento y la

adquisicion de la sefal.

Numeroy
colocacion de
electrodos

!

Acondicionamiento
de la senal

|

Adquisicion de la
sefial

Figura 3.1 Diagrama para el grabado de sefales mioeléctricas.

3.1.1 Numero y colocacion de electrodos
En un estudio (A. H. Al-Timemy et al., 2013) evaluaron el rendimiento al
clasificar 15 y 12 movimientos de dedos en personas no amputadas y
personas amputadas respectivamente, modificando el nUumero de canales de
adquisicién en configuracién bipolar desde uno hasta 12, demostrando que no
habia diferencia significativa en el rendimiento a partir de los seis canales en
adelante, por esa razon, en este trabajo se decidio utilizar seis canales de
adquisicién en configuracién bipolar. Los canales fueron colocados alrededor

del antebrazo de cada persona, colocando el electrodo inicial en el musculo
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braquioradial a 1/3 de su longitud partiendo de la parte superior (Ver Figura
3.2a), y el resto distribuidos de manera uniforme alrededor y paralelos al
primero (Ver Figura 3.2b), cada uno de los cuales consta de un par de

electrodos de plata cloruro de plata (Ag/AgCl) autoadhesivos.

N«
Masculo flexor | - . .
radial del carpo (/0N M 1/3 de la distancia
f Misculo
pronador
redondo v
Musculo
palmaris
longus

Braquioradial

Masculo flexor
cubital del carpo

() (b)

Figura 3.2 a) Colocacion de los 6 canales sEMG, b) Distancia para la colocacion del primer
electrodo.

Para reproducir la posicién de los electrodos entre persona y persona se
siguieron las recomendaciones europeas para la adquisicion de sefales
SEMG (Freriks & Hermens, 1999), entre las cuales se encuentran que: la zona
donde se colocan los electrodos debe ser afeitada y limpiada con alcohol, la
persona debera estar sentada comodamente con el codo flexionado en un
angulo de 90° con respecto a la vertical, y con la posicion posterior del
antebrazo viendo hacia abajo (Ver Figura 3.3), la distancia entre electrodos del
mismo canal debera ser de 20mm y la orientacion de los electrodos debera ser

paralelos a la orientacion de las fibras musculares.
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Figura 3.3 Posicidn del cuerpo para la adquisicién de una sefial SEMG del antebrazo.

3.1.2 Acondicionamiento de la sefial
La sefial obtenida de los electrodos, la cual tiene una amplitud aproximada de
+/- 5000 pV (Konrad, 2005), se amplific6 1000 veces con la ayuda de un
amplificador de instrumentacion previo a su adquisicion para obtener un rango
de +/- 5V . Ademas, debido a que el 95% de los armonicos de la sefal se
encuentran arriba de los 400 Hz y que la inestabilidad de la interface piel-
electrodo genera ruidos en frecuencias por debajo de los 20 Hz, se implemento
un filtro pasa banda de 20 a 500 Hz de 4to orden segun lo recomiendan
(Coughlin & Driscoll, 1993) para sefales en este rango de frecuencias (Ver
Figura 3.4). Ademas, de forma digital se implementd una segunda estacion de
filtrado, con un filtro pasa banda de 20 a 400 Hz y un filtro rechaza banda en

los 60 Hz, para evitar ruidos provenientes del suministro eléctrico.
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Figura 3.4 Circuito amplificador a mil veces y filtro pasa banda de 4to orden de 20 a 500 Hz,
para un canal de adquisicién de sefial SEMG.

3.1.3 Adquisicion de la sefial
Para la adquisicion de las sefiales EMG se utilizé una tarjeta de adquisicion de
la marca ADVANTECH Modelo USB-4716 (Ver. Figura 3.5), la cual cuenta
con 6 canales analogos de entrada diferenciales con una resolucion de 16 bits
a un voltaje de +/- 5V. Debido al rango de frecuencias de interés, la sefal se

muestreo a 2000 Hz, y fueron visualizadas en el software LabVIEW de la
plataforma National Instruments.

R RE PN RTINS

fababalaiobataiaiaiaiaiaiui.g

ADVANTECH

Portable Data Acquisition Module

208 4578, 16-04 Mumtunction USE Bosule

Figura 3.5 Tarjeta de adquisicion de la marca ADVANTECH modelo USB 4716.
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3.2 Metodologia para clasificacion de sefiales sEMG desde una base
de datos existente

De acuerdo al procedimiento descrito en la seccion anterior, era necesario
interactuar con personas dispuestas a contribuir con el procedimiento
experimental de la colocacion de los electrodos y el grabado de las sefiales
SEMG, lamentablemente no se pudo continuar con el proceso anterior debido
a la pandemia de COVID gque se suscito en el afio 2019, por lo que decidimos
utilizar una base de datos publica y continuar con el procedimiento
experimental partiendo de las sefales obtenidas.

3.2.1 Descripcion de Base de datos NINA PRO
La base de datos NINA (Prétesis de mano adaptativa no invasiva, por sus
siglas en inglés) PRO, es una base de datos multimodal desarrollada por
(Atzori, Gijsberts, Castellini, et al., 2014), la cual esta disponible publicamente
con la intension de fomentar la investigacion en protesis de mano robadticas
controladas con inteligencia artificial. Este repositorio, ademas de datos de
electromiografia, también incluye otros datos relacionados con cinemaética,
inercia, seguimiento de 0jo, visual clinicos y neurocognitivos, que son usados
a lo largo del mundo por investigadores en robotica, machine learning, ciencias

médicas y neurocognitivas.

Las base de datos utilizada en este proyecto, fueron las definidas como DB2
y DB3, las cuales tienen informacién de sefales extraidas de 40 sujetos con
las extremidades intactas y de 11 sujetos con una amputacion trasradial
respectivamente, los resultados con sujetos intactos pueden ser usados como
una medida aproximada para sujetos que tienen algun tipo de amputacion
(Atzori, Gijsberts, Muller, et al., 2014), sin embargo, y como se mencion6 en
los objetivos de este proyecto, es importante la comprobacién del algoritmo
también con personas con algun tipo de amputacion trasradial, ya que ellos

seran los usuarios finales de la implementacion de este tipo de tecnologia.
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3.2.1.1 Participantes
La base de datos DB2 contiene informacion de 40 sujetos intactos, de los
cuales 28 son del sexo masculino y 12 del sexo femenino, 34 son diestros y 6
son zurdos, y estan entre edades de 29.9 + 3.9 afios. La base DB3 contiene
informacion de 11 sujetos con algun tipo de amputacion trasradial, los 11 son
del sexo masculino, de los cuales 10 son diestros y uno es zurdo, y estan entre
edades de 42.36 + 11.96 afios.

Antes del procedimiento de adquisicion de las sefiales, a cada persona se le
requirio el dar su consentimiento y contestar algunas preguntas, las cuales
incluyen: edad, genero, altura, peso y lateralidad (diestros o zurdos), en el
caso de los amputados también se tomd nota de la fecha, tipo y razén de su
amputacion trasradial, porcentaje restante del antebrazo, informacion acerca
de uso de algun tipo de protesis (cosmética, cinematica, mioeléctrica), tipo y
grado de sensacion de extremidad fantasma y el score DASH (Discapacidad
del brazo, hombro y mano, por sus siglas en ingles), el cual es un cuestionario
de 78 preguntas el cual tiene como objetivo dar una medida de los sintomas y
el estatus funcional (Hudak et al., 1996), entre mas alto sea el puntaje obtenido
mayor es su discapacidad. La informacion completa de los participantes de la
base de datos se encuentra en el Apéndice A de este documento.

El experimento fue conducido de acuerdo a los principios expresados en la
declaracién de Helsinki y fue aprobado por la comisién de ética de Canton del

Valais (Suiza).

3.2.1.2 Colocacion y numero de electrodos
Las sefales mioeléctricas fueron recabadas utilizando 12 electrodos Delsys
Trigno inaldmbricos (Delsys s.f.) En configuracion bipolar, los electrodos
fueron posicionados como se muestra en la Figura 3.6, ocho de los cuales se

colocaron igualmente espaciados alrededor del antebrazo a la altura de la
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union entre el radio y el humero, dos electrodos méas fueron puestos en los
puntos de mayor actividad de los masculos flexores y extensores de los dedos,
y los ultimos dos fueron colocados en los puntos de mayor actividad del biceps
y el triceps. Las ubicaciones se eligieron con la finalidad de combinar dos
enfoques distintos; el muestreo denso (F. V. G. Tenore et al.,, 2009) y el

posicionamiento anatémico preciso (C. J. De Luca, 1997).

Figura 3.6 Colocacion de electrodos, A.1y B.1 Electrodos igualmente espaciados, A.2
electrodo en musculos flexores de los dedos, A.3 electrodo en el biceps, B.2 electrodo en
musculos extensores de los dedos, B.3 electrodo en el triceps.

3.2.1.3 Descripcion de los movimientos
Para la base de datos 2 y 3 de NINA se recabaron sefiales de 50 movimientos
(contemplando el reposo) los cuales fueron seleccionados de la literatura de
la taxonomia de mano, la robadtica y la rehabilitacion de mano, con el propésito
de cubrir la mayoria de los movimientos de mano que una persona podria
requerir en las actividades de la vida diaria, los movimientos estan divididos
en 3 grupos mas el reposo, el reposo se considerara como el movimiento 1,

del 2 al 18 son movimientos basicos de dedos y de la mufieca: 2. Pulgar arriba,
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3. Extensién del indice y medio, todos los demas flexionados, 4. Flexion del
anular y menique, 5. pulgar flexionado hacia la base del menique, 6. Abduccion
de todos los dedos, 7. Dedos flexionados en puiio, 8. Sefialar con el indice, 9.
Aduccion de los dedos extendidos , 10. Supinacién de la mufieca con eje en
el dedo medio, 11. Pronacion de la mufieca con eje en el dedo medio, 12.
Supinacion de la mufieca con eje en el dedo menique, 13. Pronacion de la
mufieca con eje en el dedo menique, 14. Flexion de la mufieca, 15. Extension
de la mufieca, 16. Desviacion radial de la mufieca, 17. Desviacion cubital de
la mufieca y 18. Extension de la mufieca con el pufio cerrado, del movimiento
19 al 41 son movimientos funcionales y de agarre: 19. Agarre de diametro
grande, 20. Agarre de diametro pequefio, 21. Agarre de gancho fijo, 22. Agarre
con extension del dedo indice, 23. Envoltura media, 24. Agarre de anillo (con
dedo indice y pulgar), 25. Agarre prismatico de 4 dedos, 26. Agarre de palo,
27. Agarre de escritura con 3 dedos, 28. Agarre de esfera con fuerza, 29.
Agarre de esfera con 3 dedos, 30. Agarre de esfera con precision, 31. Agarre
con 3 dedos, 32. Agarre de pellizco prismatico, 33. Agarre de pellizco de punta,
34. Agarre de 4 dedos, 35. Agarre lateral, 36. Agarre de extension paralela,
37. Agarre tipo extension, 38. Agarre de un CD con fuerza, 39. Abrir botella
con 3 dedos, 40. Girar tornillo (agarre del destornillador con agarre de palo) y
41. Cortar algo (agarre del cuchillo con agarre de extension del dedo indice),
del movimiento 42 al 50 son movimientos de patrones de fuerza: 42. Flexion
del dedo menique, 43. Flexion del dedo anular, 44. Flexion del dedo medio,
45. Flexion del dedo indice, 46. Abduccién del pulgar, 47. Flexion del pulgar,
48. Flexion del dedo indice y el menique, 49. Flexion del dedo anular y el medio
y 50. Flexion del dedo indice y pulgar. En la Figura 3.7 se pueden ver a detalle

cada uno de los movimientos.
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Figura 3.7 A. Reposo, B. Movimientos basicos de dedos y de la mufieca, C. Movimientos
funcionales y de agarre, D. Patrones de fuerza (Atzori, Gijsberts, Castellini, et al., 2014).

3.2.1.4 Acondicionamiento y adquisicion de las sefiales
Los electrodos Delsys Trigno utilizados cuentan con una resolucion de 16 bits
a una tasa de muestreo de hasta 4370 muestras/segundo, para la adquisicion
de esta base de datos se utilizd una tasa de muestreo de 2khz, similar a la que
se pretendia utilizar con las sefales propias, el sensor cuenta con un filtro
butterworth pasa banda de 40/80 dB/dec, dando la opcién de seleccionar entre
anchos de banda de 10 — 850 Hz y 20-420 Hz, para esta base de datos se
utilizé el segundo, el rango de entrada de la sefial EMG también puede
seleccionarse de entre dos valores 11 mV y 22mV dependiendo de las

necesidades del usuario.

Los electrodos no estan protegidos contra interferencias de la linea de

suministro eléctrico, el cual pudo haber afectado el grabado de las sefiales,
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por lo tanto, al adquirirlas fueron filtradas utilizando un filtro Hampel (Kuzborskij
et al., 2012) a 50 Hz.

Las sefales fueron enviadas a una laptop mediante una red Wireless ad-hoc,
que es un protocolo de comunicacion inalambrica descentralizada para evitar

el trafico del envio de multiples canales a la vez.

3.2.1.5 Reetiquetado de la sefal
Al realizar la adquisicion de las sefiales, los movimientos realizados por los
sujetos no siempre coincidian perfectamente con los estimulos propuestos por
el software debido a los tiempos de reaccion humanos y las condiciones
experimentales. La base de datos contiene también un archivo llamado
“‘Restimulos” que contiene la etiqueta de los movimientos corregidos aplicando
un algoritmo de razon de probabilidad generalizado offline (Kuzborskij et al.,
2012), de tal modo que, las sefiales SEMG de cada movimiento se pueden

tomar con un mayor grado de certeza.

3.2.1.6 Protocolo experimental
Se les pidio a los sujetos que se sentaran frente a un escritorio en una silla de
oficina ajustada a su mejor confort, y descansaran sus brazos sobre el
escritorio. En frente de ellos se colocé una computadora que les proveia de
estimulos visuales para cada tarea a realiza, mientras al mismo tiempo

grababa los datos recabados por los sensores mioeléctricos (ver Figura 3.8).
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Figura 3.8 Esquema del protocolo experimental. Los sujetos sentados frente a la pantalla de
una computadora, donde pueden observar los movimientos y repetirlos.

Los sujetos repitieron 6 veces los 50 movimientos (considerando el reposo),
cada una de las repeticiones con una duracion de 5 segundos, alternada con
3 segundos de reposo para evitar la fatiga muscular, la secuencia de los
movimientos no fue aleatoria, esto con la finalidad de estimular los

movimientos repetitivos, casi inconscientes.

A los sujetos intactos se les pidid ejecutar el experimento con su mano
derecha, mientras a los sujetos amputados se les pidi6 pensar en repetir los

movimientos tan naturalmente como fuera posible con la extremidad faltante.

3.2.2 Clasificacion de las sefiales SEMG
Para este trabajo se considerd analizar el rendimiento de la clasificacién de
gestos sobre la base de datos utilizando dos clasificadores: una red ANN y una
red CNN, para ello se siguié el procedimiento de la Figura 3.9, donde
especificamente para el clasificador ANN no es necesario el bloque de

“Formacion de imagenes”.
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Figura 3.9 Diagrama de bloques para la clasificacién de sefiales mioeléctricas.

El blogue de adquisicidon de sefal esta cubierto por la base de datos NinaPro

descrita en la seccion anterior.

3.2.2.1 Procesamiento de la sefal
Parte del procesamiento de la sefial se realizé también en la adquisicion de la
base de datos, donde mediante los electrodos se filtraron y se amplificaron
las sefiales mioeléctricas, ademas, para este trabajo se implementé una
segunda estacion de filtrado digital con un filtro pasa banda de decimo orden

de 20 a 450 Hz para garantizar remover cualquier sefial que no sea de interés.

Debido a que las sefiales fueron adquiridas con un periodo de reposo entre
cada repeticion de los movimientos, es necesario concatenar los datos de cada
repeticion, con la finalidad de obtener muestras continuas y poder extraer las
caracteristicas de manera mas sencilla, para ello se utilizé el archivo adjunto
a los datos de cada sujeto llamado “Reestimulos” (Ver seccion 3.2.1.5), el cual
es utilizado como plantilla para obtener los datos de cada movimiento con
mayor fiabilidad, La Figura 3.10 muestra la gréfica de la SEMG del canall con
todos los movimientos del sujeto 1 siguiendo el protocolo descrito en la seccién
3.2.1.6, la gréfica del archivo de “Reestimulos” de ese mismo sujeto, y la

gréfica de la sefal ya concatenada.
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Senal EMG Canal 1, Sujeto 1
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Figura 3.10 a) Sefial EMG de 10 movimientos del canal 1 del sujeto 1, b) Reetiquetado de la
sefial utilizando el algoritmo de (Kuzborskij et al., 2012), ¢) Sefial EMG ya concatenada.

3.2.2.2 Segmentacién de ventanas seleccionada
(Englehart & Hudgins, 2003) demostraron que reducir el tamafo de la
segmentacion de ventana a 128 ms (a una Frecuencia de muestreo de 1000
Hz) o incluso hasta los 32ms no tiene un decremento considerable en la
precision de la clasificacidon, aunque en casos de procesamiento en tiempo real
debe considerarse también la velocidad a la que se procesaran los datos. En
este proyecto optamos por utilizar la técnica de las ventanas traslapadas para
obtener las ventanas de tiempo a analizar, se eligio esta técnica debido a que
incrementar la ventana en segmentos pequefios produce una mayor densidad

de datos pero también puede mejorar la respuesta en tiempo y precision. Se

67



realizara la clasificacion con dos tamafios de ventana distintos, uno de 200 ms
con un traslape de 100 ms, y otro de 150 ms con un traslape de 25 ms, ya que
(Lauren, y otros 2011) demostraron que el tamafio Optimo de ventana esta
entre 150 y 250 ms para mantener un equilibrio entre el error en la clasificacion
y el tiempo de respuesta de un sistema en tiempo real, ademéas, ambos estan
por debajo de 300 ms en orden de satisfacer las restricciones para su

implementacion en tiempo real.

3.2.2.3 Seleccion de grupos de caracteristicas
Debido a las ventajas de las caracteristicas extraidas en el tiempo, para este
proyecto se decidio utilizar 4 grupos de caracteristicas TD que han mostrado
buenos rendimientos en la literatura. El grupo TD1 (Y.-C. Du et al., 2010) esta
compuesto por la integral de la sefial SEMG (IEMG), la varianza (VAR), la
amplitud de Willison (WAMP), la longitud de onda (WL), el cambio de signo de
pendiente (SSC) y cruces por cero (ZC). El grupo TD2 (Huang et al., 2012)
esta compuesto por el valor absoluto medio (MAV), SSC, WL, VAR, WAMP,
ZC vy los cuatro coeficientes del modelo de autoregresion (AR), estos dos
primeros grupos fueron seleccionados debido a los buenos rendimientos
obtenidos por (Wei et al., 2019) para clasificar las bases de datos DB2 y DBS3,
el tercer grupo TD-PSD1, el cual consiste en dos caracteristicas derivadas de
los momentos del espectro de potencia en el tiempo propuestos por (Pancholi
et al., 2021), la primer caracteristica es el nUmero de picos multiplicada por la
sefal de potencia (MPP) y la segunda caracteristica son los cruces por cero
multiplicadas por la sefal de potencia (MZP), y el cuarto grupo TD-PSD2
tomado de (Khushaba et al., 2012) las cuales por primera vez son utilizadas
para el entrenamiento de una CNN. Las caracteristicas TD-PSD2 se detallaron
en la seccion 2.3.2.4. Para ver las formulas de cada una de las caracteristicas

de todos los grupos ir al Apéndice B.

68



La Tabla 3.1 muestra los grupos como estan compuestos los cuatro grupos de

caracteristicas utilizados en esta metodologia.

Tabla 3.1 Grupos de caracteristicas TD utilizados en este proceso experimental.

TD1 TD2 TD-PSD1 TD-PSD2
IEMG MAV MMP fi
VAR ssc MZP £
WAMP WL 2
WL VAR £
Ssc WAMP fs
ZC ZC
AR (4)

3.2.2.4 Formacion de imagenes
Para este proyecto se decidio utilizar dos de los clasificadores que han
mostrado el mejor rendimiento para la clasificacion de patrones de sefales
SEMG, las redes ANN y CNN, para el segundo caso la red requiere -como se
menciond en el capitulo anterior- que las entradas sean imagenes. Inspirados
en los buenos resultados de (Hu et al., 2018a). La formacion de la imagen
inicial se realiza como se muestra en la Figura 3.11, donde se muestra un
ejemplo de la formaciébn de una matriz derivada de la extraccién de

caracteristicas TD1 de una ventana en el tiempo tomada de las sefales SEMG.
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Figura 3.11 Formacion de imagen derivado de la extraccion de caracteristicas TD1.

Para la evaluacion de nuestros resultados se decidi6 utilizar 4 diferentes

métodos de representacion de imagenes, derivadas de la extraccion de los

cuatro grupos de caracteristicas descritos en la seccion previa, cada una de

las imagenes se describe a continuacion:

Feature Image es obtenida directamente de la extraccion de
caracteristicas de cada ventana, con un tamafio de 12 x W, donde 12
es el alto de la imagen (canales de adquisicion) y W es el ancho de la
imagen, igual al nUumero de caracteristicas extraidas.

MixChannel Image es obtenida aplicando el algoritmo de
reorganizacion a los canales de adquisicion como lo propone (W. Jiang
& Yin, 2015), donde se reacomodan los canales de tal forma que cada
uno es adyacente a todos los demds en una parte de la secuencia para
buscar patrones de correlacion, dejando una imagen de 72 x W donde
72 es el alto de la imagen después de aplicar el algoritmo y W es el
ancho de la imagen; igual al nimero de caracteristicas extraidas, las

cuales dependen del grupo de caracteristicas utilizado.
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MixFeature Image es obtenida al aplicar el algoritmo de
reorganizacion, pero esta vez a las caracteristicas de la ventana, para
buscar patrones de correlacion esta vez entre caracteristicas, dejando
una imagen de un tamafo de 12 x W, donde 12 es el alto de la imagen
(canales) y W es el ancho de laimagen; resultado de aplicar el algoritmo
a las caracteristicas, dejando un ancho de imagen diferente para cada
grupo de caracteristicas propuestos. Para el grupo TD-PSD1 este tipo
de imagen no se implementd porgue solo tiene dos caracteristicas, y ya
son adyacentes una de la otra.

Mix Image es obtenida de aplicar el algoritmo de reorganizacién tanto
en canales como en caracteristicas, buscando obtener la mayor
cantidad de informacion posible de todas las posibles correlaciones,
dejando una imagen de 72 x W, donde 72 es la altura de la imagen
después de aplicar el algoritmo a los canales, y W es el ancho de la
imagen después de aplicar el algoritmo a las caracteristicas, dejando
un ancho de imagen diferente para cada uno de los grupos de
caracteristicas propuestos. Al igual que en el tipo de imagen anterior,
para el grupo TD-PSD1 este tipo de imagen no fue implementada
debido a que solo tiene 2 caracteristicas y la imagen generada seria

idéntica a la imagen “MixChannel Image”.

La Figura 3.12 muestra una representacion traspuesta de cada tipo de

imagen utilizada para evaluar el rendimiento de la CNN.
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Figura 3.12 Formacion de imagenes para el entrenamiento de una CNN donde: a) Son las
caracteristicas por los canales (Featurelmage), b) son las caracteristicas por los canales
reorganizados (MixChannellmage), ¢) son las caracteristicas reorganizadas por el nimero de
canales (MixFeaturelmage), y d) son las caracteristicas reorganizadas por los canales
reorganizados (MixImage).

3.2.2.5 Clasificacion
La dltima parte del proceso para reconocimiento de patrones es utilizar algin
tipo de clasificador, en este caso, se utilizé una estructura ANN y una CNN
para evaluar todos los grupos de caracteristicas propuestos el diagrama de la
Figura 3.13 muestra todos los esquemas evaluados en este estudio, utilizando
dos bases de datos, dos tamafios de segmentacion de ventana, cuatro grupos
de caracteristicas, dos tipos de clasificador y cuatro tipos de imagenes

distintas para el caso de la estructura CNN.

72



Feature Image

MixChanel Image

TD1 MixFeature Image

Mix image

DB2 200 ms
DB3 150 ms \

Database Window size Feature extraction Image Formation Classification

TD-PSD2 |
Ml

Figura 3.13 Combinaciones de todos los esquemas probados en este estudio.

3.2.25.1 Clasificador ANN

Para este proceso experimental se utilizaron las matrices resultantes de la
extraccion de caracteristicas para todo los esquemas de la Figura 3.13 para
aplicar un modelo ANN con una estructura como la de la Figura 3.14, donde
las entradas son las caracteristicas TD1 de cada uno de los 12 canales
extraidas de las muestra de cada movimiento, por ejemplo, para las 6
caracteristicas TD1 y considerando que son 12 canales de adquisicion, la red
neuronal tendra un total de 72 entradas, y una salida por cada movimiento a
clasificar, con una sola capa oculta con funcién de activacion TANSIG y una
funcién de activacion PURELIN en la capa de salida. Para el entrenamiento de
la red se utilizé el gradiente descendiente estocastico sobre la funcion de coste
del error cuadratico medio con una velocidad de aprendizaje de 0.01, mientras
gue del total de ventanas extraidas se utilizé el 75 % para el entrenamiento

(set de entrenamiento), y el 25 % restante para la validacion (set de test).
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Figura 3.14 Estructura ANN empleada para la clasificacion de 50 movimientos de la base de
datos DB2 y DB3 para 12 canales de adquisicion

El realizar el andlisis con mdltiples salidas nos permitié evaluar el rendimiento
para cada movimiento utilizando la ecuacion 26, donde las clasificaciones
correctas del movimiento “n” corresponden a las muestras que el modelo
clasific6 en el movimiento que corresponde, y el total de muestras del
movimiento “n” son el total de ventanas de cada movimiento en particular. El
rendimiento total se calculd con la ecuacidon 27, considerando todas las

muestras bien clasificadas y el total de las muestras.

clasificaciones correctas del movimiento "n"

%Rendimiento de movimiento = ( )x 100 (26)

Total de muestras del movimiento "n"
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Clasificaciones correctas totales

%Rendimiento total = ( )x 100 (27)

Total de muestras

Ademas, calcular el rendimiento por movimiento nos permitio realizar el
andlisis mostrado en la Figura 3.15, y determinar cudl es el efecto de quitar los
movimientos que muestran menor rendimiento individual del nimero total de
muestras y volver a entrenar la red, para evaluar dos cosas: determinar si el
rendimiento general aumenta cuando se intentan clasificar una menor cantidad
de movimientos, y si los movimientos que muestran el mejor rendimiento son
los mismos para todos los sujetos. Este andlisis nos permitira plantear parte
de la metodologia adecuada para cada sujeto en particular. Todo el
procesamiento digital se realizé en el software MATLAB R2021a en un CPU
con un procesador Intel Core i7-6700HQ 2.60 GHz.

50 Movimientos

—..l

Entrenamiento de la
red ANN

!

Calcular el rendimiento
de cada movimiento

!

Quitar las muestras del
movimiento con menor
rendimiento

b

Numero de
movimientos -1

Namero de
movimientos
=1

NO

Graficar resultados

Figura 3.15 Algoritmo para calcular el rendimiento de clasificacion al ir quitando los
movimientos de menor rendimiento uno a uno.
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En este trabajo se evalué el rendimiento final del modelo generado por la red
calculando la raiz del error cuadratico medio (RMSE), el error porcentual
absoluto medio (MAPE), el coeficiente de determinacion (R?) y el coeficiente
de correlacion (R) (Reyes-Téllez et al., 2020). Para determinar que se tiene un
buen modelo los errores deben acercarse a cero y los coeficientes de

correlacion y determinacion a uno.

RMSE — \[Z?=1(xsim(i7)1_ Xexp(i))* 28)

Xexp(i) — Xsim(i)
Xexp(i)
n

n
i=1

MAPE =

x 100(%) (29)

Z?=1{(xexp i — JEexp)(xsim(i) - JEsim)}

\/Z?=1(xexp i — JEexp)2 \/Z?=1(xsim(i) - JZsim)2

R (30)

2
Z?ﬂ(xexp Ol xSim(i))

R? = 4
Z?=1(xexp Ol ’?exp)

(3D

3.2.25.2 Clasificador CNN

La arquitectura CNN utilizada (VerFigura 3.16) en este trabajo fue la red
denominada GengNet propuesta por (Geng et al., 2016) y que ha dado buenos
rendimientos para la clasificacion de patrones utilizando sefiales mioeléctricas.

La red esta compuesta por ocho capas en total. Las primeras dos son capas
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convolucionales con 64 filtros de 3 x 3, después de cada una de estas capas
se aplicé un maxpooling de 2 x 2, las siguientes dos capas estan localmente
conectadas con 64 filtros de 1 x 1 cada una, para estas primeras 4 capas se
aplico Batch normalization (loffe & Szegedy, 2015) para reducir el cambio
interno de covarianza entre capas, las subsecuentes tres capas son capas
totalmente conectadas con 512, 512 y 128 neuronas respectivamente, y al final
de la red, una salida de 50 neuronas determinadas por el nimero de gestos a
clasificar de las bases de datos DB2 y DB3. Para las primeras siete capas de
la red se utilizé una funcién de activacion de unidad lineal rectificada (ReLu),
mientras que para la dltima capa se utiliz6 una funcién SoftMax. Para el
entrenamiento, al igual que para la ANN, se utilizé el gradiente descendiente
estocastico con una velocidad de aprendizaje de 0.01 y un momentum de 0.9.
El tamafio de cada batch fue de 128 imagenes y el nimero de épocas por
entrenamiento fue de 32. Estos hyperparametros fueron seleccionados

manualmente de acuerdo al ajuste manual en (Goodfellow et al., 2016).
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Figura 3.16 Arquitectura GengNet para la clasificacion de 50 movimientos de las bases de
datos DB2 y DB3.

Para la divisién de las muestras se siguié el mismo esquema que en (Atzori
et al., 2016a; Hu et al., 2018a; Zhai et al., 2017), el cual consiste en utilizar 2/3
de las repeticiones de cada sujeto como el set de entrenamiento, y el 1/3
restante para el set de test. La precision en la clasificacién, al igual que con la

red ANN, se calcul6 con base a la ecuacion.
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CAPITULO 4. RESULTADOS
En este capitulo se muestran los resultados obtenidos al aplicar todos los
esquemas propuestos en este trabajo, donde se evaluaron todas las posibles
combinaciones para las bases de datos NinaPro DB2 y DB3, que cuentan con
informacion de 40 sujetos intactos y 11 sujetos amputados respectivamente,
para ello se utilizaron dos segmentaciones de ventana distintos, cuatro grupos
de caracteristicas propuestos, y dos métodos de clasificacion ANN y CNN,
también se muestran los resultados obtenidos al quitar los movimientos con

menor rendimiento uno a uno utilizando la red ANN.
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4.1 Resultados implementando la estructura ANN

Se evalud el rendimiento en la clasificacion para cada sujeto de la base de
datos Nina Pro DB2 y DB3 siguiendo el algoritmo de la Figura 3.9 sin
considerar la formacion de imagenes, una vez realizada la concatenacion de
la sefial, se realizd la segmentacién de ventanas con tamafio de 200 ms con
un traslape de 100 ms, y se aplico la extraccion de los cuatro grupos de
caracteristicas de la Tabla 3.1 para evaluar todos los esquemas de la Figura
3.13.

4.1.1 Base de datos DB2 implementando ANN
Los resultados de la Figura 4.1 muestran el promedio de la precision de la
clasificacién en porcentaje para los 40 sujetos de la base de datos DB2, donde
el eje de las ‘X’ representa el numero de movimientos, el cual va disminuyendo
conforme se va quitando el de menor rendimiento en cada iteracion del

algoritmo general.
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Figura 4.1Promedio de rendimiento general para los 40 sujetos de la base de datos DB2
contra el numero de movimientos clasificados para los 4 grupos de caracteristicas
propuestos.

Cada linea representa a cada uno de los cuatro grupos de caracteristicas

utilizados, en la grafica, se puede observar como el promedio de la precision
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va mejorando conforme se va depurando la matriz de muestras, lo cual ya se
esperaba, logrando rendimientos superiores al 90 % después de haber quitado
30 de los 50 movimientos para las caracteristicas TD1, TD2 y TD-PSD2,
ademas, parece no haber una diferencia significativa al utilizar cualquiera de
los 3 grupos de caracteristicas, como lo demostré también (Hargrove |,
Englehart y Hudgins 2007), sin embargo, con las caracteristicas TD-PSD1 el
rendimiento promedio disminuye de manera considerable a pesar de que la
tendencia es similar, es decir, el rendimiento promedio si aumenta conforme
se van quitando los movimientos con menor rendimiento, pero no al mismo

ritmo que con los otros 3 grupos de caracteristicas.

La Figura 4.2 muestra los promedios de las precisiones para cada grupo de
caracteristicas por separado, con la desviacion estandar de las precisiones
para el grupo de 40 personas, donde ademas de la tendencia a incrementarse
conforme se quitan los movimientos, también se puede ver que la desviacion
estandar va disminuyendo entre el conjunto de personas, de tal manera que
cuando quedan 10 movimientos o0 menos, la variacién es menor al 2 %, los
rendimientos mas altos para las primeras iteraciones donde aln se
conservaban la mayor cantidad de movimientos se presentd al utilizar las
caracteristicas TD-PSD2, con un rendimiento promedio de 63.02%
contemplando los 50 movimientos, por otro lado, el peor rendimiento se obtuvo

con las caracteristicas TD-PSD1, con un rendimiento promedio de 28.42%.
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Figura 4.2 Promedio del rendimiento general con variacion para los 40 sujetos de la base de

datos DB2 contra el nUmero de movimientos clasificados, para caracteristicas a)TD1, b)TD2,
c)TD-PSD1y D)TD-PSD2.

A pesar de que es evidente que el error disminuye conforme se quitan los
movimientos con menor rendimiento de la matriz de datos general, fue
necesario para los objetivos de este trabajo, encontrar si los movimientos
guitados para cada persona son distintos, para ello la Figura 4.3 muestra un
codigo binario en blanco y negro, donde el color negro representa que el
namero de movimiento aun esta presente en la matriz de datos, y el color
blanco representa que el nimero de movimiento fue extraido de la matriz de
datos por tener una baja precision de clasificacion, en la figura se muestra el
codigo binario para la iteracién 10, 20, 30 y 40 de los primeros 5 sujetos de la
base de datos, haciendo énfasis que en la iteracion 10 ya se han quitado los
10 movimientos con menor rendimiento, en la 20 se han quitado 20

movimientos y asi sucesivamente.
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(d)

Figura 4.3 Codificacion binaria en blanco y negro para los movimientos que permanecen
(color negro) y los extraidos (color blanco) de 5 sujetos de la base de datos DB2, en la
iteracién a) 10, b) 20, c) 30y d) 40 del algoritmo de la Figura 3.15, utilizando las
caracteristicas TD-PSD2.
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A cada iteracion podemos observar que los cédigos binarios para cada una de
las 5 personas son distintos, lo que quiere decir que, en cada caso, los
movimientos que a cada iteracion dieron menor rendimiento no son los mismos
para cada persona. También, de la Figura 4.3d, podemos observar que, de los
cuatro grupos de movimientos de la base de datos, los movimientos que al
final mas permanecen son los del grupo B y D de los movimientos descritos
en la base de datos, es decir, los correspondientes a movimientos basicos de
dedos y de la mufieca, y a los patrones de fuerza, los movimientos del grupo
C que corresponden a movimientos funcionales y de agarre han sido
descartados en su mayoria lo que indica que son movimientos en general
dificiles de clasificar. La Figura 4.4 muestra la codificacion binaria para las 50
iteraciones de 2 sujetos de la base de datos, donde también se puede observar
que poca similitud entre ambos, lo que reafirma el hecho de que los
movimientos que se van retirando por bajo rendimiento en cada iteracién, son

distintos para cada persona.
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Figura 4.4 Codificacion binaria por colores para los movimientos que permanecen (color
blanco) y los extraidos (color negro) de 2 sujetos de la base de datos DB2, en las 50
iteraciones del algoritmo de la Figura 3.15, utilizando caracteristicas TD-PSD?2.

En la Tabla 4.1, se puede observar el calculo de los 4 pardmetros estadisticos
para los 20 mejores movimientos del sujeto 1 utilizando las caracteristicas TD-
PSD2, los parametros se calcularon en la iteracién 30 del algoritmo general de

procesamiento, es decir, una vez que se quitaron los 30 movimientos con
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menor precision en la clasificacion, y después se calcularon los mismos
parametros para la iteracion 1, cuando estan todos los movimientos presentes.
Los resultados muestran que tanto el coeficiente de correlacion como el
coeficiente de determinacion aumentan en la iteracion 30 para todos los
movimientos seleccionados, lo que es un indicativo de que una vez quitados
los 30 movimientos con menor rendimiento los datos de salida tienen una
mejor correlacion con los datos deseados, y que, ademas, la calidad del
modelo es mejor para replicar los resultados obtenidos. En cuanto al RMSE y
el MAPE, en algunos movimientos es menor en la iteracién 1 y en algunos es
menor en la iteracion 30, lo que es un indicativo que la desviacion estandar del
error en todos los puntos se mantiene a lo largo de las iteraciones, sin
embargo, el MAPE siempre se mantiene por debajo de 10, por lo que segun
(Lewis, 1982) es un modelo altamente preciso.

Tabla 4.1 R, R?,RMSE y MAPE para los 20 mejores movimientos del sujeto 1 de la base de
datos DB2, calculados en la iteracion 1y en la iteracion 30 del algoritmo general de
procesamiento

Numero de Coeficiente de Coeficiente de RMSE MAPE

movimient correlacién determinacion
o] Iteracion 1 Iteracion Iteracion Iteracion Iteracion Iteracion Iteracion 1 Iteracion

30 1 30 1 30 30

1 0,9330 0,9600 0,8602 0,9087 0,1130 0,1237 0,9838 2,1647
2 0,6714 0,8676 0,4436 0,7406 0,1036 0,1012 1,1490 0,9459
3 0,5437 0,8761 0,2954 0,7642 0,1241 0,1026 1,5323 0,9480
5 0,6128 0,8174 0,3759 0,6677 0,1124 0,1174 1,2202 1,5232
8 0,7325 0,8899 0,5342 0,7876 0,1095 0,1054 1,2686 1,3298
9 0,4238 0,8535 0,1774 0,7246 0,1216 0,1017 1,4452 1,1423
10 0,5481 0,8575 0,3006 0,7277 0,1161 0,1020 1,3448 1,1960
15 0,4323 0,7941 0,1834 0,6296 0,1120 0,1082 1,2656 1,1888
17 0,4549 0,7958 0,2031 0,6224 0,1094 0,1069 1,1760 1,1183
19 0,3765 0,8126 0,1384 0,6554 0,1363 0,1241 1,8220 1,5429
25 0,4314 0,7878 0,1817 0,6175 0,1451 0,1406 2,1275 2,1131
32 0,5260 0,8037 0,2765 0,6431 0,1356 0,1358 1,8658 2,0848
33 0,4758 0,8076 0,2242 0,6434 0,1413 0,1366 1,9927 1,9442
38 0,3496 0,7936 0,1192 0,6244 0,1235 0,1156 1,4951 1,2630

39 0,6782 0,8853 0,4604 0,7812 0,1149 0,1044 1,3360 1,2940
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41 0,5446 0,8610 0,2976 0,7226 0,1123 0,1012 1,2691 1,1458

43 0,4862 0,8424 0,2411 0,6997 0,1008 0,0932 1,0093 0,8683
46 0,3800 0,8146 0,1401 0,6346 0,1099 0,1028 1,1904 0,9525
49 0,5584 0,8395 0,3098 0,6854 0,0937 0,0909 0,8773 0,7201

50 0,4882 0,8414 0,2326 0,6953 0,1062 0,0960 1,0979 0,9867

4.1.2 Base de datos DB3 implementando ANN
De forma similar al analisis que se realiz6 con la base de datos DB2, la Figura
4.5 muestra los rendimientos promedio de los 11 sujetos de la base de datos
DB3 para los 4 grupos de caracteristicas, donde el eje de las ‘X’ representa el
namero de movimientos, al igual que con la base de datos DB2, se calculo el
rendimiento promedio nuevamente cada vez que se quitaba el movimiento que
dio el menor rendimiento en la iteracion anterior. La grafica muestra que la
tendencia es similar a la observada en las personas sin ninguna amputacion,
es decir, el rendimiento promedio aumenta conforme se quitan los
movimientos con bajo rendimiento, sin embargo, también es claro que en lo
general se obtuvo un menor rendimiento para todos los grupos de
caracteristicas, debido a que esta demostrado que es mas complicado
clasificar sefiales obtenidas de personas amputadas que de personas sin

ninguna amputacion (A. H. Al-Timemy et al., 2013).
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Figura 4.5 Promedio de rendimiento general para los 11 sujetos de la base de datos DB3
contra el numero de movimientos clasificados para los 4 grupos de caracteristicas
propuestos.

A diferencia de los resultados obtenidos con las personas sin amputacion, para
este caso, los resultados muestran que para los 4 grupos de caracteristicas el
rendimiento estd por encima del 90 % Unicamente al quedarnos con 3
movimientos en la base de datos, aunque también es claro que las
caracteristicas que obtuvieron mayor rendimiento promedio a lo largo de todas
las iteraciones fueron TD-PSD2 con un 34.05% considerando los 50
movimientos, y las que dieron el rendimiento promedio méas bajo fueron TD-
PSD1, con un 17.37% de igual forma para los 50 movimientos, lo cual es

similar a lo encontrado en la base de datos DB2.

La Figura 4.6 muestra los promedios de las precisiones para cada grupo de
caracteristicas por separado, con la desviacion estandar de las precisiones
para el grupo de 11 personas, donde se puede observar que para todos los
casos la desviacion estandar se mantiene casi igual a pesar de ir quitando
movimientos, lo que puede significar que hay uno o mas sujetos en la base de

datos que muestran rendimientos lejos de la media.
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Figura 4.6 Promedio del rendimiento general con variacion para los 40 sujetos de la base de
datos DB3 contra el nimero de movimientos clasificados, para caracteristicas a)TD1, b)TD2,

¢)TD-PSD1y D)TD-PSD2.

Al igual que para la base de datos DB2, para este analisis se realiz6 una
codificacion binaria de 5 sujetos, la Figura 4.7 muestra los movimientos que
permanecen (color negro) y los que fueron retirados (color blanco) por bajo
rendimiento al momento de clasificarlos en la iteracion 10, 20, 30 y 40. Al igual
gue con las personas amputadas, se puede observar que los movimientos que
permanecen al final son distintos para cada persona, reafirmando nuestra
hipotesis de que es necesario personalizar la clasificacion de sefales
mioeléctricas para cada persona amputada para obtener un mejor rendimiento.
Ademas, resulta particularmente interesante que los grupos de movimientos
que al final mas permanecen esta vez son los grupos B y C, es decir, los
correspondientes a movimientos basicos y a movimientos funcionales y de
agarre respectivamente, el grupo D correspondiente a movimientos de fuerza
fueron descartados casi en su totalidad, lo cual puede deberse a que las
personas amputadas muestran, en lo general, mayor debilidad muscular

comparadas con las personas que no tienen ningun tipo de amputacion.
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Figura 4.7 Codificacion binaria en blanco y negro para los movimientos que permanecen
(color negro) y los extraidos (color blanco) de 5 sujetos de la base de datos DB, en la
iteracién a) 10, b) 20, ¢) 30y d) 40 del algoritmo de la Figura 3.15, utilizando las
caracteristicas TD-PSD2.
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La Figura 4.8 muestra la codificacion binaria para las 50 iteraciones de 2
sujetos de la base de datos DB3, donde al igual que con las personas sin
amputacion, también se puede observar que poca similitud entre ambos
cadigos binarios, lo que reafirma el hecho de que los movimientos que fueron

retirados en cada iteracion fueron distintos para cada persona.
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Figura 4.8 Codificacion binaria por colores para los movimientos que permanecen (color
blanco) y los extraidos (color negro) de 2 sujetos de la base de datos DB3, en las 50
iteraciones del algoritmo de la Figura 3.15, utilizando caracteristicas TD-PSD2.

En la Tabla 4.2, se puede observar el calculo de los 4 parametros estadisticos

para los 20 mejores movimientos del sujeto 2 utilizando las caracteristicas TD-
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PSD2, al igual que para la base de datos DB2 los parametros se calcularon en
la iteracion 30 del algoritmo general de procesamiento, y después se
calcularon los mismos parametros para la iteracion 1, cuando estan todos los
movimientos presentes. Los resultados son similares a los mostrados en
personas no amputadas, ya que muestran que tanto el coeficiente de
correlacion como el coeficiente de determinacion aumentan en la iteracion 30
para todos los movimientos seleccionados, lo que es un indicativo de que la
calidad del modelo es mejor para replicar los resultados obtenidos. Por otro
lado, el MAPE también se mantiene por debajo de 10, por lo que segun (Lewis,
1982) es un modelo altamente preciso.
Tabla 4.2 R,R?, RMSE y MAPE para los 20 mejores movimientos del sujeto 2 de la base de

datos DB3, calculados en la iteracién 1 y en la iteracion 30 del algoritmo general de
procesamiento.

Numero de Coeficiente de Coeficiente de RMSE MAPE
movimient correlacion determinacion
o] Iteracion 1 Iteracion Iteracion Iteracion Iteracion Iteracion Iteracion 1 Iteracion
30 1 30 1 30 30
1 0,5768 0,8284 0,2918 0,6381 0,2413 0,2435 5,8810 6,4650
2 0,5985 0,7685 0,3504 0,5828 0,1091 0,1305 1,2064 1,7273
3 0,5865 0,7526 0,3381 0,5590 0,1185 0,1441 1,4267 1,7768
4 0,4194 0,7138 0,1761 0,5066 0,1117 0,1293 1,2460 1,6729
7 0,5915 0,7606 0,3482 0,5698 0,0944 0,1136 0,9291 1,2675
8 0,7099 0,7562 0,4968 0,5657 0,1068 0,1485 1,2086 2,2334
11 0,5399 0,7980 0,2784 0,6020 0,0804 0,0897 0,6206 0,6693
12 0,4076 0,7908 0,1623 0,6082 0,0986 0,0999 0,9463 0,8840
17 0,5875 0,8442 0,3379 0,7088 0,0951 0,0945 0,8803 0,8013
20 0,4971 0,7749 0,2466 0,5941 0,1026 0,1115 1,0425 1,2073
24 0,5169 0,6959 0,2643 0,4796 0,1095 0,1412 1,1898 1,8362
25 0,2722 0,8292 0,0677 0,6794 0,1454 0,1071 2,0748 1,1872
28 0,2377 0,7932 0,0455 0,6165 0,1333 0,1379 1,7125 1,7344
34 0,3359 0,6270 0,1165 0,3914 0,1406 0,1737 1,9679 2,8537
38 0,4979 0,7693 0,2437 0,5784 0,1301 0,1446 1,6941 2,0614
39 0,3666 0,7411 0,1323 0,5467 0,1394 0,1499 1,9165 2,2895
42 0,3921 0,6987 0,1513 0,4824 0,1342 0,1476 1,7876 2,1393
45 0,4223 0,7721 0,1792 0,5904 0,1320 0,1371 1,7473 1,8248
48 0,4039 0,8213 0,1581 0,6685 0,1337 0,1199 1,7415 1,3328
50 0,4854 0,7342 0,2365 0,5376 0,1256 0,1446 1,5949 2,0002
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4.2 Resultados implementando la estructura CNN
Se evaluo el rendimiento de las bases de datos Nina Pro DB2 y DB3 siguiendo
el procedimiento de la Figura 3.9, esta vez considerando la formacion de los
cuatro tipos de imagen descritos en la seccion 3.2.2.4, esta vez se utilizaron
dos tamafos de segmentacion de ventana: 200 ms con un traslape de 100 ms,
y 150 ms con un traslape de 25 ms, se analizaron los resultados para
determinar cual segmentacion de ventana dio mejor resultado, cual fue el
grupo de caracteristicas con mejor rendimiento, con qué tipo de imagen se
obtuvo, y si fue consistente para todos los sujetos y poder concluir si se puede

generalizar un esquema al momento de definir la metodologia a proponer.

4.2.1 Base de datos DB2 implementando CNN
Los resultados obtenidos para los 40 sujetos de la base de datos DB2
utilizando los cuatro grupos de caracteristicas propuestos y los cuatro tipos de
imagen descritos pueden observarse en la Figura 4.9, para una segmentacion
de ventana de 200 ms con un traslape de 100 ms, las caracteristicas TD-PSD2
mostraron el rendimiento mas alto para todos los casos, ademas, el mayor
rendimiento promedio para los 40 sujetos fue obtenido con el tipo de imagen
“Mix Image” y fue de 87.56 £ 4.46%, el segundo mejor rendimiento se obtuvo
con las mismas caracteristicas pero con el tipo de imagen “MixChannel Image”
y fue de 87.19 = 4.53 %, solo 0.37% por debajo del mejor rendimiento, por otro
lado, el rendimiento mas bajo se obtuvo con el grupo de caracteristicas TD-

PSD1 y el tipo de imagen “Feature Image” y fue de 75.08 + 6.47% .
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Figura 4.9 Precision en la clasificacién utilizando los cuatro tipos de imagenes propuestas
para entrenar una red CNN para la base de datos DB2 con un tamafio de ventana de: a)200
ms y traslape de 100 ms; b)150 ms y traslape de 25 ms.

El rendimiento con la misma base de datos pero con una segmentacion de
ventana de 150 ms con un traslape de 25 ms mostraron, en general, un
incremento en todos los rendimientos comparado con el primer tipo de
segmentacion, el promedio de rendimiento méas alto también se obtuvo con las
caracteristicas TD-PSD2 y el tipo de imagen “Mix Image” y fue de 97.61 +
1.55%, ademas, el segundo mejor rendimiento fue de 97.44 + 1.11%, y esta
vez se obtuvo con las caracteristicas TD2 y el mismo tipo de imagen, con solo
0.17% debajo del mejor rendimiento, por otro lado, el menor rendimiento fue
de 87.60 + 5.52% y se obtuvo con las caracteristicas TD-PSDL1 y el tipo de

imagen “Feature Image”.

El grupo de caracteristicas que ofrecio el mejor rendimiento fue el TD-PSD2,
y para la mayoria de los casos el tipo de imagen que dio mejores resultados
fue “Mix Image”, no obstante, la diferencia obtenida respecto al tipo de imagen
“‘MixChannel Image” es pequefa, es por eso que se decidid hacer una

comparacion directa entre los 40 sujetos de la base de datos utilizando las
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caracteristicas TD-PSD2, ambos tipos de imagenes, y los dos tamafios de

ventana, los resultados pueden observarse en la Figura 4.10.

[-MixChannel Image (TD-PSD2) ~Mix Image(TD-PSD2) <MixCha
T T T T T T

00 nnel Image (TD-PSD2) ~Mix Image(TD-PSD2)
i | I I [} I [ [ (HE] I i I |

Accuracy (%)

©
@
|

©
N
|

90,

[} [} [} [ [
Or-rNNLTVONDDOO-~ANNTDONDOO =N
rrrrrrrrrr NN

Subject Subject

() (b)

Figura 4.10 Precision de la clasificacion de los 40 sujetos de la base de datos DB2 utilizando
las caracteristicas TD-PSD2, los tipos de imagen MixChannel Image y Mix Image, con un
tamafio de ventana de: a)200 ms y un traslape de 100 ms; b) 150 ms y un traslape de 25 ms.

Los resultados mostraron que aunque hay una una pequefia diferencia en el
promedio de porcentaje para todos los sujetos, utilizando la segmentacion de
200 ms el rendimiento para 30 de los 40 sujetos se incrementd cuando
utilizamos “Mix Image” comparado con “Mix Channel Image”, mientras que
para una segmentacion de 150 ms, 34 de los 40 sujetos presentaron un mejor
rendimiento utilizando “Mix Image”.

4.2.2 Base de datos DB3
El rendimiento promedio obtenido para la base de datos DB3 mostro un
comportamiento similar al obtenido con la base de datos DB2 como se muestra
en la Figura 4.11. Los resultados muestran que cuando se utiliza una
segmentacion de 200 ms con un traslape de 100 ms, la mayor precision fue

de 74.24 + 9.45% vy fue obtenida con las caracteristicas TD-PSD2con el tipo
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de imagen “Mix Image”, mientras que el segundo mejor rendimiento se obtuvo
con las mismas caracteristicas, pero con el tipo de imagen “Mix Channel
Image” con un 73.55 + 9.08%, solo 0.69% de diferencia uno con otro. El menor
rendimiento fue obtenido, al igual que con la base de datos DB2, fue con las
caracteristicas TD-PSD1 y el tipo de imagen “Feature Image” y fue de 60.94 +
9.44.
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Figura 4.11 Precision en la clasificacion utilizando los cuatro tipos de imagenes propuestas
para entrenar una red CNN para la base de datos DB3 con un tamafio de ventana de: a)200
ms y traslape de 100 ms; b)150 ms y traslape de 25 ms.

Los resultados obtenidos para la misma base de datos con una segmentacion
de 150 ms con un traslape de 25 ms, como con la base de datos DB2,
mostraron un incremento en el rendimiento para todos los casos, el mayor
rendimiento se obtuvo de nueva cuenta con las caracteristicas TD-PSD2 y con
el tipo de imagen “Mix Image” con un 90.23 + 6.82%, el segundo mejor
rendimiento fue obtenido con el mismo tipo de caracteristicas pero con el tipo
de imagen “MixChannel Image” y fue de 90.03 = 7.57%, solo 0.2% debajo del
mayor, el menor rendimiento fue de 76.77 £ 9.07 y, como en el analisis previo,
fue obtenido con las caracteristicas TD-PSD1 con el tipo de imagen “Feature

Image”.
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La diferencia entre los mejores rendimientos, al igual que con la base de datos
DB2, fue minima, por esa razon decidimos comparar los rendimientos para
cada sujeto individualmente utilizando Unicamente los dos esquemas que
dieron mejor resultado; las caracteristicas TD-PSD2 con los tipos de imagen

“‘Mix Image” y “MixChannel Image”, los resultados se muestran en la Figura
4.12.
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Figura 4.12 Precision de la clasificacion de los 40 sujetos de la base de datos DB2 utilizando
las caracteristicas TD-PSD2, los tipos de imagen MixChannel Image y Mix Image, con un
tamafio de ventana de: a)200 ms y un traslape de 100 ms; b) 150 ms y un traslape de 25 ms.

Los resultados muestran que, a pesar de la pequeiia diferencia entre los
promedios de porcentajes, utilizando la segmentacion de 200 ms, el
rendimiento se increment6 para nueve de los 11 sujetos cuando utilizamos el
tipo de imagen “Mix Image”, mientras que, para la segmentacion de 150 ms,
fueron 7 de los 11 sujetos quienes presentaron un incremento en la precision
utilizando el mismo tipo de imagen.

La Tabla 4.3 muestra un resumen de los rendimientos mas altos de
clasificacién obtenidos de cada base de datos para ambas segmentaciones,

indicando también el tipo de imagen y el grupo de caracteristicas con que
fueron obtenidos.

99



Tabla 4.3 Precisién de clasificacibn mas alta lograda para las bases de datos DB2 y DB3.

Base de Segmentacion Grupo de Tipo de Precision
datos caracteristicas imagen promedio
DB2 200 ms TD-PSD2 Mix Image 87.56 £ 4.46
150 ms TD-PSD2 Mix Image 97.61 + 1.55
DB3 200 ms TD-PSD2 Mix Image  74.24 + 9.45
150 ms TD-PSD2 Mix Image  90.23 £ 6.82

4.2.3 Comparacién de tiempos de procesamiento
Para este estudio se realiz6 el analisis del tiempo de procesamiento, el andlisis
incluye el tiempo que le toma a una muestra ser procesada desde la
segmentacion de la ventana, la extraccion de caracteristicas, y la aplicacion
del modelo CNN generado después del entrenamiento. Se tomaron cinco
sujetos de cada base de datos para el analisis, se promedié el tiempo de
procesamiento de todas las muestras para cada uno de los esquemas
planteados. El analisis fue realizado en el software MATLAB R2021a en un
CPU con un procesador Intel Core i7-6700HQ 2.60 GHz. Los resultados
mostrados en la Figura 4.13 son los tiempos de procesamiento relativos al
tiempo obtenido con las caracteristicas TD-PSD3 y el tipo de imagen “Mix
Image” el cual fue de 12 ms, este esquema fue seleccionado como base
debido a que fue el que mostro el mejor rendimiento para ambas bases de

datos y ambos tipos de segmentacién de ventana.
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Figura 4.13 Tiempo de procesamiento para la clasificacién de una muestra relativo al tiempo
de procesamiento utilizando las caracteristicas TD-PSD2 con el tipo de imagen "Mix Image".

El analisis muestra que el tiempo de procesamiento de cada uno de los
esquemas es consistente con el numero de caracteristicas que tiene en cada
caso, y también es proporcional al tamafio de las imagenes (Ver Tabla 4.4).
Por ejemplo, el grupo TD-PSDL1 solo tiene dos caracteristicas, y es el esquema
gue en promedio toma menos tiempo procesar las muestras para los tipos de
imagen “Feature Image” y “MixChannel Image” con un 36.44% y 56.07% del
tiempo que fue obtenido por el mejor rendimiento respectivamente,
considerando que para los otros dos tipos de imagenes no se implemento. Por
otro lado, el grupo TD2 tiene el mayor numero de caracteristicas con 10, y es
el grupo que en promedio le tomé mas tiempo de procesamiento para todos
los casos de imagenes, ademas, con este tipo de caracteristicas y el tipo de
imagen “Mix Image” se encontré la diferencia mas significativa con un 313.76%
mas de tiempo de procesamiento en comparacion con el esquema con mejor
rendimiento. Es importante mencionar, que todos los tiempos calculados estan
por debajo de los 200 ms, el minimo tiempo de respuesta para satisfacer las

restricciones de la interaccion maquina-humano (Milosevic et al., 2017).
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Tabla 4.4 Tamafio de cada imagen relativo al tamafio de la imagen con el mejor rendimiento
mostrado (dado en porcentaje).

Tipo de imagen TD1 TD2 TDPSD1 TD-PSD2
Feature Image 9.0 15.1 3.0 7.5
MixChannel Image 54.5 90.9 18.1 455
MixFeature Image 27.2 75.7 - 16.6
Mix Image 163.6 454.5 - 100

Los resultados para la base de datos DB2 utilizando una segmentacion de 200
ms mostraron que la precision mas alta obtenida fue solo 0.37% mayor que el
segundo mejor, por otro lado, la diferencia entre ambos tiempos fue de
23.08%, requiriendo mas procesamiento el primero. Para el caso de la misma
base de datos pero con un tamafo de ventana de 150 ms, la diferencia en
precisién del esquema con mejor rendimiento con caracteristicas TD-PSD2 y
del segundo mejor con las caracteristicas TD2 fue de solo 0.17%, siendo mejor
el primero, sin embargo, en esta ocasion la diferencia de tiempos fue mas
significativa, con el segundo esquema siendo 313.76% mas tardado que el
primero, con este analisis, la ventaja de utilizar caracteristicas TD-PSD2 se
acentla, debido a que muestra un ligero incremento en el rendimiento de la

clasificacién y un ahorro muy significante en el tiempo de procesamiento.
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CAPITULO 5. DISCUSION Y CONCLUSIONES

En este capitulo se presentan una discusion de los resultados expuestos en el
capitulo anterior con trabajos similares en la literatura. Ademas, se describen
las conclusiones generales del proyecto y se platea la metodologia propuesta
para la adquisicion y clasificacion de sefiales SEMG considerando todos los
resultados obtenidos.

103



5.1 Discusion

Después de presentar los resultados en el capitulo anterior, es claro que las
redes CNN tienen un rendimiento mayor que las redes ANN para todos los
casos, nuestra discusién se centr6 en trabajos que han utilizado el mismo
método de clasificacidn, para este trabajo, se utilizaron por primera vez las
caracteristicas TD-PSD2 para en entrenamiento de una red CNN, ademas, se
propuso un nuevo tipo de imagen donde tanto los canales como las
caracteristicas fueron reorganizadas para buscar patrones adyacentes entre
ellos.

La Tabla 5.1 compara los trabajos mas recientes para la clasificacion de
patrones utilizando SEMG y la base de datos DB2 y DB3, mostrando los
maximos rendimientos obtenidos, el tipo de método de clasificacion utilizado,
el tamafio de segmentacion de ventana, y el nimero de movimientos a

clasificar.

104



Tabla 5.1 Precision de clasificacion del esquema propuesto y de trabajos previos utilizando
las bases de datos DB2 y DB3.

T = Procisid Py
Autor Base de datos Movimientos amafio de Clasificador recision en %
ventana
Nina Pro DB2 Random Forest 75.27
Atzori et al., 2016 49 150
(Atzori et al, 2016) Nina Pro DB3 ms SVM 46.27
Nina Pro DB2 50 78.71
Zhai et al., 2017 200 CNN
(Zhai eta ) Nina Pro DB3* 50 ms 73.31
(Hu et al., 2018) Nina Pro DB2 50 200ms CNN-RNN 82.20
150ms 82.70
Nina Pro DB2
(Wei et al., 2019) tha tro 50 200ms MV-CNN 83.70
Nina Pro DB3 200ms 64.30
. Nina Pro DB2 89.45
(Pancholi et al., 2021) - 49 150ms DLPR
Nina Pro DB3 81.67
Nina Pro DB2 150ms 97.61
. 200ms 87.56
Este trabajo 50 150 CNN 90.23
Nina Pro DB3 ms :
200ms 74.24

La comparacion muestra que la clasificacion de la base de datos DB3 es més
complicada, lo cual ya se esperaba, debido a que la estructura muscular de
las extremidades de una persona amputada es diferente que el de una persona
intacta (A. H. Al-Timemy et al., 2013). Desde (Atzori et al., 2016), quienes
obtuvieron un 75.27% y un 46.27% de precision para las bases de datos DB2
y DB3 respectivamente, y hasta el dia de hoy, el rendimiento de estas bases
de datos ha ido en incremento, siendo el clasificador de CNN y sus variantes
quienes han dado mejores resultados. Los esquemas que dieron los
rendimientos mas altos en nuestro proceso experimental fueron al utilizar las
caracteristicas propuestas TD-PSD2 con el tipo de imagen propuesta “Mix
Image”, por lo tanto, son los esquemas que comparamos con el resto de los
trabajos en la Tabla 5.1. Para la base de datos DB2 con un tamafio de ventana
de 150 ms, el rendimiento mas alto fue de 97.61%, el cual es 8.16% mas alto
que el rendimiento logrado por (Pancholi et al., 2021) utilizando la misma

segmentacion de ventana. Por otro lado, el esquema propuesto por el mismo

105



(Pancholi et al., 2021) fue replicado en este trabajo en el esquema donde
utiizamos las caracteristicas TD-PSD1 y el tipo de imagen “MixChannel
Image”, nuestro resultado fue 0.15% mas alto, es decir practicamente el
mismo. Para la base de datos DB2 pero con una segmentacion de 200 ms, el
rendimiento mas alto obtenido fue de 87.56% con un 3.86% mas que el mejor
rendimiento obtenido por (Wei etal.,, 2019) ,quienes utilizaron la misma
segmentacion de ventana y un clasificador CNN de multiples vistas. Para la
base de datos DB3 con una segmentaciéon de 150 ms, el rendimiento mas alto
obtenido fue de 90.23%, lo que es 8.56% mas alto que el reportado por
(Pancholi et al., 2021), por otro lado, al igual que con la base de datos DB2,
cuando comparamos esquemas similares nuestro rendimiento fue 0.05%
mayor, por lo que podemos decir que los resultados fueron replicados
satisfactoriamente. Por Ultimo, para la base de datos DB3 con una
segmentacion de ventana de 200 ms, el rendimiento mas alto fue de 74.24%,
gue es 9.94% mas alto que el obtenido por (Wei et al., 2019). Cabe sefalar
que (Zhai et al., 2017) reportaron un rendimiento de 73.31% para la base de
datos DB3 utilizando una segmentacion de 200 ms, sin embargo, ellos
Unicamente utilizaron 10 de los 50 movimientos disponibles, e incluso asi,

nuestro rendimiento fue 0.93% mas alto utilizando los 50 movimientos.

5.2 Conclusiones
e Los resultados muestran que las redes neuronales convolucionales
tienen mejor rendimiento tanto para los sujetos no amputados como

para los sujetos amputados.

e Los resultados muestran que tanto las caracteristicas propuestas TD-
PSD2 como el tipo de imagenes “Mix Image” muestran los mejores
rendimientos tanto para sujetos amputados como para los sujetos

amputados al momento de entrenar una red CNN.
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e La segmentacion de ventana que dio mejor resultado fue la de 150 ms
con un traslape de 25 ms, demostrando que se tiene un mejor
rendimiento si se tiene una segmentacion de ventana mas pequefia,
aungue también se debe considerar que le exige un menor tiempo de
respuesta al sistema, por lo que se tiene que valorar con base al
controlador que realizara el procesamiento final de los datos si vale la
pena o no incrementar el rendimiento del sistema disminuyendo el

tiempo de procesamiento.

e El rendimiento del modelo generado por las redes neuronales aumenta
si se disminuye el numero de movimientos a clasificar tanto para los
sujetos amputados como para los sujetos no amputados, por lo que vale
la pena valorar cuantos son los movimientos que realmente resulten de

utilidad al momento de implementarlos en una proétesis real.

e Los movimientos que muestran mejor rendimiento en la clasificacion no
son los mismos para todos los sujetos, por lo que vale la pena analizar
a cada sujeto de manera individual y definir cuales son los movimientos
gue se clasifican con mayor precision y utilizar solo cierta cantidad de
ellos para entrenar un modelo que controle una proétesis

electromecanica.

5.3 Metodologia propuesta
Una vez analizados los resultados y sacando las conclusiones generales del
proceso experimental, proponemos una metodologia que se puede dividir en
dos partes, primero la metodologia para adquirir las sefiales y crear la base de
datos que se puede observar en la Figura 5.1, la cual se definié con base a la

literatura revisada y a la base de datos utilizada.
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Generar una base de
Filtro pasa banda de 20 datos de N cantidad de
a 400 Hz y filtro movimientos, con al
rechazabandaala @S menos 6 repeticiones
frecuencia del cada uno intercalados
suministro eléctrico por segundos de
reposo

Colocacién de 6 o mas
canales superficiales
siguiendo las Amplificar la sefial por

recomendaciones de lo menos 1000 veces
(Freriks & Hermens,
1999)

Figura 5.1Metodologia para la adquisicién de sefiales SEMG para la clasificacion de patrones
de mano.

El nimero de electrodos se sugiere con base al estudio realizado por (A. H.
Al-Timemy et al., 2013) y el protocolo de adquisicién con base a la base de
datos de Nina Pro. La segunda parte de la metodologia se centra en la
clasificacién de patrones a partir de tener la base de datos, y se definié con
base a los resultados obtenidos durante todo el procedimiento experimental,
en la Figura 5.2 se puede observar la secuencia de la metodologia sugerida,
que inicia con la concatenacion de las muestras obtenidas en el proceso de la
adquisicién de sefales, de tal forma que se tenga una base de datos bien
definida en cuanto al nimero de muestras por movimiento, después, se
propone una segmentacion de ventana de 150 ms con un traslape de 25 ms,
que fue la que nos dio los mejores resultados tanto para sujetos amputados
como para sujetos no amputados, cabe sefalar que la seleccion del tamafio
de ventana debe realizarte también con base al controlador que se utilizara
para su implementacion final. Una vez obtenidas las ventanas se sugiere
realizar la extraccion de caracteristicas del grupo TD-PSD2, que de igual
forma, fueron las que mostraron mejores rendimientos para ambos tipos de

sujetos.
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Concatenar muestras de
cada movimiento

Segmentacion de
ventanas de 150 ms
con un traslape de 25
ms

Extraer caracteristicas
TD-PSD2

Formacién de
imagenes “Mix Image”

Nidmero de
movimientos =N

Entrenamiento de red
CNN

Calcular la precision
de cada movimiento

Numero de
movimientos = N-1

Nudmero de
Quitar las muestras del movimientos =
movimiento con menor Numero de
rendimiento movimientos
optimo?

Guardar el Modelo
CNN

Figura 5.2 Metodologia para la clasificacion de patrones de mano utilizando redes
neuronales convolucionales.
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Para este trabajo se evalud el rendimiento tanto para una estructura ANN
como para una estructura CNN, y debido a que para todos los casos el
rendimiento fue considerablemente mejor con la estructura CNN, el siguiente
paso en la metodologia propuesta es la formacion de imagenes “Mix Image”,
gue son imagenes propuestas en este trabajo y que consisten en aplicar el
algoritmo de reorganizaciéon propuesto por (W. Jiang & Yin, 2015) tanto a los
canales como a las caracteristicas de la imagen formada, este tipo de
imagenes dio los mejores rendimientos para todos los casos. Enseguida, se
entrena la red neuronal CNN con todos los movimientos adquiridos, se calcula
la precision de cada movimiento y se quitan las muestras del movimiento que
obtenga el menor rendimiento, de tal forma que modelo generado vaya
incrementando la precision total y nos quedemos con la cantidad de

movimientos suficiente para la aplicacion final.

Es importante mencionar, que el nimero de movimientos a clasificar y la
precisién considerada como aceptable, depende de la aplicaciéon para la que
esté dirigida la clasificacion del modelo, para el caso del control de una protesis
electromecanica, se pueden utilizar estrategias que nos permitan minimizar el
error a cero, realizando una moda de N cantidad de ventanas analizadas, a lo
que se le conoce como “Majority voting”, esto disminuira el tiempo de
respuesta del sistema pero evitara que la prétesis tenga sobresaltos derivados

de clasificaciones mal realizadas.
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CAPITULO 6. APENDICES

Apéndice A. Informacion general de los sujetos de prueba de la
base de datos NINA PRO DB2y DB3

Informacion general de los 40 sujetos de la base de datos NINA PRO DB2

Altura
Sujeto Mano Lateralidad  Genero Edad Peso (Kg)
(cm)
1 Intacto Diestro ~ Masculino 29 187 75
2 Intacto Diestro Masculino 29 183 75
3 Intacto Diestro Masculino 31 174 69
4 Intacto Zurdo Femenino 30 154 50
5 Intacto Diestro Masculino 25 175 70
6 Intacto Diestro Masculino 35 172 79
7 Intacto Diestro Masculino 27 187 92
8 Intacto Diestro Masculino 45 173 73
9 Intacto Diestro Masculino 23 172 63
10 Intacto Diestro Masculino 34 173 84
11 Intacto Diestro Femenino 32 150 54
12 Intacto Diestro Masculino 29 184 90
13 Intacto Zurdo Masculino 30 182 70
14 Intacto Diestro Femenino 30 173 59
15 Intacto Diestro Masculino 30 169 58
16 Intacto Diestro Masculino 34 173 76
17 Intacto Diestro Masculino 29 175 70
18 Intacto Diestro Femenino 30 169 90
19 Intacto Diestro Femenino 31 158 52
20 Intacto Diestro Femenino 26 155 52
21 Intacto Diestro ~ Masculino 32 170 75
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23
24
25
26
27
28
29
30
31
32
33
34
35
36
37
38
39
40

Intacto
Intacto
Intacto
Intacto
Intacto
Intacto
Intacto
Intacto
Intacto
Intacto
Intacto
Intacto
Intacto
Intacto
Intacto
Intacto
Intacto
Intacto

Intacto

Zurdo
Diestro
Diestro

Zurdo

Zurdo
Diestro
Diestro
Diestro
Diestro
Diestro
Diestro
Diestro
Diestro
Diestro
Diestro
Diestro
Diestro
Diestro

Diestro

Femenino
Masculino
Masculino
Masculino
Masculino
Masculino
Femenino
Masculino
Masculino
Masculino
Masculino
Masculino
Masculino
Femenino
Femenino
Masculino
Femenino
Masculino

Masculino
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25
28
31
30
29
29
27
30
29
28
25
31
24
27
34
30
31
31

162
170
170
168
186
170
160
171
173
185
173
183
192
170
155
190
163
183
173

54
66
73
70
90
65
61
64
68
98
72
71
78
52
44
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6.1Apéndice B. Formulas de las caracteristicas extraidas a las sefiales a

las sefiales EMG
Formulas de las caracteristicas extraidas a cada ventana (muestras) de las sefiales

mioeléctricas

Caracteristica

Ecuacion Matematica

Valor absoluto

de la media

1 N
MAV, =5 ) |,
n=1

Valor absoluto

de la pendiente

MAVSLP, = MAV,,, — MAV,

de la media
N-1
Amplitud de WAMP, = Z fxn — 21D
n=2
Willison o { 1 if x>
~ 10, deotromodo
1 N
Varianza VAR, = NZ(xn — )2
n=1

Cruces por cero

ZCi = ) fl(xn>0and x,4q <0)or(x, <0and x,.1 > 0) and |x, — x,_1| = €]

n=1
(1, if x esTrue
fe) = {0, if x es False

Cambio del
signo de la
pendiente

N flGe > Xioq and x> Xi11) 07 (X < Xi—q and Xy < Xi4)]

SSC, = Z and
n=2 (Ixn = xp41l = € o1 |xp — x4 = &)

(1, if x esTrue
fe) = {0, if x es False

Longitud de la

forma de onda

N
WL = D [¥ner =22l
n=1

Raiz cuadratica

. RMS, =
media k
N
Modelo de auto
., xkz—zanxk—n‘l‘ek
regresion ~
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. M
Frecuencia 1
n=1

mediana
F, _ %:1 fnPSDn
H MN —
Frecuencia =1 PSD,,
media _nx sampling,qte
no 2xM
Relacion de PR, = [F()lk tow freq.
frecuencias “TIF Ol hign rea.
Frecuencia pico PKF = max (PSD)
Donde:
k es el numero de ventana o muestra de la sefial mioeléctrica
n es el numero de dato de la ventana o muestra
Xn es un valor del dato ‘n’ de una ventana o muestra de la sefial mioeléctrica
X es la media de los datos de una ventana o muestra
N es el numero de total de datos de la ventana o muestra
€ es un umbral definido para evitar los cruces por cero derivados del
ruido de la sefal
a, es el n-esimo coeficiente del modelo de auto regresion
ex es un término de error blanco de la muestra k
PSD, es la n-esima linea del espectro de densidad de potencia
M es el nimero total de datos del espectro de densidad de potencia
IF()liow freq. son las frecuencias bajas de la transformada de fourier
|F ()l hign freq. son las frecuencias altas de la transformada de Fourier
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