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Resumen

Los virus son agentes microscépicos acelulares que requieren una célula hospedera para
sobrevivir. Estos pueden infectar a todas las formas de vida en la Tierra, incluyendo los tres
dominios de la vida, eucaria, bacteria y arquea. Los virus han causado algunas de las
enfermedades mas dramaticas y mortales en la historia humana. Sin embargo, la deteccién
de virus permanecié muy limitada hasta el desarrollo de la metagendémica, la cual es el estudio
de los fragmentos de secuencias del genoma de todos los diferentes microorganismos
presentes en una muestra que se recupera directamente de un ambiente u hospedero. Los
estudios metagenomicos han sido posibles gracias a las tecnologias de secuenciacion de
nueva generacion (NGS; Next-Generation Sequencing), las cuales permiten obtener las
secuencias de ADN de todos los acidos nucleicos presentes en una muestra, generando
grandes volimenes de datos. Estos requieren ser analizados con métodos formales de
computacién; uno de los analisis es la clasificacion taxonémica. La mayoria de los métodos
existentes para este tipo de andlisis se enfocan en la clasificacién de secuencias bacterianas.
Las herramientas encargadas de la clasificacion de virus tienen una baja sensibilidad, debido
a: i) La poca abundancia de las secuencias virales, ya que estas solo representan del 1% al
5% del ADN total obtenido de una muestra. ii) No existen genes marcadores universales,
como en las bacterias, que permitan caracterizarlos facilmente. iii) La mayoria (usualmente,
entre el 60% y 99%) de las secuencias de virus obtenidas en cualquier ambiente no tienen
similitud con otras secuencias en las bases de datos (BD) de referencia. Aunado a esto, el
tiempo de procesamiento generalmente es muy costoso.

Con los problemas antes mencionados y aunado al aumento de datos metagenoémicos, se
han iniciado el uso de nuevas técnicas que sean capaces de trabajar con un gran conjunto de
informacion y encontrar patrones de ellos, como lo son las redes neuronales profundas.

El objetivo de este proyecto fue desarrollar un nuevo método computacional que permite
discriminar (clasificar) taxonémicamente las lecturas cortas de ADN de virus generadas por
tecnologias de secuenciacion masiva de ADN para estudios de metagendémica. El método
desarrollado considera casi todas las familias virales definidas hasta enero del 2020 (169 para
la informacién de NCBI nty 127 para RefSeq) e incluye los virus que no pertenecen a ninguna
familia viral, es decir, no tiene definida una asignacion taxonémica a nivel familia. Dicho
método realiza una clasificacion a nivel nucle6tido e identifica a qué familia pertenecen las
secuencias mediante el uso de una red neuronal de convolucién (en inglés Convolution Neural
Networks, CNN), las cuales son un tipo de red neuronal profunda que identifica patrones en
la informacion, comparte parametros y reducen la dimensionalidad.



CAPITULO 1. INTRODUCCION

1.1. Introduccioén

Los microorganismos que se pueden cultivar corresponden solamente al 1% del total
presente en la Tierra, porque en su mayoria no se han encontrado aln estrategias
metodolbgicas que permitan su cultivo, debido a la falta de conocimiento en las condiciones
de cultivo como temperatura, nutrientes y su simbiosis (1). Los virus poseen diversas
caracteristicas tales como: (i) Son las entidades biolégicas mas abundantes en la Tierra; se
sabe que existe mas de 10% bacteri6fagos tan solo en los océanos (2); (ii) Son parasitos
intracelulares que pueden infectar a los tres dominios de la vida (3); (iii) Son considerados
como los principales actores de los ecosistemas de la naturaleza, por ejemplo, en los océanos
impulsan los ciclos geoquimicos (2), e (iv) Influyen en el estado de salud de los humanos (4).
Debido a limitaciones relacionadas principalmente con su identificacion y cultivo, la deteccion
de virus permanecié muy limitada hasta el desarrollo de la metagenémica (5).

La metagendmica es el estudio de los genomas de todos los microorganismos presentes
en una muestra, que se recupera directamente de un sitio o huésped, sin necesidad de
cultivarlos (5). Los estudios metagendmicos basados en secuenciacion masiva han sido
posibles gracias a las tecnologias de secuenciacién de nueva generacion (NGS; Next-
Generation Sequencing), las cuales permiten obtener las secuencias de todos los acidos
nucleicos de los agentes microscépicos presentes en una muestra, que no se pueden cultivar,
tales como los virus. El uso de la secuenciacion masiva ha aumentado debido a la disminucion
de sus costos y diversidad de usos, y como resultado se han generado grandes volimenes
de datos de secuencias de ADN que requieren de herramientas especificas para su andlisis.
La clasificacion taxonémica es un andlisis primordial en estudios metagendémicos, dado que
permite identificar todas las secuencias obtenidas en la muestra, para asignarlas a diferentes
niveles taxonémicos, como lo son (de lo general a lo especifico) dominio, reino, filo, clase,
orden, familia, género o especie.

La mayoria de las herramientas existentes para la clasificacion taxonémica se enfocan
principalmente en la clasificacion de secuencias de bacterias, mientras que las de virus no
han mostrado resultados tan eficientes y por ello siguen siendo objeto de investigaciones con
el fin de atacar sus limitaciones y mejorar los resultados obtenidos.



1.2. Planteamiento del problemay justificacion

Las herramientas para la clasificacion taxondmica de virus requieren un tiempo de
procesamiento computacional generalmente costoso, presentando una alta precision, pero
baja sensibilidad, de acuerdo con el analisis realizado y reportado en el capitulo 4. La mayoria
de estas herramientas, fueron disefiadas para realizar una clasificacion de secuencias
bacterianas. Las bacterias cuentan con el gen ribosomal 16S, el cual es comun en todos sus
genomas y permite clasificarlas facilmente mediante este marcador Unico. Ademas, los
genomas bacterianos son mas conservados y anotados en las bases de datos (BD). En cuanto
a la parte viral, su clasificacion conlleva varios problemas, tales como:

Las secuencias virales, obtenidas después del proceso de limpieza de las muestras, son
poco abundantes, ya que el ADN viral solo representa del 1 al 5% en comparacién con el ADN
total de la muestra (4).

En los virus no existen genes marcadores, como en las bacterias, que permitan
caracterizarlos facilmente.

La mayoria (60% - 99%) de las secuencias de virus obtenidas en cualquier ambiente, no
tienen similitud con otras secuencias en las BD de referencia (6), ya que estan poco anotados,
y han sido menos caracterizados que las bacterias.

Algunas herramientas (7—13) que incluyen la clasificacion de virus agrupan las secuencias
con caracteristicas similares, pero no realizan un proceso de clasificaciébn como tal; existen
otras que realizan la clasificacién, pero Unicamente a niveles de taxonomia muy generales.
Ademas, todas estas herramientas presentan bajas sensibilidades y altas precision, incluso a
niveles altos de taxonomia.

Debido a los problemas mencionados anteriormente, se requiere de un nuevo método
computacional que mejore la clasificacion taxondmica de virus en datos de muestras
metagenomicas. Este método esta basado en redes neuronales de convolucion, un tipo de
redes neuronales profundas, debido a que tiene la capacidad de aprender, identificar y extraer
patrones de grandes cantidades de datos y reducir la complejidad de la red.

1.3. Objetivos

1.3.1. Objetivo general

Desarrollar un nuevo método computacional basado en redes de convolucién eficiente que
permita discriminar taxonbmicamente, a nivel familia, las secuencias de virus generadas por
tecnologias de secuenciacion masiva de ADN para estudios de metagendmica viral.



1.3.2. Objetivos especificos

Evaluar diferentes arquitecturas de las redes neuronales de convolucion (en inglés
Convolution Neural Networks, CNN) e hiperparametros para la clasificacion de lecturas
virales a nivel taxonémico de familia.

. Entrenar la CNN para la clasificacion utilizando la arquitectura final seleccionada en el

objetivo I. La CNN se entrené utilizando dos bases de datos (BD) de referencia de
manera independiente. Por lo tanto, se generaron dos modelos, con la misma
arquitectura, pero diferentes conjuntos de entrenamiento. El primer modelo se entrené
utilizando la BD viral de referencia curada y no redundante de RefSeq (14). Esta BD
tiene una sola secuencia por cada especie viral y es una de las mas utilizada por
diversas herramientas de clasificacion taxonémica. El segundo modelo se entrend
empleando la BD viral de nucleétidos reducida y no redundante del Centro Nacional de
Informacion Biotecnoldgica (en inglés National Center for Biotechnology Information,
NCBI) (15). Esta BD es la que contiene mayor informacion, ya que tiene muchas
secuencias por cada especie viral y por consiguiente es mas grande.

1.4. Organizacion de la tesis

El resto de la presente tesis se presenta en los siguientes capitulos:

> El capitulo dos presenta en forma breve los fundamentos teéricos de las redes

neuronales de convolucion.

El capitulo tres presenta los antecedentes relacionados con las herramientas de
clasificacion taxonémica viral.

El capitulo cuatro presenta la evaluacion de once herramientas reportadas en la
literatura para la clasificacion taxonémica. Asi también, en este capitulo se describen
los conjuntos de datos usados para la validacion externa tanto de las herramientas
existentes como de los modelos de clasificacion desarrollados en este trabajo.

El capitulo cinco describe la metodologia para la clasificacion de lecturas virales a nivel
familia.

El capitulo seis presenta los resultados obtenidos de la clasificacién a nivel familia
implementando la metodologia de solucion propuesta.

El capitulo siete expone las conclusiones y trabajos futuros de este trabajo de
investigacion.



CAPITULO 2. MARCO TEORICO DE LAS
REDES NEURONALES DE CONVOLUCION

En este capitulo se explica en forma breve la técnica de aprendizaje automatico basada en
redes neuronales de convolucion, que ha sido empleada en este proyecto de tesis para
desarrollar los modelos de clasificacion taxonomica viral a nivel familia.

2.1. Redes Neuronales de Convolucion

Las redes neuronales artificiales son una técnica de aprendizaje automéatico, cuya unidad
basica es la neurona o nodo. Las neuronas reciben los datos de entrada, cada entrada tiene
asociado un peso y a cada neurona se le asocia un sesgo (o bias); las entradas, los pesos y
el sesgo hacen una combinacion lineal. Luego, el resultado de la suma se pasa a través de
una funcién no lineal, llamada funcién de activacién y la salida de la neurona es enviada a
otra neurona (16) (ver Figura 2.1).

pesos de las
entradas

funcion de activacion

salida

z="b+ Z u';.r;%f(z)
i=1

entradas

Figura 2. 1. Neurona simple.

La funcién de activacion no lineal que utiliza las neuronas se usa para determinar las
salidas de los nodos que se propaga hacia la siguiente capa. Esta se aplica en las capas de
convolucion o totalmente conectada. Ademas, realiza la transformacién no lineal de los datos,
lo que permite que el modelo aprenda y se adapte a una variedad de datos complejos. Existen
diferentes tipos de funciones de activacion, tales como sigmoide, tangente hiperbdlica (tanh),
softmax, ReLU (Rectified Linear Unit) y las variantes de ReLU (18). La funcion de activacion
mas utilizada en las redes neuronales es la funcion ReLU (ec. 2.1), la cual es una funcién no
lineal que permite que los valores positivos se mantengan para activar los nodos y que los
valores negativos, menores o igual a cero sean cero.



ReLU = f(x) =max (0,x) , (2.1)

donde x es el valor del resultado de la sumatoria del producto de los datos de entrada con sus
pesos asociados y el sesgo calculado en un nodo (18).

En general, las redes neuronales artificiales estandares se constituyen basicamente por
capas, las cuales estan formadas por un conjunto de neuronas o nodos. La capa de una red
se une con otra capa mediante los nodos, es decir, la salida de los nodos de una capa se
utiliza como entrada de los nodos de la siguiente capa para transmitir sefiales (16). En la
Figura 2.2 se esquematiza una red neuronal totalmente conectada, la cual es una red neuronal
artificial estandar. En esta figura los circulos rellenos en azul son los datos de entrada y los
circulos sin relleno representan las neuronas (ver Figura 2.1). Las flechas indican como la
salida de cada neurona se transmiten a las neuronas de la siguiente capa. La Ultima capa de
la red totalmente conectada es la capa de salida, en donde cada neurona representa una
clase (salida) de la red, si tiene una neurona es una red binaria (dos clases) y si tiene varia
neuronas es multiclase.

Figura 2. 2.Red totalmente conectada. Imagen obtenida y modificada de Rawat & Wang, 2017 (19).

Las redes neuronales que cuentan con gran cantidad de capas se denominan redes
neuronales profundas, y pertenecen al campo de aprendizaje profundo (en inglés Deep
Learning, DL). Estas redes permiten el uso de grandes conjuntos de datos, incluso los no
estructurados. Ademds, son capaces de extraer, seleccionar y aprender caracteristicas y
patrones complejos de los datos (17). Las redes neuronales de convolucién (en inglés
Convolution Neural Networks, CNN) son un tipo de redes neuronales profundas.
Particularmente, las CNN utilizan el uso compartido de parametros y reducen la
dimensionalidad (17).

Las CNN utilizan capas de convolucion para aprender patrones o0 caracteristicas
especificas de los datos de entrada (Figura 2.4). Cada capa construye un mapa de
caracteristicas que se usa como entrada para la siguiente capa, a la cual se le aplican nuevas
capas de convolucién para crear un nuevo mapa de caracteristicas y asi sucesivamente.
Después, el mapa de caracteristicas final se ingresa en una red neuronal artificial totalmente



conectada, encargada de realizar la clasificacion final de los datos. Las CNN cuentan con tres
tipos de capas principales: capas de convolucion, capas de reduccion y capas totalmente
conectadas. En la Figura 2.3 se muestra un esquema representativo de la CNN y sus tres
tipos de capas.

La capa de convolucion se conforma de un conjunto de filtros convolucionales llamados
kernels, los cuales contienen a los pesos que se van ajustando durante el entrenamiento
(Figura 2.4). Un filtro convolucional es una matriz pequefa de un tamafo especifico, el cual
recorre de izquierda-derecha y de arriba-abajo los datos de entrada (una matriz de dimensién
fija) desplazandose una posicion, y realizan una operacién de convolucion (una multiplicacién
de los elementos de las matrices) para extraer diferentes caracteristicas (17, 18); cada vez
que el filtro se mueve una posicion se realiza una convolucién. Esta operacion finaliza hasta
que el filtro recorre todos los datos de entrada. Finalmente, la salida de la convolucion es un
mapa (0 matriz) de caracteristicas resultante con los valores obtenidos. El proceso descrito
anteriormente se repite de acuerdo con el niumero de filtros establecidos en cada una de las
capas de convolucion.

Capa de Capa de Capa
Entrada convoluciéon  agrupacién totalmente conectada

A

i A ™
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Figura 2. 3. Arquitectura basica de una CNN. Imagen tomada y modificada de Rawat & Wang, 2017 (19).La capa
totalmente conectada viene siendo una red neuronal estandar (Figura 2.1).

En la Figura 2.4 se ilustra el funcionamiento de un filtro de convolucion. El filtro realiza una
convolucion a los datos de entrada obteniendo el mapa de caracteristicas resultante de la
operacion.
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Figura 2.4. Esquema de una operacion de convolucion en una red CNN. El primer, segundo y tercer recuadro
representan a los datos de entrada, el filtro y el resultado de la convolucién, respectivamente. Imagen obtenida
de Choi et al., 2020 (20).

Las capas de convolucion cuentan con hiperparametros que al modificarse cambian la
dimensién de los resultados obtenidos. Por ejemplo, el stride, que es el nUmero de posiciones
gue se mueve el filtro para recorrer los datos de entrada (18), puede cambiarse para reducir
el mapa de caracteristicas resultantes. También se puede aplicar el padding, que es el
rellenado de ceros alrededor de los datos de entrada (18), el cual sirve para que el mapa de
caracteristicas resultante conserve el mismo tamafio que los datos de entrada y para no
perder la informacién que se encuentra en los extremos y que puede ser relevante.

La capa de agrupacién o reduccion extrae la combinacion de las caracteristicas obtenidas
por la capa de convolucion en una region local (Figura 2.5). Ademas, regulariza la complejidad
de la red al disminuir las dimensiones espaciales, reduciendo asi los calculos para las
siguientes capas. Existen diferentes tipos de agrupacién, las mas comunes son: agrupacion
maxima (max pooling) y agrupacion promedio (average pooling) (18). En la Figura 2.5, se
muestra una capa de agrupacion 2x2 dando como resultado cuatro regiones locales. La
agrupacién maxima (recuadro de la derecha) toma el nimero de mayor valor de cada region;
mientras que la agrupacion promedio (recuadro de la parte inferior), calcula el promedio de
los nimeros dentro de la region.

15|19 | 4 | 2
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Figura 2.5. Esquema de una capa de agrupacion de una red CNN de tamafio 2x2. Se muestra las dos
operaciones mas usuales: maxima o promedio. Figura obtenida y modificada de Rawat & Wang, 2017 (19).



Las caracteristicas extraidas de la Gltima capa de agrupacion se unen para formar un vector
unidimensional (Figura 2.3), el cual sirve como entrada a la Ultima capa de CNN, la cual es
una red totalmente conectada (Fully connected). La red totalmente conectada es una red
neuronal estandar como la que se muestra en la Figura 2.2.

Para realizar el entrenamiento de una CNN, cada ejemplo del conjunto de datos de
entrenamiento tiene una etiqueta que indica el objeto o clase a la que pertenece. Por ejemplo:
si estamos clasificando imagenes de gatos y perros, la clase 1 seria gato y la clase 2 seria
perro. En el caso de un modelo de clasificacién multiclase, como los creados en este proyecto,
en donde se cuenta con un conjunto de datos con varias clases, la capa de salida cuenta con
multiples clases o salidas, y para ello se aplica una funciéon de activacion softmax. En la
funcion softmax cada nodo representa una clase (21). La funcién softmax (ec. 2.2) asigna una
probabilidad a cada clase i.

e(zi)

Z?:l e (ZJ) '

softmax (z); = (2.2)

donde z; contiene todos los valores de las entradas y k es el numero de clases.

Otro punto importante en el entrenamiento de una CNN es el concepto de lote y época. El
lote es un fragmento de los datos, cuyo tamafio es el nUmero de ejemplos que la red entrena
(hacia delante y hacia atras). Una época es cuando la red ha entrenado todos los lotes del
conjunto de datos.

Asimismo, existen técnicas que se aplican en las redes neuronales, como las CNN, para
evitar la memorizacion o sobreajuste (en inglés overfitting) de los datos, tales como: la
normalizacién por lotes (en inglés Batch normalization) y la desercién (en inglés Dropout). La
normalizacién por lotes (Batch normalization) (ec. 2.5) sirve para estandarizar o normalizar los
datos de cada lote; se puede realizar antes de una capa de convolucion o de una capa
totalmente conectada para ello, a cada dato del lote, se le resta la media calculada del lote
(ec. 2.3) y la diferencia se divide entre la desviacién estandar (ec. 2.4), obteniendo asi su
normalizacion (ec. 2.5).

1
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donde m es el tamario de lote (batch) y x; son los datos del lote.



Teniendo todas las caracteristicas en una escala, ninguna tendra un sesgo vy, por lo tanto,
la normalizacion de lotes (Batch normalization) actia como un regularizador, que ayuda a
superar el sobreajuste (overfitting) y mejora el aprendizaje. Ademas, al estandarizar los datos
favorece a que las clases minoritarias no se pierdan cuando hay clases desbalanceadas.

La desercion (Dropout) es una otra técnica para regularizar las redes neuronales, que
consiste en desactivar de manera aleatoria un porcentaje de los nodos de la red. Durante el
entrenamiento, en cada lote se desactivan de manera aleatoria algunos nodos de la red, lo
gue lleva a que se cree una subred, que es una red mas pequefia. En todo el entrenamiento
se crean diversas subredes, de tal manera que cada una ven algunas caracteristicas, por lo
tanto, reduce el sobreajuste. Esto ofrece una regularizacion eficaz para reducir el sobreajuste
(overfitting) y mejorar la capacidad de generalizacion en redes profundas. Por ejemplo, en la
Figura 2.6-a se tiene una red totalmente conectada (los circulos en color gris representan los
nodos). En la Figura 2.6-b, se muestra la misma red con los nodos desactivados (circulos de
color gris claro) después de que se le aplicé la técnica de desercidn. El resultado es una
subred mas sencilla.

(b)

Figura 2. 6. Desercidn. Esta figura obtenida de Garbin et al., 2020 (22).

Finalmente, para el proceso de entrenamiento, la CNN implementa una funcién de pérdida
y una funcién de optimizacion. La funcién de pérdida sirve para evaluar el desempefio o error
del modelo, por lo tanto, entre mas se acerque a cero el valor de pérdida mejor sera el modelo.
La entropia cruzada categorica (Categorical cross-entropy) (ec. 2.6) es una funcion de pérdida
gue utiliza las distribuciones de las probabilidades para reducir la distancia entre el valor real
y el predicho. La entropia cruzada categ6rica compara las probabilidades predichas por la
funcion softmax con los valores de las etiquetas verdaderas, las cuales estan en una
codificacion one-hot. La codificacion one-hot crea una representacion binaria (ceros y unos)
Unica para cada clase, donde el uno indica la clase verdadera y los ceros las clases falsas.
Por ejemplo: si clasificamos imagenes de gatos, perros y peces, la clase 1 seria gato y su
codificacion one-hot seria [1,0,0], mientras la clase 2 seria perro y su codificacion one-hot
seria [0,1,0] y finalmente, la clase 3 seria pez y su codificacion one-hot seria [0,0,1].
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Durante el entrenamiento, la entropia cruzada categérica pérdida calcula la divergencia de
las probabilidades entre los valores verdaderos y el predicho y penaliza las probabilidades de
las predicciones negativas, es decir, la probabilidades qué estan lejos del valor verdadero y
manteniendo las probabilidades de las predicciones positivas, por lo tanto, cuando mas lejos
este la probabilidad, mayor sera el valor de la pérdida (18).

Lep = —Zliv=1 yilog(®@:), (2.6)

donde N es el numero de ejemplos, y es el valor real o verdadero, y y es el valor predicho.

La funcion de optimizacion permite realizar el ajuste o modificaciones de los pesos y la tasa
de aprendizaje durante el entrenamiento para reducir las pérdidas. Adam es un optimizador
ampliamente utilizado en las CNN. Adam calcula las tasas de aprendizaje adaptativo para
distintos parametros utilizando el primer y segundo momento de los gradientes pasados. Para
estimar el primer y segundo momento, Adam calcula los promedios méviles exponenciales de
los gradientes (ec. 2.7) y de los gradientes cuadrados (ec. 2.8) (23). Luego, se corrigen los
promedios moviles (ec. 2.9 y 2.10) y después se aplican para escalar la tasa de aprendizaje
y actualizar los parametros (ec. 2.11).

me = fyme_q + (1 — 1) (VO,_y), (2.7)
v = Bovpoq + (1 — B2)(VO,_1)?, (2.8)
= (2.9)
o =, (2.10)

_ _ e
O =0i_ 1 —ax Toere’ (2.11)

donde, m; son los promedios moviles exponenciales del gradiente (primer momento), v; son
los promedios moviles exponenciales del gradiente al cuadrado (segundo momento), 8 son
los parametros (pesos), f; = 0.9, B, =0.999, « = 0.001y € = 1078, B; y 5, son hiperparametro
gue controlan las tasas de caida exponencial de los promedios moéviles y a es la tasa de
aprendizaje.
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CAPITULO 3. ANTECEDENTES DE LAS
HERRAMIENTAS DE CLASIFICACION
TAXONOMICA VIRAL

En este capitulo se describe la metagendémica y las diferentes etapas que se realizan en
los estudios metagendmicos. Posteriormente, se describe la clasificacion general de las
herramientas de asignacion taxonémica, las herramientas de clasificacion viral mas relevantes
gue han sido reportadas en la literatura, y finalmente se presentan en forma breve aquellas
que estan basadas en redes neuronales artificiales profundas.

3.1. Metagenomicay el proceso para su estudio

En general, la metagenémica se define como el estudio del material genético (genomas)
gue se encarga de obtener secuencias cortas de los genomas de todos los organismos
presentes en una muestra ambiental o de un huésped (5). Un genoma contiene “toda la
informacion genética que un organismo posee” (24). La metagenomica ha cobrado gran
relevancia dado que permite la identificacion y el estudio de los genomas de diferentes
organismos, simultaneamente, sin necesidad de cultivarlos o aislarlos experimentalmente y
entender la forma en como se relacionan entre ellos y con sus ecosistemas.

El proceso general que se lleva a cabo en estudios de metagendémica se muestra en la
Figura 3.1. El primer paso es la recoleccion de las muestras. El segundo es la extraccion de
todos los &cidos nucleicos de los genomas presentes en las muestras mediante un kit
comercial para este fin. Los nucle6tidos son pequefias moléculas constituidas por un azlcar,
un grupo fosfato y una de las cuatro bases nitrogenada: Adenina (A), Citosina (C), Guanina(G)
y Timina (T) (25). El tercer paso es la preparacion de las muestras, realizando una purificacion
del DNA y finalmente, se preparan las librerias para su secuenciacion (1). Durante este ultimo
paso, el DNA es fragmentado y se les ligan los adaptadores. Posteriormente, los fragmentos
de ADN son secuenciados utilizando secuenciadores de nueva generacion (NGS). La
secuenciacion da como resultado millones de lecturas por cada muestra. Las lecturas son
pequefios fragmentos de ADN que van de 75 a 1,000 nucledtidos (nt) o pares de bases (pb)
de longitud, dependiendo del secuenciador y su tecnologia. Estas lecturas reciben un andlisis
bioinformatico dependiendo del estudio a realizar, por ejemplo, la clasificacion taxonémica. El
primer paso consiste en el preprocesamiento de las lecturas, es decir la eliminacion de
lecturas con baja calidad, redundantes y pertenecientes al huésped, que es el organismo de
donde se extrajo la muestra. Posteriormente, se pueden crear contigs, que son secuencias
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largas de ADN creadas de la unién de varias lecturas mediante un proceso llamado ensamble
(26). Finalmente, las lecturas y/o contigs se alinean con las bases de datos (BD) de genomas
de referencia para la clasificacion taxonémica.

Especificamente, en la metagenémica viral existen diversas técnicas de extraccion de
DNA/RNA para obtener los genomas virales dentro de una muestra (27, 28). En el laboratorio
donde se realizé esta investigacion, el proceso aplicado en la preparacion de las muestras
permite obtener todos los virus de RNA y DNA en una misma secuenciacion. El proceso
consiste, en centrifugar las muestras para obtener el sobrenadante (parte viral). Después, se
pasan por un filiro de poro de 0.45 ym para eliminar células del huésped y bacteriales.
Posteriormente, se aplica un tratamiento con DNAse y RNAse para degradar el material
genético de lo no viral. EI DNA/RNA viral de la muestra, se obtiene mediante un kit de
extraccion de DNA/RNA viral. Posteriormente, se aplica un proceso de transcriptasa reversa
para obtener cADN del RNA y la segunda cadena se genera mediante dos rondas de sintesis
con Sequenase 2.0; el resultado de este proceso es lo que se utiliza en la preparacién de las
librerias.

Ambiente de la
muestra Microorganismos
de la muestra Extraccién del DNA Fragmentacion  Construccion de las Secuenciacion del ADN

librerias
del DNA Soedi ‘
}/ == I T GCCGTAGTCC..
A ( >seq2 \
\\i@// - . > | | TATGCCGGTA.. |
P B : >seq3

. Pre-procesamiento de
P - Alinean con las bases Ensamble de P
Clasificacion taxonémica . lecturas y eliminacién de
de datos de referencias las lecturas .
lecturas del huésped

ol -®=

Figura 3.1. Proceso de los estudios metagenémicos.

3.2. Tipos de herramientas de clasificacion
taxonomica viral

Las herramientas actuales de clasificacion de datos metagenomicos virales pueden
dividirse en las siguientes tres categorias, basadas en similitud, composicion e hibridas, a
partir del proceso que utiliza para la discriminacion taxonémica.
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3.2.1. Basadas en similitud

Las herramientas basadas en similitud emplean algoritmos de alineamiento o mapeo, tales
como, Bowtie2 (29), BLAST(siglas en inglés de Basic Local Alignment Search Tool) (30),
Megablast (31) o programas derivados de BLAST, para comparar las lecturas contra una base
de datos (BD) de genomas de referencia. Estas herramientas cuentan con una precision alta;
sin embargo, las que emplean alineadores como BLAST y sus derivados son
computacionalmente costosa en tiempo de procesamiento (32), aunque las que usan Bowtie2
presenta una mejora en el tiempo.

3.2.2. Basadas en composicion

Estas herramientas emplean las caracteristicas de composicibn de las lecturas,
generalmente denominados k-mers (subsecuencia de caracteres sucesivos de longitud k
dentro de una secuencia (33, 34)) y/o las frecuencias de oligonucle6tidos (secuencia corta de
ADN o ARN con 50 pb o menos), junto con alguna técnica de agrupamiento o aprendizaje
automatico para formar grupos de lecturas y después realizar la clasificacion taxonémica.
Estas herramientas son rapidas, pero un gran porcentaje de lecturas no se pueden clasificar
porgque no coinciden con las secuencias de referencia que existen en la base de datos (BD) o
coinciden con puntuaciones extremadamente bajas. Ademas, la mayoria no asignan identidad
taxondmica y aquellas que si lo hacen no pueden llegar a niveles taxonémicos bajos, como
los niveles de género y especie.

3.2.3. Hibridas

Las herramientas hibridas generalmente utilizan las caracteristicas de composicion, k-
mers y/o las frecuencias de oligonucle6tidos como las mencionadas arriba, agrupan las
lecturas mediante una técnica de agrupamiento y posteriormente, los centroides de los grupos
se comparan con una base de datos (BD) de referencia para realizar la clasificacion
taxondmica. Otras herramientas comparan las lecturas contra la BD de referencia y cuando
las lecturas son clasificadas en diferentes especies, se aplica una técnica de aprendizaje
automético para asignarlas a solo una de ellas. Estas herramientas son mas rapidas que las
basadas en similitud, pero las lecturas que no coinciden o coinciden con puntuaciones
extremadamente bajas con las secuencias de referencia que existen en la BD no las pueden
clasificar (32).
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3.3. Herramientas de clasificacion taxondmica viral

Se realiz6 una revision de los trabajos reportados en la literatura que estan relacionados
con herramientas de clasificacion taxonémica en metagenémica viral o que incluyen la
clasificacion viral. Se identificaron 33 herramientas que realizan la tarea de clasificacion viral,
a continuacion se enlista el nombre de la herramienta o en su caso, el nombre de los autores
del trabajo: AKE (35), Bileschi et al., 2019 (36), BLAST (30), CASTOR-KRFE (37), Cenote-
Taker (38), Centrifuge (39), CHEER (40), ClassiPhages 2.0 (41), DeepVirFinder (42),
DIAMOND (43), drVM (44), Fabijanska & Grabowski, 2019 (45), FastViromeExplorer (46),
iVirus (47), Kraken2 (48), MaxBin 2.0 (7), MePIC (49), MetaPalette (50), MetaPORE (51),
Metavir 2 (52), One Codex (53), RIEMS (54), SLIMM (55), Surpi (56), Taxonomer (57), VIGA
(58), Vipie (59), ViraMiner (60), VirNet (61), VIROME (62), VirusFinder (63), VirusSeeker (64)
y Zou et al., 2019 (65). De estas herramientas se seleccionaron once para ser evaluadas y
comparadas en forma objetiva; dado que son unas de las mas utilizadas y/o citadas.

Las herramientas de clasificacion seleccionadas son aplicaciones de escritorio como
BLAST, Centrifuge, DIAMOND, drVM, FastViromeExplorer, Kraken2, SLIMM y VirusFinder o,
aplicaciones Web como One Codex, Taxonomer y Vipie (ver Tabla 3.1). Cada herramienta se
evalud utilizando la base de datos (BD) de referencia proporcionada por cada una de ellas,
excepto DIAMOND. Esta herramienta no trae una BD propia, sino que se utiliza una propia
del usuario. Por lo tanto, se evalué con dos BD de referencia diferentes; una que es nt (15),
la cual contiene multiples secuencias por cada especie viral anotada (definida como
DIAMOND1) y otra que es RefSeq (14), la cual incluye una sola secuencia por cada especie
viral anotada (definida como DIAMOND?2). Se utilizaron dos BD con el objetivo de analizar
cémo las BD de referencia usadas pueden impactarlos resultados obtenidos. Cabe sefialar,
gue esta parte es importante, ya que en este trabajo también se usaron ambas BD para
entrenar a la CNN de manera independiente (Objetivo II, definido en la seccién 1.3). Por lo
tanto, los resultados de DIAMOND se compararon con los resultados obtenidos por los dos
modelos generados.

Estas herramientas se pueden dividir por el método de clasificacion que utilizaron, ya sea
composicion o similitud. Las que se basan en similitud, BLAST, DIAMOND, drVM, Vipie y
VirusFinder, comparan las lecturas con una BD de referencia, mientras que las herramientas
basadas en composicion, Centrifuge, FastViromeExplorer, Kraken2, One Codex Yy
Taxonomer, usan una frecuencia k-mers (sub-cadenas de k longitud) de las lecturas.
Finalmente, SLIMM se basa en una metodologia hibrida. En la Tabla 3.1 se presenta un
andlisis detallado de las once herramientas elegidas, en donde se presenta una descripcion
general de las principales caracteristicas de las herramientas, incluido el afio de desarrollo, el
namero de citas, el tipo de algoritmo (basado en similitudes o basado en k-mers), tipo de datos
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de entrada, salidas y proceso llevado a cabo en la clasificacién taxonémica, asi como las BD
de referencia utilizadas por cada uno. En general, los datos de entrada pueden ser lecturas
single-end (secuencia Unica obtenida al tener el extremo de un solo fragmento de ADN), o
lecturas paired-end (par de secuencias obtenidas de dos extremos de un fragmento de ADN),
ambos tipos de lecturas, y/o contigs (ensamblaje de dos o0 mas lecturas una secuencia mas
grande).

En lo que se refiere al proceso de clasificacion taxonémica, lo hemos generalizado en tres
etapas principales. i) Preprocesamiento. Depuracion de lectura mediante la eliminacion de
lecturas de baja calidad y lecturas con una estrecha homologia con el huésped, por ejemplo,
genes humanos o de bacterias ribosémicas. ii) Ensamble. Se obtienen secuencias contiguas
mas largas (contigs) a partir de lecturas individuales relacionadas unidas. iii) Busqueda. Las
lecturas y/o contigs se comparan con un DB de referencia de nucle6tidos o proteinas (viral o
completo) y luego se clasifican en un nivel taxondmico especifico. Finalmente, los resultados
de las herramientas pueden ser la clasificacion de cada lectura a un nivel taxonémico
especifico o tablas de perfiles de abundancia.
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Tabla 3. 1. Caracteristicas principales de las herramientas de clasificacion taxonémica evaluadas en este trabajo. El nimero de citas se consulté el 20 de junio de 2022.

. o #de . . NIYE| . Pre- Método de Estrategia Bases de datos
Herramientas | Afio . Tipo de entrada Salida taxonémico . Ensamble ) de
Citas? . procesamiento Busqueda , usadas
de salida busqueda
Herramientas de escritorio (basado en Linux)
Lecturas single-end .
BLAST (30) | 2009 | 11,984| y paired-end (en | 202 de lecturas _ No No SN - | Similtud | RefSeq viral
clasificadas Especies Waterman
formato fasta)
Tabla de lecturas
Lecturas paired-end | clasificadas con Especie, Composicién nt de virus,
Centrifuge (39) | 2016 783| (en formato fastq) o | todos los rangos géneroy No No No de E—mers bacteria y
contigs taxondmicos familia arqueas
juntos
Lecturas single-end .
DIAMOND (43) | 2021 | 5573| y paired-end (en | 20 as de lecturas _ No No BLASTX | Similitug | D Mtvialo2)
clasificadas Especies RefSeq viral
formato fasta)
Tabla de
Lecturas single-end | abundancias con Especie, BLASTH Viral propia
drVM (44) 2017 29| vy paired-end (en | todos los rangos géneroy No SPAdes SNAP Y| similitud proporcionada
formato fasta/fastq) taxondmicos familia por los autores
juntos
Tabla de
Lecturas single-end | abundancias con Especie, Pseudo Composicién
F.V.E. (46) 2018 53| y paired-end (en | todos los rangos géneroy No No alineamient de E—mers RefSeq viral
formato fasta/fastq) taxondmicos familia o Kallisto ®
juntos
Lecturas single-end Tablas de lecturas Lecturas de baja Composicién Maxikraken2 9
Kraken2 (66) 2019 1455| vy paired-end (en . . complejidad es No No P proporcionado
clasificadas Especies ; de k-mers
formato fasta/fastq) opcional por los autores
. Tabla de
Le;:tz;azrgﬁil\rgd;nd abundancias en |Todos desde
SLIMM (55) 2017 36 . . un rango cepa hasta No No Bowtie2 Hibrida nt viral
alineamiento (en taxonémico hvium
formato BAM/SAM) m Phy
especifico
Lecturas single-end Tabla de Especie, Filtra lecturas Propia
VirusFinder (63) | 2013 153| vy paired-end (en | abundancias con | géneroy humanas Trinity BLASTnN Similitud proporcionada
formato fasta/fastq) | todos los rangos familia por los autores ©
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. - #de . . NIY6| . Pre- Método de Estrategia Bases de datos
Herramientas | Afio . Tipo de entrada Salida taxonémico . Ensamble ; de
Citas? . procesamiento Busqueda , usadas
de salida busqueda
0 un archivo de taxondmicos
alineamiento (en juntos
formato BAM)
Herramientas Web
Tabla de
Lecturas single-end | abundancias en Especie, Composicién Propia
One Codex (53) | 2015 121| vy paired-end (en un rango géneroy No No No P proporcionada
L . de k-mers d
formato fasta/fastq) taxonomico familia por los autores
especifico
Lecturas paired-end | Tablas de lecturas Composicion Propia
Taxonomer (57) | 2016 151 P . Especies No No No P proporcionada
(en formato fastq) clasificadas de k-mers
por los autores ©
Opciones:
Tabla de . Galaxy para peiones
. Especie, . Velvet, .
Lecturas paired-end abundancias con &nero extremos Y filtrar MetaVelvet Propia
Vipie (59) 2017 24 P todos los rangos genero, las lecturas "| BLASTn Similitud proporcionada
(en formato fastq) taxondmicos familia y humanas IDBA-UD, or los autores f
juntos orden ribosomale); MEGAHIT o P
J ABYSS

La herramienta FastViromeExplorer es anotada como F.V.E.
aCitas consultadas en Google Scholar el 20 de julio del 2022.

b En FastViromeExplorer, Kallisto busca coincidencias exactas para k-mer cortos (el tamafio predeterminado es de 31 pb) entre las lecturas metagendémicas y las secuencias
de la base de datos de referencia.

¢La base de datos de VirusFinder contiene secuencias virales de 32,102 clases conocidas y una base de datos humana.

dLa base de datos One Codex es una combinacion de genomas publicos y privados que incluyen 61,988 genomas bacterianos, 48,399 virales, 1,822 de hongos, 1,988 de
arqueas y 203 de protozoarios (114,401 incluyen el huésped), y la mayoria de los genomas provienen de NCBI.

® La base de datos de Taxonomer fue construida a partir de cuatro fuentes: Greengenes para la clasificacion bacteriana, UNITE para la clasificacion de hongos, UniRef es
la clasificacion y descubrimiento viral y ENSMBL para las secuencias de referencia humana.

fLa base de datos de Vipie fue construida por tres fuentes: RefSeq viral, secuencias de virus etiquetadas como “complete” en Genbank y el repositorio de fagos del European
Bioinformatics Institute (EBI).

9 La base de datos de Kraken2 fue construida por genomas que no son completas o representativas ("complete” o "representative"), de las bases de datos de: arqueas,
bacterias, hongos, protozoarios, viral y humanos.
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3.4. Herramientas de clasificacion viral que usan
redes neuronales artificiales profundas

Recientemente, en estudios metagendmicos virales, se ha incrementado el uso de
herramientas basadas en composicion. Principalmente, porque utilizan una gran cantidad de
informacion, tanto de secuencias a nivel nucleétido como de proteinas, para entrenar modelos
de redes neuronales. A la fecha, se han reportado diversos modelos, los cuales son capaces
de discriminar lecturas y contigs entre viral y no viral, identificar motivos y nuevos virus, asi
como para clasificar los virus conocidos a nivel familia, género o especie.

Entre los trabajos se encuentra la herramienta ClassiPhages 2.0 (41), que clasifica los
genomas de fagos en 12 familias mediante una red neuronal artificial totalmente conectada.
La red usa 5,920 perfiles obtenidos de 7,342 genomas de fagos y generados mediante
modelos ocultos de Markov. Dichos perfiles fueron empleados para generar una matriz de
caracteristicas que fue utilizada para entrenar la red. En este modelo se emple6 una funcion
softmax en la capa de salida para clasificar las familias de fagos. También se aplicé una
validacion cruzada de 100-folds en el entrenamiento y se probd con un conjunto
independiente. Esta herramienta reporté una exactitud del 84% y las 12 familias predichas
obtuvieron una sensibilidad de hasta de 79%.

Otra herramienta es Viral Genome Deep Classifier (45), la cual contiene 8 modelos
ensamblados de CNN para la clasificacion de los subtipos de virus de dengue, hepatitis B,
hepatitis C, VIH-1 e influenza A. Estos cuentan con 4, 21, 9, 49 y 169 subtipos,
respectivamente. Debido a que los genomas tienen diferentes longitudes, los mas pequenios,
se rellenaron con ceros a la derecha hasta tener la misma longitud que el genoma mas largo.
Los modelos ensamblados de la CNN se pueden ver Figura 3.2. Esta arquitectura obtuvo
exactitudes, precisiones y sensibilidades mayores de 84%, su rendimiento varia de acuerdo
con el tipo de virus y el nimero de subtipos.

Finalmente, una de las mejores herramientas reportadas hasta el momento es CHEER
(40), la cual tiene una arquitectura de arbol (ver Figura 3.3), que ensambla varios modelos de
redes de convolucion (CNN) (Capitulo 2) para clasificar taxonémicamente las lecturas a 6
ordenes, 23 familias y 55 géneros. El primer modelo es un clasificador binario que se encarga
de discriminar lecturas virales (de ARN) y no virales. El siguiente modelo recibe las lecturas
virales para su posterior clasificacion a nivel orden. Después, cada orden especifico tiene un
modelo que discrimina las lecturas para a sus respectivas familias. Finalmente, para cada
familia existe un modelo para la clasificacion a nivel género. Ademas, esta herramienta
implementd una funcién de parada anticipada, la cual utiliza un umbral para decidir si se
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detiene la clasificacién de lecturas en niveles taxondmicos altos (como orden o familia) o si
continla a los clasificadores mas especificos (como género). Esta herramienta reporta la
exactitud y sensibilidades de los tres niveles taxonémicos (orden, familia y género); a nivel
orden la exactitud va del 83% al 96%, a nivel familia va del 77% al 86% y a nivel de género
se encuentra entre el 66% al 79%.
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Figura 3.2. Arquitectura de Viral Genome Deep Classifier. Imagen tomada de Fabijanska & Grabowski, 2019
(45). La CNN tienen 5 capas de convolucion con 8, 16, 32, 64 y 128 filtros, respectivamente, y un tamafio de filtro
7. Después de cada capa de convolucion, se integra una de normalizacion (Batch Normalization) y después una
de agrupamiento maximo (max pooling). Después, tiene tres capas totalmente conectadas con 256, 128 y 64
nodos, seguidas de una capa de desercion y una de normalizacién. Finalmente, el modelo tiene una capa de
salida softmax con un niimero de neuronas que depende del nimero de subtipos a clasificar.
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Figura 3.3. Estructura de la herramienta de clasificacion CHEER. Cada CNN tiene cuatro capas de convolucion
con 256 filtros de tamafios de 3, 7, 11y 15, respectivamente. Después de cada capa de convolucién, se tiene
una de agrupacion maxima (max pooling). Posteriormente, se tienen dos capas totalmente conectadas, con 1024
y 512 nodos cada una; y una ultima capa que realiza la asignacion de las clases finales, mediante la funcion de
activacion softmax. La imagen fue tomada de Shang & Sun, 2020 (40).
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CAPITULO 4. EVALUACION DE LAS
HERRAMIENTAS DE CLASIFICACION
TAXONOMICA MAS UTILIZADAS

En este capitulo se presenta una evaluacién objetiva, dado que se utilizaron los mismos
conjuntos de datos y las mismas métricas, de once herramientas de clasificacion taxonémica.
También se describen los doce conjuntos de datos de metagendmica que se usaron para
evaluar las herramientas, de los cuales ocho son simulados y cuatro son reales. Cabe sefalar,
gue la evaluacién de las herramientas existentes dio pie al primer articulo generado en este
proyecto de investigacion.

4.1. Conjuntos de datos evaluados

4.1.1. Simulados virales

Los conjuntos simulados virales se dividieron en dos bloques, el primero simula lecturas
virales largas de la tecnologia 454, el cual ya habia sido reportado por Tangherlini et al., 2016
(67) y el segundo simula lecturas virales cortas de la tecnologia lllumina creados para este
trabajo.

4.1.1.1. Conjuntos simulados de lecturas largas

Tangherlini et al., 2016 (67) simulé tres conjuntos (50G, 500G y 1000G) de lecturas de la
tecnologia 454, usando 50, 500 y 1000 especies de genomas virales de referencia
seleccionados al azar de la base de datos (BD) de RefSeq (14). Cada uno de los conjuntos
contiene 100,000 lecturas virales unicas de 300 a 500 pb de longitud, con una tasa de error
del 1.07% (68). El error es el generado por un secuenciador cuando realiza una sustitucion,
una insercion o una eliminacion de un nucleétido (cambio de una base por otra).

Los conjuntos 50G, 500G y 1000G cuentan con 30, 85 y 102 familias virales, y los dos
tltimos conjuntos (500G y 1000G) cuentan con un grupo de genomas sin asignacion
taxondmica, es decir genomas que no pertenecen a ninguna familia viral. Estos conjuntos se
utilizaron para evaluar el desempefio de las herramientas al clasificar lecturas grandes, como
contigs o lecturas de lllumina de 2x251 pb o 2x301 pb y para evaluar las herramientas con
diferentes niveles de complejidad viral, es decir, aumentaron el nimero de genomas utilizados
en cada conjunto simulado.
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4.1.1.2. Conjuntos simulados de lecturas cortas

Asi también, para simular lecturas cortas correspondientes a la tecnologia lllumina, se
crearon tres conjuntos (Eukaryotic, Prokaryotic y Unclassified) con el simulador Grinder (69).
Para ello, se seleccion6 al azar un genoma viral por cada especie de todas las depositadas
en la BD de GenBank (a la fecha del 30 de abril de 2020). Estos conjuntos fueron generados
con cinco millones de lecturas pareadas de 150 pb de longitud, con la tasa de error de la
tecnologia de 0.1% (68).

El conjunto Eukaryotic tiene lecturas de 4,652 especies que pertenecen a 134 familias que
infectan organismos eucariontes; mientras que el conjunto Prokaryotic cuenta con lecturas de
5,817 especies que pertenecen a 27 familias virales que infectan a bacterias y arqueas.
Finalmente, el conjunto Unclassified contiene 558 especies diferentes sin asighacion
taxondmica a nivel familia. Los conjuntos Eukaryotic y Prokaryotic tienen la finalidad de
evaluar el desempefio de las herramientas en todas las familias virales anotas e identificar las
familias mas faciles y dificiles de clasificar, mientras que el conjunto Unclassified se cre6 para
probar si las herramientas tienen la capacidad de identificar los genomas virales que no tiene
una asignacion taxonomica a nivel familia, debido a que son virus nuevos 0 menos
caracterizados.

4.1.2. Simulados no virales

Se simularon dos conjuntos de datos de lecturas no virales, Bacterial y Human, mediante
el programa Grinder (69). Cada conjunto cuenta con 100,000 lecturas pair-end de 150pb de
longitud. El propdsito de los dos conjuntos de datos fue evaluar el desempefio de las
herramientas cuando clasifica lecturas provenientes de genomas no virales.

El conjunto de datos Human fue simulado utilizando un genoma humano de referencia
(GCA_000001405.28) y para el conjunto de datos Bacterial se utilizaron cuatro genomas
pertenecientes a cuatro especies: Bacillus subtilis (CP098491.1) de la familia Bacillaceae,
Streptomyces lydicamycinicuss (CP098437.1) de la familia Streptomycetaceae, Salmonella
entérica (CP003278.1) de la familia Enterobacteriaceae, y Prochlorococcus marinus
(AE017126.1) de la familia Prochlorococcaceae.

Para la simulacion del conjunto de datos Bacterial, se seleccioné aleatoriamente genomas
de Dbacterias de diferentes filos (Firmicutes, Actinomycetota, Pseudomonadota Yy
Cyanobacteriota) y que a parte dicha bacterias fueran aisladas de diversos ambientes;
(terrestre (CP098491.1), humano (CP003278.1), y marino (CP098437.1 y AE017126.1).
Interesantemente, la bacteria Salmonella entérica es un patdégeno comun para los humanos y
Streptomyces lydicamycinicuss produce un antibidtico.
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4.1.3. Conjuntos de datos reales

Los cuatro conjuntos reales usados se obtuvieron de distintos estudios previamente
reportados, que fueron secuenciados con la tecnologia Illlumina. Dos conjuntos, FISH-I (SRA
id SRX3861422) y PB3 (SRA id SRS3103717), provienen de dos muestras recolectadas en
Cuatro Ciénegas en el 2014 (70). El conjunto FISH-I fue obtenido de una muestra intestinal
de un pez de la especie Hemichromis guttatus, ubicado en la poza de Churince y el conjunto
PB3 fue conseguida de una muestra de agua proveniente de una poza de Pozas Rojas. Estos
dos conjuntos contienen 7,531,002 y 5,203,288 lecturas Unicas de 150 pb de longitud,
respectivamente.

Ademas, se utilizaron los conjuntos 15-8 e 121-1 (SRA id SRS5809795), que pertenecen a
dos muestras extraidas de nifios de la comunidad semi-rural de Xoxocotla, en el estado de
Morelos, México (71). El conjunto 15-8 se obtuvo a partir de una muestra de heces de un
infante de cinco meses y el 121-1 se origind de una muestra respiratoria (orofaringe) de un
infante de 21 meses. Estos conjuntos cuentan con 14,296,952y 12,126,776 lecturas pareadas
Unicas de 75 pb de longitud de buena calidad, respectivamente. Las especificaciones sobre
la preparacion, aislamiento y secuenciacion de los &cidos nucleicos de las muestras se
pueden consultar en las referencias originales (70, 71).

4.2. Herramientas de clasificacion taxondmica
evaluadas

Para este andlisis comparativo, se seleccionaron once herramientas de clasificacién
metagendmica, dado que son las mas usadas y/o recientes: BLAST, Centrifuge, DIAMOND1
(utilizé la base de datos (BD) de virus de RefSeq), DIAMOND2 (emple6 la DB viral nt
completa), drvVM, FastViromeExplorer, Kraken2, One Codex, SLIMM, Taxonomer, Vipie y
VirusFinder; fueron evaluadas usando los conjuntos de datos antes descritos y usando las
mismas métricas de evaluacién empleadas con frecuencia en la literatura.

4.3. Métricas de evaluacién

Las métricas de evaluacion son medidas cuantitativas que permite evaluar el desempefio
de las herramientas. Existen numerosas métricas de evaluacion, pero en este proyecto de
investigacion se seleccionaron las siguientes cuatro métricas: sensibilidad o recall (ec. 4.1)
precision (ec. 4.2), precision equilibrada (ec. 4.3), puntuacion F1 (ec. 4.4), MCC (ec. 4.5) y
especificidad (ec. 4.6).
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() Sensibilidad (Recall): Es el porcentaje de valores verdaderos positivos que se
identifican correctamente del nUmero total de valores, su férmula matematica es:

TP

Recall = (m

)+ 100, (4.1)

donde TP es el nimero de verdaderos positivos y FN es el nUmero de falsos negativos.

(i) Precision: Es el porcentaje de valores verdaderos positivos que se identificaron
correctamente de los valores clasificados, su formula es:

Precision = ( ) * 100, (4.2)

T
(TP+FP)

donde TP es el nUmero de verdaderos positivos y FP es el nimero de falsos positivos.

(ii) Precision equilibrada (Balance Accuracy): Es la media aritmética de la sensibilidad y
la especificidad. La precision equilibrada (ec. 4.3) y se define como el promedio de
recuperaciéon que obtiene cada clase. Esta medida se utiliza para clases
desbalanceadas, cuando alguna de las clases aparece con mucha mas frecuencia que
otras.

Sensibilidad+ Especificidad
2 )

Precision equilibrada = (4.3)

(iv) Puntuacién F1 (F1 score): Es la media arménica de precision y sensibilidad. La
puntuacion F1 (ec. 4.4) sirve para combinar en un solo valor la precision y
sensibilidades.

Precision * Sensibilidad

Puntiacion F1 = 2 * (4.4)

Precisién + Sensibilidad ’

(v) Coeficiente de correlacion Matthews (MCC): Es una medida equilibrada entre

clases de diferentes tamafios, que sirve para medir la calidad de las clasificaciones.

Bésicamente, el MCC (ec. 4.5) es el coeficiente de correlacion entre las clasificaciones
reales y predichas.

TPxTN — FP x FN
Mee = J(TP+ FP)(TP+FN)(TN+FP)(TN+FN) '’ (4'5)

(vi) Especificidad: Es el porcentaje de valores negativos reales que se identifican
correctamente como negativos, su formula es:
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TN
TN + FP

Especificidad = ( ) * 100, (4.6)

donde TN es el numero de verdaderos negativos y FP es el niUmero de falsos positivos.

Finalmente, para evaluar los conjuntos de datos reales que se utilizaron en este proyecto,
se empled el porcentaje de lecturas asignadas como virales (ec. 4.7), debido a que no se
conoce exactamente el numero de lecturas virales correctas por cada familia.

Numero total de lecturas clasificadas como virales

Porcentaje de lecturas = *100. (4.7)

Numero total de lecturas en el conjunto de datos

4.4. Resultados de la evaluacion

4.4.1. Evaluacion de los conjuntos simulados virales

4.4.1.1. Lecturas largas

En la Figura 4.1 se representan las sensibilidades y precisiones que fueron obtenidas de
la evaluacion de los tres conjuntos de lecturas largas (50G, 500G y 1000G). Con respecto a
la sensibilidad, en los tres conjuntos, las herramientas BLAST, FastViromeExplorer, Kraken2
y VirusFinder mostraron las mas altas sensibilidades (ec. 4.1), a nivel de familia (81%-100%)
y especie (59%-99%). Las herramientas Centrifuge, DIAMOND1, DIAMOND2, SLIMM,
Taxonomer y Vipie obtuvieron sensibilidades de moderadas a bajas, en ambos niveles
taxonomicos (19%-71% para familia y 14%-45% para especie), en los tres conjuntos de datos.
Finalmente, drVM y One Codex obtuvieron la sensibilidad mas baja (3% -29%) en los tres
conjuntos en ambos niveles explorados.

Como se muestra en la Figura 4.1, casi todas las herramientas obtuvieron una menor
sensibilidad en el nivel de especie en comparacion con el nivel de familia, a excepcion de la
herramienta Vipie en el conjunto 50G. Esto puede deberse a la falta de datos taxonémicos
actualizados en su base de datos (BD) de referencia, ya que algunas especies virales que
tenian una familia fueron anotadas como no clasificadas. Por ejemplo, las lecturas del virus
Adoxophyes orana nucleopolyhedrovirus, que representan casi el 6% en abundancia en este
conjunto, se clasificaron como familia no clasificada (Unclassified) en lugar de Baculoviridae.
Curiosamente, la sensibilidad de Centrifuge, DIAMOND1, DIAMOND?2, drVM, One Codex y
SLIMM fue mayor en los conjuntos 500G y 1000G que en el de 50G en contraste con el resto
de las herramientas que mostré un rendimiento mas bajo en muestras de mayor complejidad,
es decir con mas especies.

26



50G 500G 1000G

100
80
60
40
20

o - U
100 -

80
60

Sensibilidad (%)

40

Precision (%)

20

0 -

A Nl ¢ Dot G @ et AN NS ¢ Dot @b @ ot AN @A e Doghad et o@ gt
R RS I R PO S %\>;°i<§§§‘~°o$°&“§f‘;£€°§>‘}o‘°**“':_’g@&
SR SAIECN RS RIPCIRCR S AT

Nivel Taxondmico:3 Especie M Familia

Figura 4.1. Sensibilidades y precisiones de las herramientas obtenidas, en los niveles taxondmicos de especies y
familias, en los conjuntos de datos simulados 454. Cada columna representa uno de los 3 conjuntos. La
herramienta FastViromeExplorer esta anotada como F.E.V., DIAMONDL es la herramienta DIAMOND evaluada
con todos los genomas virales de la base de datos nt y DIAMOND2 con genomas virales de RefSeq.

En cuanto a la precision (ec. 4.2, Figura 4.1), BLAST, DIAMOND1, DIAMOND?2, drVM,
FastViromeExplorer, SLIMM y VirusFinder obtuvieron las puntuaciones més altas (95%-
100%) en todos los conjuntos de datos a nivel de familia, mientras que, a nivel de especie,
solo BLAST, FastViromeExplorer y VirusFinder lograron precisiones mayores al 91%,
mientras que las otras herramientas solo en el conjunto 50G y en los otros dos conjuntos
fueron menor (59% - 85%). Por otro lado, Centrifuge mostré las precisiones mas bajas (17%-
40%) en ambos niveles taxonémicos, y en el caso de Taxonomer obtuvo precisiones bajas a
nivel de especie (21%-46%) y mejoraron a nivel de familia (83%-100%) en todos los conjuntos.

Un analisis méas detallado revela que algunas herramientas tuvieron un sesgo importante
en la clasificacion de ciertos tipos de familias en los tres conjuntos de datos. Por ejemplo,
drVM tiende a fallar en la identificacion de familias de genomas dsDNA y ssRNA (+). Mientras
tanto, One Codex, SLIMM y Taxonomer tuvieron problemas en la identificacion de virus de
genoma dsDNA y BLAST en familias de genoma ssRNA (+). Curiosamente, Luteoviridae (en
500G y 1000G) fue la familia menos identificada por la mayoria de las herramientas. De lo
contrario, las familias Arenaviridae, Baculoviridae, Bromoviridae, Geminiviridae, Myoviridae,
Papillomaviridae, Peribunyaviridae, Reoviridae, Partitiviidae y Parvoviridae fueron bien
identificadas por la mayoria de las herramientas.
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4.4.1.2. Lecturas cortas

Los resultados de sensibilidad y precision obtenidos en los conjuntos de datos se muestran
en la Figura 4.2. En relacion con la sensibilidad, todas las herramientas en los tres conjuntos
y en ambos niveles no obtuvieron altas sensibilidades a excepcion de BLAST a nivel familia.
En el conjunto Eukaryotic las herramientas BLAST, Centrifuge, DIAMOND?2, drVM, Kraken2,
One Codex y Taxonomer obtuvieron a nivel familia sensibilidades altas (68%-81%), mientras
gue a nivel especie la sensibilidad fue ligeramente inferior (46%-68%).

Eukaryotic Prokaryotic Unclassified
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Figura 4.2. Sensibilidades y precisiones de las herramientas obtenidas, en el nivel taxonémico de familia y

especie, en los conjuntos de datos simulados de lllumina. Cada panel de columnas representa un conjunto de

datos. El conjunto de datos de Unclassified, el nivel familia, representa todas las especies que no tienen una
familia asignada. La herramienta FastViromeExplorer estd anotada como F.V.E., DIAMOND1 es la herramienta
DIAMOND evaluada con todos los genomas virales en la base de datos nt y DIAMOND?2 con genomas virales de
RefSeq.

En el conjunto Prokaryotic las herramientas BLAST, Centrifuge, DIAMOND2 y One Codex
obtuvieron sensibilidades moderadas a nivel familia (62%-81%) y en el conjunto Unclassified
fueron BLAST y Kraken2 en ambos niveles taxonémicos (68%-70%), por otro lado, Centrifuge,
DIAMOND?2 y One Codex tuvieron una reduccion (52%-68%) en estos dos ultimos conjuntos
de datos. Ademas, las herramientas DIAMOND1 y SLIMM lograron una alta sensibilidad a
nivel familia (75%-81%) y especie (31%-58%) en el conjunto Prokaryotic y en el conjunto
Unclassified (54%-69% en ambos niveles taxonémicos), pero presenté una gran caida en el
conjunto de Eukaryotic (SLIMM <16% y DIAMOND1 <39%). Por otro lado, Vipie obtuvo la
sensibilidad mas baja en todos los casos (<1%).
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En relacién con la precision, en los conjuntos Eukaryotic y Unclassified (Figura 4.2), todas
las herramientas mostraron precisiones sobresalientes (>83% a nivel de familiay 77% a nivel
de especie), excepto drVM y Taxonomer que mostraron una disminucion en sus precisiones
(73% y 76% a nivel familia, y 47%-76% a nivel especie, respectivamente) y en el conjunto
Unclassified Taxonomer obtuvo 0%. Con respecto al conjunto Prokaryotic, Centrifuge,
Kraken2, One Codex y Taxonomer mostraron bajas precisiones, entre 67%-81% a nivel de
familia, y a nivel de especie de 18%-58%, y el resto de las herramientas obtuvieron mejores
precisiones (88%-100% para familia y 71%-99% para especies), excepto por BLAST,
DIAMOND1, DIAMOND?2 y VirusFinder, que present6 una drastica disminucién de su precision
a nivel de especie (31%-42%).

Un andlisis detallado revel6 que en el conjunto Eukaryotic, FastViromeExplorer, SLIMM y
VirusFinder no clasificaron las familias con genomas dsDNA, mientras que drVM, SLIMM y
Taxonomer fallaron con los genomas de ssRNA. En particular, las familias virales
Metaxyviridae, Leishbuviridae y Xinmoviridae, que tiene pocos genomas de referencia e
infectan plantas o insectos, no fueron identificadas por ninguna herramienta. Por otro lado, las
familias Arenaviridae, Benyviridae, Birnaviridae, Bromoviridae, Chrysoviridae, Closteroviridae,
Geminiviridae, Nanoviridae, Orthomyxoviridae, Partitiviridae, Parvoviridae, Phenuiviridae,
Reoviridae, Tospoviridae y Secoviridae fueron identificadas por todas las herramientas, sin
considerar Vipie. En el conjunto Prokaryotic, la familia Finnlakeviridae (con un genoma de
referencia) fue la mas dificil de identificar con casi todas las herramientas, ya que solo
DIAMONDL1 y SLIMM clasificaron sus lecturas.

4.4.2. Evaluacion de los conjuntos simulados no virales

Los conjuntos Human y Bacterial fueron evaluados con la métrica de Especificidad. Los
resultados arrojan que todas las herramientas tienen altas sensibilidades del 99% al 100%.
Esto mostré que las herramientas tienen la habilidad de clasificar correctamente las lecturas
no virales (humano y bacterial). Por otro lado, la exactitud fue evaluado en seis herramientas
debi6 a que su base de datos (BD) de referencia incluye secuencias de humano y bacterias,
presentando que Kraken2 y Centrifuge obtuvieron altas exactitudes (81% y 71%,
respectivamente), con exactitudes moderadas se encuentran Once Codex y Taxonomer (62%
y 71%, respectivamente). Finalmente, Vipie con el 2% y VirusFinder con el 31% obtuvieron
las mas bajas exactitudes.

4.4.3. Evaluacion de los conjuntos reales

En los conjuntos de datos reales, los resultados obtenidos por las herramientas se
presentan Unicamente a nivel familia, dado que en los articulos originales es uno de los niveles
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taxondmicos utilizados para reportar los resultados (70, 71) (ver Figura 4.3) y porque los
modelos desarrollados en este proyecto de tesis clasifican a nivel taxondmico de familia. En
las publicaciones originales (70, 71), los conjuntos reportaron entre el 4% y el 6.5% de las
lecturas como virales y se analizaron con el mismo proceso, utilizando BLASTn, BLASTX,
MEGAN (72) y el algoritmo LCA (Lowest Common Ancestor) (73).

FISH-I PB3 15-8 121-1
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Figura 4.3. Proporcion de lecturas asignadas por cada herramienta a una familia viral. La herramienta
FastViromeExplorer se representa como F.V.E., DIAMONDL es la herramienta DIAMOND evaluada con todos los
genomas virales en la base de datos nt y DIAMOND2 con genomas virales de RefSeq.

Centrifuge (0.1%-3.2%) y Taxonomer (1.4%-2.2%) obtuvieron en promedio el porcentaje
mas alto de lecturas virales considerando los cuatro conjuntos de datos. Ademas, todas
las herramientas asignaron menos del 3% de las lecturas virales en los conjuntos de datos
FISH-I y PB3, mientras que en 15-8 todas las herramientas obtuvieron méas del doble de
lecturas (<7%), excepto DIAMOND1 y DIAMOND2 que clasificaron entre 8% y 16% de las
lecturas virales. En el conjunto 121-1 se identificaron menos del 5%, a excepcion de drVM
que identific6 méas del 12% de las lecturas virales. Curiosamente, los dos primeros
conjuntos de datos (FISH-1 y PB3), no son de origen humano, que tuvieron la clasificacion
de lectura viral mas baja en todas las herramientas (en promedio 0.7% y 0.4%,
respectivamente), seguidos por el conjunto de datos 121-1 (con 2.7%), que es de origen
humano nasofaringeo, y finalmente los porcentajes mas altos se obtuvieron en 15-8 (con
3.9%), que es de heces humanas. Estos resultados sugieren una clasificacion mas alta de
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lecturas virales en muestras que provienen de entornos mas estudiados, por ejemplo, el
humano.

4.4.4. Requisitos de memoriay tiempo utilizados

La memoria y el tiempo de ejecucién de todas las herramientas de clasificacion en cada
conjunto se presenta en la Tabla 4.1. Las herramientas BLAST, DIAMONDL1 y VirusFinder
fueron las herramientas que consumieron mas tiempo, por otro lado, Centrifuge y
FastViromeExplorer fueron las que menos tiempo consumieron. Por ejemplo, BLAST emple6
27 horas CPU para analizar 10 millones de lecturas y Centrifuge utilizé 6 minutos. En relaciéon
con la memoria, la herramienta Kraken2 fue la que mayor cantidad de memoria consumio,
debido a que requirié de por lo menos 140 GB para su funcionamiento. Curiosamente, BLAST
(con la base de datos (BD) viral de RefSeq) fue la que menos memoria consumié con menos
del 500 MB.

Ademas, para las herramientas Web (One Codex, Taxonomer y Vipie) no fue posible
medir la memoria que consumierony en el caso de Taxonomer no fue posible medir el tiempo,
ya que actualmente se encuentra en mantenimiento.
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Tabla 4. 1. Comparacion de la memoria y tiempo de ejecucion requeridos por cada herramienta en el proceso de clasificacion de cada conjunto

de datos.
Corg;{:: de | BLAST* Centrifuge* DIAMONDI* DIAMONDZ* drvM* F.V.E* Kraken2* C(SSZX SLIMM* Taxonomer Vipie VirusFinder*
Tiempo de ejecucioén (Minutos) calculados por core.

50G 83 3 112 27 9 2 64 6 10 ns 8 43

500G 89 5 119 25 19 2 64 9 21 ns 9 70

1000G 102 4 111 22 18 2 64 8 20 ns 9 75

Eukaryotic 1729 5 1644 502 519 6 69 44 49 ns 51 1296
Prokaryotic 1768 7 1536 547 208 8 68 a7 51 ns 38 1264
Unclassified 1426 5 857 389 208 5 68 48 47 ns 29 1253
FISH-I 927 5 321 135 64 6 72 33 46 ns 56 476
PB3 664 5 241 104 47 5 70 31 48 ns 37 546
15-8 1265 7 354 139 61 5 73 38 49 ns 42 500
121-1 928 3 149 35 55 5 71 19 49 ns 29 472
Bacterial 66 2 54 14 10 2 65 6 3 ns 7 19

Human 64 2 51 11 12 2 65 5 1 ns 6 57

Total (Minutos) 9111 54 5549 1950 1230 50 813 294 394 ns 321 7801

Memoria (MB)

50G 282 16,998 3246 922 1556 6835 143,524 ns 26,788 ns ns 4618
500G 393 17,009 13,343 1044 1690 6836 143,667 ns 26,788 ns ns 4618
1000G 433 17,009 3584 2591 1536 7022 143,811 ns 26,788 ns ns 4618
Eukaryotic 475 17,213 11,991 5366 7967 7655 144,241 ns 26,757 ns ns 4516
Prokaryotic 401 17,162 12,216 9339 1812 7662 144,179 ns 26,757 ns ns 4516
Unclassified 235 17,029 12,052 10,179 4045 7644 144,230 ns 26,757 ns ns 4516
FISH-I 189 17,009 7322 4608 1823 6837 143,964 ns 26,757 ns ns 4096
PB3 189 17,009 6308 6318 1823 6835 143,974 ns 26,757 ns ns 4516
15-8 187 17,060 16,005 8376 1853 6919 143,985 ns 26,767 ns ns 4096
121-1 183 17,142 15,933 2273 1802 6838 144,067 ns 26,767 ns ns 4096
Bacterial 147 16,998 2775 768 1833 6834 143,606 ns 26,757 ns ns 4618
Human 152 16,998 2785 748 1833 6836 143,585 ns 26,757 ns ns 4618
Promedio (MB) 272 17053 8963 4378 2464 7063 143903 26766 4454
E;’tsgr'lzg'ro(”MB) 120 76 5174 3515 1857 361 259 14 220

La herramienta FastViromeExplorer esta representado por F.V.E.; ns significa no especificada. * Todas las herramientas fueron ejecutadas en el
mismo cllster de computadoras con las siguientes caracteristicas: Intel(R) Xeon(R) Silver 4214 CPU @ 2.20 GHz que tiene 6 nodos (AMD
Opteron(tm) Processor 6376) con 64 cores y 512 GB de memoria.



4.5. Conclusiones de la evaluacion de Ilas
herramientas

Se presenté una comparacion objetiva, dado que se utilizaron los mismos conjuntos de
datos y las mismas métricas, en once herramientas de clasificacion taxonémica de conjuntos
de datos metagendémicos, utilizando los mismos conjuntos de datos y métricas de evaluacion.
De manera global, todas las herramientas mostraron altas precisiones en la clasificacion
taxondmica a nivel familia, pero las sensibilidades que obtuvieron fueron menores.

BLAST (con la base de datos (BD) de RefSeq viral) y Kraken2 fueron las herramientas que
mostraron un alto desempefio, tanto en sensibilidad como precisiéon, a excepcion de Kraken2
en el conjunto de datos Prokaryotic donde presenté un bajo desempefio. Ademas, la
herramienta Kraken2 mostré la mas alta especificidad y precision, pero BLAST no porque su
BD uUnicamente cuenta con secuencias virales. Es importante mencionar que Kraken2 fue la
herramienta que mayor cantidad de memoria utilizd, con 140 GB, mientras que BLAST fue la
herramienta que mas tiempo utilizé para realizar la clasificacion, con 27 horas por cada 10
millones de lecturas.

Al observar los resultados, se identificaron varios factores que impactan en el desempefio
de las herramientas. Un factor es la longitud de las lecturas, en el caso de las lecturas largas
(conjuntos 50G, 500G y 1000G) se clasifican mejor, con sensibilidades altas, con las
herramientas BLAST, FastViromeExplorer, Kraken2, Vipie y VirusFinder. Estas herramientas
presentaron una sensibilidad de al menos 10%, 64%, 2%,19% y 44% mayor respectivamente,
en las lecturas largas en comparacion con las cortas. Por su parte, en las lecturas cortas las
herramientas Centrifuge, DIAMOND y One Codex obtuvieron altas sensibilidades en
comparacion con las largas; por ejemplo, para Centrifuge su sensibilidad fue de al menos 15%
mayor en las lecturas cortas que en las largas, para DIAMOND fue del 9% y para One Codex
fue del 24%.

En nivel taxonémico de clasificacién es otro factor que influye en el desempefio de las
herramientas. Todas las herramientas mostraron una mayor sensibilidad y precision a niveles
taxondmicos generales, como familia, en contraste con los niveles especificos como especie
(32). Esta tendencia es mas clara en las lecturas cortas, a nivel familia la sensibilidad media
fue del 16% y la precision fue del 23%, y son superiores que a nivel especie; por otro lado, en
las lecturas largas las mismas métricas fueron del 7% y 11% respectivamente. Los resultados
obtenidos sugieren gue las lecturas cortas carece de informacién que pueden compartir con
otras especies filogenéticamente cercanas, por lo tanto, las lecturas cortas se clasifican mejor
en los niveles taxondmicos mas altos, como se informé anteriormente (74).
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Otro factor que afecta el desempefio de las herramientas es la riqueza del viroma (nimero
de especies virales). En las lecturas largas, las herramientas Centrifuge, drvVM, One Codex y
SLIMM presentaron un incremento en sus sensibilidades, entre 4% al 25%, al aumentar la
riqgueza del viroma. Por el contrario, las herramientas BLAST, FastViromeExplorer, Kraken2,
Taxonomer, Vipie y VirusFinder mostraron una disminucion es sus sensibilidades, entre un
2% al 34%, como fue descrito previamente en algunas herramientas (67).

Considerando el host, en las lecturas cortas, las herramientas BLAST, Centrifuge,
DIAMOND?2 y One Codex alcanzaron las mas altas sensibilidades y precisiones (>62% y
>72% respectivamente) a nivel familia en los virus eucariontes y procariontes. Para los virus
procariontes, DIAMOND1 y SLIMM obtuvieron buenas sensibilidades y altas precisiones
(>75% y del 99% respectivamente), y para los virus eucariontes, las herramientas drVM,
Kraken2 y Taxonomer presentaron buenas sensibilidades (>71%) y precisiones (>73%).

Un analisis mas detallado detectd que algunas familias como Bromoviridae, Closteroviridae,
Geminiviridae, Orthomyxoviridae, Reoviridae, Partitiviridae y Parvoviridae fueron mejor
identificadas por la mayoria de las herramientas; debido a que las familias antes mencionadas
han sido relativamente bien estudiadas, por lo que en las BD de referencia disponen de mayor
informacion genética sobre las mismas. Otro punto a examinar es la mala clasificacion de las
familias virales, los resultados sugieren que las familias con pocos genomas anotados en las
BD de referencia fueron mal clasificados por casi todas las herramientas; problema descrito
previamente (9, 74), por ejemplo, las familias virales Leishbuviridae, Xinmoviridae o
Barnaviridae.

En relacion con las muestras reales, las herramientas DIAMOND y Taxonomer asignaron
como virales mas del 1% de las lecturas de los conjuntos FISH-I y PB3, mientras que BLAST,
DIAMOND vy drVM identificaron méas del 5% de las lecturas de los conjuntos 15-8 e 121-1. Los
resultados sugieren que en muestras de origen humano las herramientas clasifican mas
lecturas virales, sobre todos en muestras de heces, ya que son las muestras humanas mas
estudiadas (75, 76). Por otra parte, en los ambientes poco investigados, se clasifican pocas
lecturas como virales, lo que sugiere que las muestras contienen virus con baja identidad con
los genomas de referencia.

En el caso de los conjuntos de datos no virales, todas las herramientas presentaron alta
especificidad, es decir, pueden clasificar correctamente las lecturas no virales (de origen
humano y bacteriano). Ademas, las herramientas Centrifuge, Kraken2, One Codex,
Taxonomer, Vipie y VirusFinder cuentan con una BD que contiene genomas no virales, por lo
gue alcanzaron especificidades ligeramente mayores (99.9%) al resto de las herramientas
(99.6%).
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En conclusién, para elegir una herramienta metagenémica se debe considerar varios
factores, como: la longitud de la lectura, la riqueza de la muestra, el tipo de muestra analizada
(enfocada en fagos y virus eucariontes), nivel taxonémico, requisitos de memoria, tiempo de
procesamiento, entre otros. Esto representa el éxito o fracaso de un andlisis metagendmico.
Ademas, la identificacién de las lecturas cortas a nivel especie contindan siendo un reto
debido a que todas las herramientas presentaron menos del 70% de sensibilidad. Los
resultados revelan que las lecturas virales que fueron mal clasificadas guian a conclusiones
erréneas. Finalmente, si la baja sensibilidad se produce en los conjuntos simulados que no
cuentan con una variacion genética, se incrementara en los estudios reales.
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CAPITULO 5. METODOLOGIA DE SOLUCION

El método computacional de clasificacion taxonomica viral desarrollado durante este
trabajo de investigacion realiza una anotacion a nivel taxonomico de familia y est4 basado en
Redes Neuronales Convolucionales. Se decidié usar esta técnica debido a que las redes
neuronales de convolucion permiten el uso de grandes conjuntos de datos; extraer,
seleccionar y aprender caracteristicas y patrones complejos; comparten el uso de pardmetros,
reducen la dimensién de los datos y pueden contender con clases desbalanceadas, es decir,
donde hay una diferencia muy grande entre el nimero de elementos de cada clase. Estas
particularidades se tienen presentes en los conjuntos de datos metagenomicos que se
emplean en este proyecto.

La presente metodologia para discriminar taxonémicamente las secuencias de virus en
alguna de las familias virales existentes fue realizada a nivel nucleétido, lo cual permite
identificar lecturas virales con alta identidad a las secuencias de referencia de la base de datos
(BD). Esta metodologia cuenta con los siguientes tres mddulos principales: (i)
Preprocesamiento (analisis y reduccién) de las BD de referencia; (ii) Preparacion de los
conjuntos de datos, y (iii) Clasificacion a nivel familia. A continuacién, se describen cada uno
de los modulos.

5.1. Definicidon de clases usando las bases de datos
de referencia RefSeq y nt

Como se vio en el Capitulo 4, varias herramientas utilizan la base de datos (BD) RefSeq,
la cual es una BD reducida, no redundante (no tiene genomas repetidos) y contiene un
genoma de cada especie viral. Debido a que los virus tienen una alta tasa de mutaciones, se
requiere una BD mas completa que contenga varias secuencias por cada especie viral. Por lo
tanto, en este trabajo se planea evaluar la eficiencia del modelo en funcion a la BD a utilizar
en el entrenamiento (Objetivo Il, definido en la seccion 1.3). Por un lado, la de RefSeq
(https://www.ncbi.nim.nih.gov/refseq/) y por otro es la de nucleétidos (nt) de NCBI
(https:/lwww.ncbi.nim.nih.gov/nucleotide/), que contiene todo el universo viral.

Cada una de las familias virales presente en la BD, representa una de las clases que
predice cada uno de los modelos CNN, por lo tanto, el nimero de clases (familias) que tiene
cada modelo depende de la BD. El proceso para la creaciéon de las clases se detalla en las
siguientes subsecciones.
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5.1.1. Descarga de las bases de datos

Para realizar el proceso de entrenamiento de los dos modelos de CNN, se utilizaron dos
bases de datos (BD) de referencia, la primera fue RefSeq viral y la segunda fue toda la BD
viral de nucleétidos (nt, abreviatura de nucle6tido) que pertenecen al NCBI. La informacion de
ambas BD fue descargada en el 1 de enero del 2022. De la BD de RefSeq, se descargaron
14,748 genomas virales que pertenecen a 183 familias definidas y un grupo, el cual fue
definido como “Unclassified”, dado que contiene los genomas que no estan asignados en una
familia. Por otro lado, de la BD de referencia nt se descargaron 6,451,040 secuencias virales,
entre los que se encuentran genomas completos y parciales, y que pertenecen a 190 familias
definidas y su respectivo grupo “Unclassified” con las secuencias que carecen de asignacion
taxonomica a nivel familia.

5.1.2. Analisis y reduccion de la base de datos

Hay algunos virus que han sido mas estudiados que otros, porque causan enfermedades
o0 porgue son de interés. Esto ha ocasionado un inmenso desbalance de secuencias de
genomas virales entre las familias. En otras palabras, hay familias virales que tienen solo un
genoma anotado, mientras que hay otras que tiene un gran nimero de genomas anotados.
Por ejemplo, en la base de datos (BD) de RefSeq la familia Alvernaviridae tiene un genoma,
mientras que la familia Siphoviridae tiene 2,267 genomas.

Para reducir este sesgo del desbalance de genomas que existe entre las familias de virus,
se realiz6 un proceso de reduccién. Primero, se identificaron las familias con mayor y menor
ndamero de secuencias. Después, se eliminan las familias con menos de cinco genomas
anotados debido a que no proporcionan informacion suficiente para que los modelos de
aprendizaje profundo aprendan durante el entrenamiento. También, se eliminaron las
secuencias menores a 240 pb y de aquellas que fueran menores al 90% de la secuencia de
referencia principal. Esto se debe a que al eliminar las secuencias cortas o fragmentos de
genomas se mantienen Unicamente las secuencias casi completas. Posteriormente, se realizé
la reduccioén en las familias con el mayor nUmero de secuencias, mediante la herramienta CD-
Hit (77). CD-Hit permitié agrupar las secuencias duplicadas o con alta similitud entre ellas. A
continuacion, se describe el procesamiento realizado con CD-Hit v.4.6.8 (58, 59):

(i) Se ordenaron las secuencias de la longitud mayor a la menor.

(i) La primera secuencia fue clasificada como la secuencia representativa del primer
cluster.

(i) La segunda secuencia se comparé con la secuencia representativa del clister
existente; si la similitud fue mayor o igual al porcentaje establecido, la secuencia fue
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agregada al primer cluster, de lo contrario, fue asignada como representante de un
nuevo cluster.

Para el resto de las secuencias, se sigue este mismo procedimiento. Finalmente, las
secuencias representativas de cada cluster formado constituyeron la BD depurada. Para los
porcentajes de similitud y cobertura utilizados en el CD-HIT fueron establecidos de forma
empirica consideraron los rangos intercuartilicos de la distribucion previa a la reduccion, los
cuales se describen a continuacion:

() Alas familias del segundo cuartil (50%) se les aplic6 CD-HIT con una similitud del 99%
y una cobertura al 95%.

(i) Alasfamilias del tercer cuartil (75%) se les aplicé una similitud del 98% y una cobertura
al 90%.

Las familias que fueron obtenidas después del proceso de reduccion en una BD, son las
clases del modelo CNN para dicho BD.

5.1.2.1. Base de datos viral de RefSeq

Se efectu6 un andlisis exploratorio del contenido la base de datos (BD) RefSeq. Como se
menciono en la seccién 5.1.1, la BD contenia 14,748 secuencias, las cuales pertenecen a 184
familias virales (59.2% de genoma de DNA y 40.8% de RNA). De estas, 128 familias tuvieron
mas de 5 genomas (Figura 5.1-a). El rango intercuartilico indica que el 25% de las familias
tuvieron 3 genomas, el 50% tuvieron 14 genomas y 75% tuvieron 76 genomas. Ademas,
dentro del analisis realizado se identificé que la familia con mayor nimero de genomas fue la
familia Siphoviridae (que se encuentra en el tercer cuartil) con 2,267 genomas.

Después, de que se aplicaron los filtros de reduccién mencionados en la seccion 5.1.2, el
conjunto final fue constituido por 14,628 genomas virales. Estos pertenecen a 127 familias de
virus (58.8% de DNA y 40.3% de RNA) y un grupo extra definido como Unclassified, el cual
representa las especies virales que no tienen asignada una familia. Por lo tanto, el modelo
CNN que usa la BD RefSeq tiene 128 clases, una por cada clase. En este conjunto final, el
25% de las familias tuvieron 13 genomas, el 50% tuvieron 46 genomas y el 75% tuvieron 108
genomas (Figura 5.1-b).

Cabe destacar que, a pesar de haber eliminado las familias con menos genomas, la BD
final aun presenta un desbalance, el cual va desde 5 genomas por familia a 2,267 genomas,
siendo Siphoviridae y Unclassified las familias mayoritarias (ver Figura 5.2).
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a) Base de datos original b) Base de datos reducidas
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Figura 5.1. Analisis del nUmero de genomas en todas las familias de la base de datos RefSeq: (a) Distribucién de

los genomas antes de la reduccion (b) Distribucién después de la reduccion. El punto rojo indica la mediana del
conjunto.
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Figura 5. 2. Desbalance de las clases en la base de datos RefSeq. Entre mayor es la clase (mas genomas tiene)
mayor es la seccion del gréfico.
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5.1.2.2. Base de datos nt

En la base de datos (BD) nt, el andlisis inicia con 6,451,040 numeros de secuencias, las
cuales pertenecen a 191 familias (7% de los genomas son de DNA y 97% de RNA). De estas,
170 familias tuvieron mas de cinco secuencias. El rango intercuartilico indicé que el 25% de
las familias tuvieron 26 secuencias, el 50% tuvieron 344 secuencias y 75% tuvieron 4,466
secuencias (Figura 5.3-a). Esté andlisis exhibié la existencia de un enorme desbalance de
secuencias que contiene cada familia. Particularmente, se identificaron que solo tres familias
(Coronaviridae, Orthomyxoviridae y Reoviridae) tuvieron més de 500,000 secuencias.

a) BD original b) BD reducida (final)
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— Q1=255 12000 — — Q1=305
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10000 —
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1500000 —
6000 —

Numero de genomas
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Figura 5.3. Analisis del nimero de genomas en todas las familias de la base de datos nt: (a) Distribucion antes
de la reduccién, (b) Distribucion después de la segunda reduccidn. El punto rojo indica la mediana del conjunto.

Posteriormente, se realizé una reduccion de la BD, al igual que RefSeq aplicando los filtros
antes mencionados en la seccion 5.1.2. Después, se realizé el proceso de eliminar la
redundancia en la BD mediante la herramienta CD-HIT. Este proceso es necesario en la BD,
ya que contiene multiples secuencias por cada especie viral, a diferencia de RefSeq que
contiene una sola secuencia por cada especie.

En la Figura 5.3-b se presenta la distribucion final de la BD nt reducida. El 25%, 50% y 75%
de las familias tuvieron 30, 164 y 696 secuencias, respectivamente. la BD termin6 constituida
por 132,089 secuencias, lo que representa solo el 2% de la informacién original. Se
obtuvieron169 familias definidas (1% de los genomas son de DNA y 1% de RNA) y un grupo
Unclassified, por lo tanto, la CNN que utiliza la BD nt tiene 170 clases. Interesantemente, en
ambos tipos de genomas (DNA y RNA) existe una reduccion, siendo sobresaliente en los
genomas de RNA. Es importante mencionar que aun con el proceso de reduccion que fue
aplicado, se presenta aun un alto desbalance entre las familias, como se muestra en la Figura
5.4,
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Figura 5. 4. Desbalance de las clases en la base de datos nt. Entre mayor es la clase (mas genomas tiene)

De este punto en adelante, la informacion de la BD nt se establece como genomas, debido

a gque las secuencias tienen una cobertura mayor o igual al 90% del genoma completo de la

especie.

5.1.2.3. Resumen comparativo de lareduccion de RefSeq y nt.

En la Tabla 5.1 se presenta el nUmero de genomas y familias, asi como los resultados

obtenidos en cada uno de los pasos del proceso de reduccion de las bases de datos (BD)
RefSeq (seccion 5.1.2.1) y nt (seccion 5.1.2.2). Estos resultados indican que nt contuvo 9
veces mas genomas que RefSeq, en otras palabras, RefSeq representa el 14% de la
informacion contenida en nt. Las BD de RefSeq inicialmente tenia 14,748 genomas y termina
con 14,628 genomas, por lo tanto, se hizo una reduccién del 0.90%. En la BD nt inicié con
6,451,040 genomas y finalizé 132,628 genomas por consiguiente se redujeron el 98%.

Tabla 5. 1. Resultados de la reduccién de la base de datos RefSeq y nt.

Numero de genomas (0 secuencias en el caso de la BD nt) y familias

obtenidas en las diferentes etapas de la reduccion.

RefSeq

nt

Ndmero de genomas antes del proceso de reduccion:

14,748

6,451,040
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Numero de genomas (0 secuencias en el caso de la BD nt) y familias

obtenidas en las diferentes etapas de la reduccion. RefSeq nt
Numero de familias que existian originalmente en las BD (antes del 184 101
proceso de reduccion):
Numero de familias poco anotadas en las BD (con menos de 5 genomas): 56 21
Numero de familias o clases finales en las BD (con mas de 5 genomas): 128 170
NUmero de genomas después del proceso de reduccion (eliminar las
familias con menos de 5 genomas, con longitudes menores de 240 pb y 14,628 | 3,854,755
con cobertura menor de 90%):
Numero de genomas después de aplicar CD-HIT: NA 132,089

NA significa No Aplica.

En la Figura 5.5 se puede observar, las familias divididas en

virus de eucariontes,

procariontes o virus sin asignacion taxonémica (Unclassified). La BD de RefSeq esta formada
por un 57% de las familias de virus eucariontes, 32% de las familias de virus procariontes y el
11% de virus sin asignacion, mientras que la BD nt tiene el 76% de las familias virus

eucariontes y un 16% para las familias virus procariontes y un 9% para virus sin asignacion

taxonémica.
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Figura 5. 5. Porcentajes de genomas por el tipo de familias viral (eucariontes, procariontes y virus sin

asignacion).
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5.2. Preparacion de los conjuntos de datos de la CNN

Para simular las lecturas generadas por NGS, las secuencias de los genomas de cada una
de las bases de datos (BD) reducidas RefSeq y nt, se dividieron en k-mers, donde k = 150 pb
de longitud, con saltos de 10 pb; en donde un salto es un nimero de caracteres sin considerar
entre cada k-mer. Cabe mencionar, que el valor k=150 se defini6 considerando que es el
tamano de las lecturas generado mas frecuentemente por los secuenciadores Illumina, los
cuales son los mas utilizados (78); y el tamafio del salto de 10 pb fue seleccionado después
de diversas pruebas con varios tamafios, en donde se identificé que este salto no afecta el
rendimiento de las CNN. En forma esquemaética, en la Figura 5.6-a, se muestra como un
genoma fue dividido en k-mers de 150 pb, y los k-mers resultantes fueron identificados como
V1, V2, V3, ..., Vn. A cada k-mer se le agreg6é un k-mer complementario, que representa el
complemento inverso (ver Figura 5.6-b) de la lectura, para simular las dos hebras del ADN. El
complemento inverso se conformé invirtiendo los nucleétidos de una secuencia e
intercambiandolos por su correspondiente nucleétido complementario; es decir, la Adenina
(A) por la Timina (T), la Guanina (G) por la Citosina (C) y viceversa.

Posteriormente, para asegurar que todos los k-mers tengan la misma longitud, se les
realiz6 un rellenado (padding) de ceros hacia la derecha, con la finalidad de que la informacion
no relevante o que no pertenece al k-mer se ubique al final de la secuencia. Esto garantizé
gue los k-mers con menor longitud tengan el mismo tamafio de los k-mers establecidos (150
pb), lo cual también se aplicard cuando se haga la prediccion de las lecturas reales. Después,
cada uno de los nucledtidos base (“A”, “C”, “G”, “T”) son transformados a su respectiva
codificacion one-hot, formandose asi un vector binario (con 0 y 1) (Figura 5.6-c). También se
agrego el caracter “N” a la codificacion, dado que este caracter es colocado por el
secuenciador cuando no reconoce alguno de los cuatro nucleétidos base. Cada k-mer
representa un ejemplo en el conjunto de datos y estd formado por una matriz de tamafio 150
X 6.

Finalmente, cada k-mer fue etiquetado con la familia a la que corresponde, ya que cada
familia representa una clase o salida del modelo. Cada familia fue codificada con un one-hot
para tener una representacion Unica (ver Figura 5.7). Para el conjunto de datos pertenecientes
a la BD de RefSeq, los k-mers fueron etiquetados con alguna de las 128 clases y para la BD
nt los k-mers son etiquetados a alguna de las 170 clases, en ambos casos el conjunto
Unclassified es considerado una clase. Esta metodologia fue aplicada a las dos BD RefSeq y
nt.
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Figura 5.6. Preparacion del conjunto de datos de entrada a la CNN: (a) Esquema de fragmentacion de un
genoma en k-mers de 150 pb con saltos de 10 pb; (b) Esquema de la adicién de un complemento inverso
reverso a cada k-mer; (¢) Esquema de la transformacion de los nucleétidos a su codificacion binaria one-hot.
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Figura 5.7. Etiquetado de los datos de entrada a su correspondiente familia mediante una codificacion binaria
one-hot.
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5.2.1.Resumen de la preparacion de los conjuntos de datos

En la Tabla 5.2 se presenta la cantidad de k-mers obtenidos de la preparacién de los
conjuntos de las bases de datos (BD) RefSeq y nt. Estos resultados indican que nt contuvo 7
veces mas k-mers que RefSeq, en otras palabras, RefSeq representa el 14% de la informacién
contenida en nt. Para los conjuntos de entrenamiento, la validacién y prueba fue separado el
70%, 20% y 10% de la informacién total, respectivamente.

Tabla 5. 2. Resumen de la preparacion de los conjuntos de ambas bases de datos.

Conjuntos de datos Numero de k-mers

RefSeq nt
Global 43,523,298 309,624,849
Global incluyendo el complemento inverso 87,046,596 619,249,698
Conjunto de entrenamiento 60,932,506 433,474,626
Conjunto de validacion 17,417,986 123,911,800
Conjunto de prueba 8,696,104 61,863,272

En la Figura 5.8-a se muestra el nimero de k-mers que tienen las familias de la BD RefSeq.
Existen 118 familias con menos de un millén de k-mers, 7 familias que tienen 1 millén de k-
mers, 1 que tiene 2 millones de k-mers y 2 con mas de 11 millones de k-mers, las cuales son
Myoviridae y Siphoviridae con un total de 11,001,560 y 11,864,581 k-mers, respectivamente.
Estos resultados no son sorpresa porgue ambas familias cuentas con los genomas virales
mas grandes en la BD RefSeq, de hasta 497,513 pb y 322,272 pb de longitud
respectivamente. Mientras que en la BD nt (ver Figura 5.8-b) se detectaron 133 familias con
menos de un millén de k-mers, 13 con un millén de k-mers, 6 con 2 millones de k-mers, 12 de
3 a 9 millones de k-mers y 6 con més de 11 millones de k-mers. Al igual que en RefSeq, las
seis familias (Mimiviridae, Poxviridae, Unclassified, Siphoviridae, Herpesviridae y Myoviridae)
con més de 11,000,000 de k-mers fueron las que contienen genomas de gran longitud. Por
ejemplo, un genoma de la familia Mimiviridae cuenta con una longitud de 1,259,197 pb y
generd 125,905 k-mers, mientras que un genoma de la familia Alvernaviridae cuenta con
4,375 pb de longitud y generé 425 k-mers.

En la Figura 5.9 se puede observar, las familias divididas en virus de eucariontes,
procariontes o virus sin asignacion taxonomica (Unclassified), proporcionando sus
porcentajes de k-mers. La DB de RefSeq generé el 73% de los k-mers de las familias de virus
procariontes, mientras que las familias de virus eucariontes generaron el 21% de k-mers,
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permitiendo que los virus sin asignacion aportan solo el 6% de k-mers. En el caso de la BD
nt, las de familias de virus procariontes generaron un 40% de las lecturas, mientras que las
familias de virus eucariontes proporcionaron el 53% de los k-mers totales y el resto de los k-
mers (7%) provienen de los virus sin asignacion.
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Figura 5.8. Numero de k-mers que tienen las familias en las bases de datos: (a) RefSeq; (b) nt
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Figura 5.9. Porcentajes de k-mers por el tipo de familias viral (eucariontes, procariontes y virus sin asignacion).
Una vez creados los dos conjuntos de datos, cada uno fue dividido en tres subconjuntos:

entrenamiento (70%), validacion (20%) y prueba (10%) (Tabla 5.2). El conjunto de
entrenamiento fue usado para establecer los pesos o parametros configurables en el proceso
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de aprendizaje del modelo, mientras que el conjunto de validacion afiné los pesos
establecidos, y finalmente, el conjunto de prueba evalué el rendimiento del modelo.

5.3. Modelo para la clasificacion a nivel familia

Para la clasificacion a nivel familia, se desarroll6 un modelo global capaz de asignar cada
entrada del conjunto de datos a una de las clases (incluido el grupo Unclassified, que
representa a las lecturas virus sin asignacién taxondémica), las cuales se definieron en la
seccion 5.1.1.

Para realizar los modelos CNN propuestos en este proyecto, que clasifican a nivel
taxonémico familia, se tom6 como base el modelo CNN propuesto por Fabijanska &
Grabowski, 2019 (45), que cuenta con cinco capas de convolucion y tres totalmente
conectadas (seccion 3.4). Este modelo fue considerado como antecedente de este proyecto
debido a que los autores lo usaron para clasificar subtipos de virus, quienes usaron genomas
completos y obtuvieron sensibilidades y precisiones entre 84% y el 100%, dependiendo del
tipo de virus y el nimero de subtipos.

Para la arquitectura y ajuste de los hiperparametros de los modelos CNN propuestos en
este proyecto se definio el siguiente rango de valores a evaluar.

e Numero de filtros: 16, 32, 64, 128, 256, 512, 768, 896, 1024, 1152,1164, 1408, 1920,
2048, 2304, 2560 y 4096.

¢ Tamafio de filtro: 3, 5, 7, 9,11, 13y 15.
¢ Tamafio de lote (batch) de 1024 y 2048.

La evaluacion de estas combinaciones de arquitecturas e hiperparametros generaron como
resultado diversos modelos de CNN, los cuales presentaron un desempefio que va del 40%
hasta 92% de exactitud y de 38% hasta 90% de sensibilidad. Después de hacer un andlisis
comparativo de los resultados obtenidos, se establecio la cantidad y tamafio de filtros que
proporcionaron los mejores desempefios con la menor cantidad de recursos. La arquitectura
del modelo CNN propuesto se implementd con las dos bases de datos (BD) (RefSeq y nt),
dado que el primer modelo es una CNN que fue entrenado con k-mers de 150 pb de la BD
RefSeq se define como “CNN_150_RefSeq” y el segundo modelo que es una CNN que fue
entrenado con k-mers de 150 pb de la BD nt se define como “CNN_150_NT”; se utiliza “NT”
en mayuscula para hacer referencia a la BD de nucleétidos, pero para distinguirla de la
abreviatura de nucleotidos.

En la Tabla 5.3 se resume la arquitectura del modelo CNN_150 para cada BD; ambos
modelos contienen cinco capas de convolucién con 768, 1024, 1408, 1920 y 2560 filtros
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respectivamente, en el modelo “CNN_150_RefSeq” se utiliz6 un tamafio de filtro de 9 en todas

sus capas de convolucién y en el modelo “CNN_150_NT” se utilizé un tamano de filtro de 9,

9, 11, 13y 15 para cada una de las capas de convolucion, respectivamente. En cada una de

las capas de convolucién se aplicé una funcion de activacion ReLU, un stride igual a 1 y un
padding; el padding fue agregado (mediante same) para conservar la dimension de los datos
de entrada, lo cual no estaba considerado en el modelo base. Después de cada capa de

convolucion, se agreg6 una capa de agrupamiento maxima (MaxPooling) para extraer los

valores maximos y reducir a la mitad la dimension de los datos procedentes de las capas de

convolucion al aplicar un stride igual a 2. Posteriormente, los valores maximos obtenidos

fueron normalizados (en las capas de Batch normalization).

Tabla 5. 3. Detalles de las arquitecturas de los modelos CNN_150_RefSeq y CNN_150_NT.

No. . ., Funcion
Configuracion de capa ] )

dela Capa de padding stride

capa RefSeq NT activacion
1 Convolution1D 768 x (9) 768 x (9) RelLU Same 1
2 MaxPooling1D - - - - 2
3 Batch normalization - - - - -
4 Convolution1D 1024 x (9) 1024 x (9) RelLU Same 1
5 MaxPooling1D - - - - 2
6 Batch normalization - - - - -
7 Convolution1D 1408 x (9) = 1408 x (11) RelLU Same 1
8 MaxPooling1D - - - - 2
9 Batch normalization - - - - -
10 Convolution1D 1920x (9) @ 1920 x (13) RelLU Same 1
11 MaxPooling1D - - - - 2
12 Batch normalization - - - - -
13 Convolution1D 2560 x (9) = 2560 x (15) RelLU Same 1
14 MaxPooling1D - - - - 2
15 Batch normalization - - - - -
16 Fully connected 256 neuronas RelLU - -
17 Dropout r=04 - - -
18 Batch normalization - - -
19 Fully connected 128 neuronas RelLU - -
20 Dropout r=04 - - -
21 Batch normalization - - -
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No. . ., Funcién
Configuracion de capa unct

dela Capa de padding stride
capa RefSeq NT activacion
22 Fully connected 64 neuronas RelLU - )
23 Dropout r=0.4 - - -
24 Batch normalization - - - -
25 Output layer numero de clases Softmax - -

La columna “No. de la capa” indica el nimero de capas en el modelo. La columna “Capa” indica el nombre de la
capa del modelo. La columna “Configuracion de capa” contiene la informacioén de las capas, en las capas
Convolution1D (capas de convolucion) el primer nimero es el nimero de filtros y el segundo nimero (que se
encuentra entre paréntesis) es el tamafio del filtro, en las capas Fully connected (capas totalmente conectadas) se
tiene el nimero de neuronas y en las capas Dropout (capas de desercion) el valor r es la tasa de abandono o
desercion. La columna “Funciéon de activacion” indica la funcion de activacion aplicada en la capa. En la columna
‘padding” la palabra “same” indica que se esté aplicando un rellenado de ceros alrededor de conjunto de entrada.
La columna “stride” indica el numero de posiciones que se desplazan los filtros sobre los conjuntos de datos de
entrada.

Al final de la dltima capa de convolucién, los datos de salida fueron aplanados para formar
un vector unidimensional, el cual entra a la primera capa totalmente conectada. Las tres capas
totalmente conectadas se constituyeron con 256, 128 y 64 neuronas respectivamente, a las
cuales se les aplico una funcién de activacion ReLU. Después de cada una de las capas
totalmente conectadas se incluyé una capa de desercién (dropout) con una tasa de 0.4 y una
capa de normalizacion de lote (Batch normalization). Cabe recordar que la capa de desercién
(dropout) apaga aleatoriamente el 40% de las neuronas para evitar el sobre aprendizaje u
sobreajuste (overfitting). Por Ultimo, los datos pasaron por una capa de salida con el mismo
namero de neuronas o nodos que el nimero de clases o familias a clasificar. Dado que es
una salida multiclase, se aplicé una funcion softmax. El aprendizaje se realizé usando la
funcion de optimizacion Adam y una funcion categorical cross-entropy para la pérdida.

En la Figura 5.9, se presenta de manera visual el modelo de CNN_150. Esta CNN cuenta
con un nodo por cada clase, donde cada clase es una familia viral, para el modelo
CNN_150_RefSeq la nC es igual a 128 clases y para el modelo CNN_150_NT la nC es igual
a 170 clases.
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Figura 5.10. Modelo CNN_150_NT para la clasificacién a nivel familia (modelo aplicado a las bases de datos nt).
Las capas de convolucion estan definidas con ConvlD, nimero y tamafio de los filtros como f y sf
respectivamente. La capa de reduccion como Max pooling, la de normalizacién como BN, las totalmente
conectadas como FC, la capa de desercion como D con la tasa de abandono que utilizé. Finalmente, la capa de
salida esté representada como nC.

5.4. Evaluaciéon del modelo

Para evaluar los modelos CNN_150 RefSeq y CNN_150 NT, se realiz6 un post-
procesamiento con las lecturas predichas. Primero, con las predicciones correctas e
incorrectas del conjunto de datos se establecieron umbrales de probabilidad para cada
modelo. Posteriormente, ambos modelos con sus umbrales fueron aplicados a los ocho
conjuntos de datos simulados y a los cuatro reales. Las lecturas que pasaron el umbral son
las lecturas que fueron consideradas como virales y las cuales fueron utilizadas para calcular
las métricas de sensibilidad o recall (ec. 4.1) precision (ec. 4.2), precision equilibrada (ec. 4.3),
puntuacion F1 (ec. 4.4), MCC (ec. 4.5) y especificidad (ec. 4.6), descritas en forma detallada
en la seccion 4.3 y que fueron utilizadas para medir el desempefio de los modelos.

5.5. Aplicacion de los modelos

A continuacion, se describe el proceso de la prediccion de las lecturas con los modelos de
CNN (ver Figura 5.10).
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Figura 5.11. Proceso de la aplicacion de los modelos para la prediccion de lecturas o contigs.
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CAPITULO 6. RESULTADOS Y DISCUSIONES

En este capitulo se presentan los resultados obtenidos de la reduccion, preparacion de los
datos y de la evaluacién de los modelos desarrollados en este trabajo de investigacion para
la clasificacion a nivel familia de lecturas virales, en diferentes conjuntos de datos.

6.1. Evaluacion de los modelos para la clasificacion
de lecturas metagendmicas a nivel familia

Los modelos de redes neuronales de convolucion (CNN) desarrollados para predecir a qué
familia taxondmica viral se clasifican las lecturas de DNA procedentes de estudio
metagenomicos virales emplearon como referencia la informacion de dos bases de datos (BD)
(RefSeq y nt); cada modelo utiliz6 una BD distinto en su entrenamiento. EI modelo que empleé
la BD RefSeq viral fue definido como CNN_150 RefSeq, mientras que el modelo que uso la
BD viral de nucleétidos (nt) de Genbank fue definido como CNN_150_NT y estan explicados
en detalle en la seccion 5.3 del capitulo 5.

Los dos modelos CNN (CNN_150_RefSeqy CNN_150_NT) fueron entrenados usando sus
respectivos conjuntos de entrenamiento y validacion. Los resultados obtenidos por el modelo
CNN_150_ RefSeq se muestran en la Figura 6.1, mientras los del modelo CNN_150 NT en la
Figura 6.2. Ambos gréaficos muestras las métricas de pérdida y exactitud obtenidas por los
modelos en cada época en el conjunto de entrenamiento y validacién. Como se puede ver en
la Figura 6.1, en el modelo CNN_150_RefSeq, la pérdida del entrenamiento (Training Loss)
inicio en 1.42 y conforme avanzé el entrenamiento, terminé en 0.39, mientras que la pérdida
de la validacion (Validation Loss) inicid en 1.04 y finalizé en 0.42. Estos resultados mostraron
gue durante la época 5 del entrenamiento se presentd un pequefio sobreajuste (overfitting)
en el modelo, existiendo una diferencia pequefia entre la pérdida del conjunto de
entrenamiento y el de validacion. Este modelo se entrend durante 14 épocas, pero se presento
un sobreajuste, por lo tanto, para el modelo final de la CNN_150_RefSeq se utilizé el modelo
entrenado hasta la época 11. Por otra parte, la exactitud del entrenamiento (Training
Accuracy) comenzé en el 0.66 y la exactitud de la validacion (Validation Accuraccy) en 0.75,
pero ambos finalizaron en 0.90 aproximadamente. Asimismo, en el modelo CNN_150_ NT
(Figura 6.2), la pérdida del entrenamiento (Training Loss) empezé 1.81 y terminé en 0.61 vy la
pérdida de la validacion (Validation Loss) comenz6é en 1.39 y finaliz6 en 0.60, no
presentandose un sobreajuste (overfitting). Por otra parte, la exactitud del entrenamiento
(Training Accuracy) empez6 en 0.55, la exactitud de la validacion (Validation Accuraccy) en
0.64 y ambas finalizaron en 0.83.
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Figura 6.1. Resultados del entrenamiento del modelo CNN_150_RefSeq. a) Pérdida (Loss). La pérdida del
conjunto de entrenamiento es sefialada como “Training Loss” (rojo), mientras que la pérdida del conjunto de
validacién se encuentra como “Validation Loss” (azul); b) Exactitud (Accuracy). La exactitud que alcanza el
conjunto de entrenamiento y validacion estan marcados como “Trainning Accuracy” (rojo) y “Validation
Accuraccy” (azul), respectivamente.
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Figura 6.2. Resultados del entrenamiento del modelo NT. Gréfico a) Pérdida (Loss). La pérdida del conjunto de
entrenamiento es sefialada como “Training Loss” (rojo), mientras que la pérdida del conjunto de validacion se
encuentra como “Validation Loss” (azul). Gréfico b) Exactitud (Accuracy). La exactitud que alcanza el conjunto de
entrenamiento y validaciéon estan marcados como “Trainning Accuracy” (rojo) y “Validation Accuraccy” (azul),
respectivamente.

Adicionalmente, para evaluar el desempefio de ambos modelos CNN (CNN_150_RefSeq
y CNN_150_NT) se utilizaron sus respectivos conjuntos de prueba, porque no fueron
utilizados para el entrenamiento. Para ello, se calcularon las métricas mencionadas en el
capitulo 4 en la seccion 4.3. En la Figura 6.3 se presentan los gréaficos de sensibilidad (Figura
6.3-a), precision (Figura 6.3-b), precision equilibrada (Figura 6.3-c), puntuacion F1 (Figura 6.3-
d) y MCC (Figura 6.3-e). Cada grafico representa los resultados de la evaluacion de las
diferentes métricas usadas, indican si los modelos son capaces de clasificar una gran cantidad
de lecturas virales y si las clasifican correctamente a la familia a la que pertenece. En este
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sentido, los modelos obtuvieron valores por arriba del 81% para la red CNN_150 _NT y 90%
para la red CNN_150_ RefSeq. Asimismo, el MCC (Figura 6.3-€), la cual es una métrica para
evaluar el desempefio con clases desbalanceadas, muestra que la red CNN_150_ RefSeq
obtuvo un valor de 0.9 y la CNN_150_NT uno de 0.8.

a) Sensibilidad b) Precision c) Precision equilibrada d) Puntuacién F1 e) MCC
100 100 100 100 1.0 4
80 80 80 - 80 0.8
£ 60 £ 60 £ 60 £ 60 0.6
o o 0 2 -
i) B 5 ! S
£ 40 + £ 40 T s 40 & 40 0.4
20 — 20 20 20 0.2 1
0 a4, g NT 0- q,eq NT 0 a4, o NT 0- A, q NT 00 a,q T
RretSe 450 ) RrefSe 450 ! RefSe 450 ! RrefSet 450 RretSet 450 !
CNN"\BO/ C,NN, CNN"\BO/ CNN, GNN"\BO/ C,NN, CNN’\E)Q/ CNN, CNN”\SD/ (}NN’

Figura 6.3. Resultados de los modelos CNN_150_RefSeq y CNN_150_NT en el conjunto de prueba. a)
Sensibilidad, b) Precisién, c) Precision equilibrada, d) Puntuacion F1y e) MCC.

6.2. Analisis de los resultados obtenidos

Se realizé un andlisis de los resultados obtenidos en los conjuntos de prueba de cada
modelo. En la Figura 6.4 se presentan las sensibilidades obtenidas en cada una de las 127
clases (familias) usando el modelo CNN_150 RefSeq. En este modelo, en 51 clases (familias)
no se logro clasificar ninguna lectura correctamente. Estas clases representan el 1.4% de las
lecturas totales del conjunto de prueba. Por otro lado, se encontré que las clases Myoviridae
y Siphoviridae fueron las familias mejor identificadas por el modelo (Figura 6.4-b), las cuales;
representan el 24% y 27% del total del conjunto de prueba. Las clases que fueron
moderadamente identificadas por el modelo (ver Figura 6.4-a) son: i) Autographiviridae,
Herelleviridae, Podoviridae y Unclassified recuperaron 3% - 5%; ii) Ackermannviridae,
Baculoviridae, Demerecviridae y Poxviridae recuperaron el 2%; iii) Mimiviridae, Schitoviridae,
Drexlerviridae y Phycodnaviridae recuperaron el 1%. Mientras 62 clases tuvieron una baja
identificacion (entre 1% - 0%); la suma de las 62 clases representa el 9% del total del conjunto
de prueba.

En la Figura 6.5 se presentan las sensibilidades del modelo CNN_150 NT en cada una de
las 170 clases (familias). Para este modelo, se identificd que en 39 clases el modelo no logré
clasificar ninguna lectura correctamente. Estas clases representan el 0.5% de las lecturas
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totales del conjunto de prueba. Por otro lado, se encontré que las clases Myoviridae y
Herpesviridae fueron las familias mejor identificadas por el modelo (ver Figura 6.4-b y 6.4-a
respectivamente). Estas familias representan el 12% y 13% del total del conjunto de prueba.
Las clases que fueron identificadas por el modelo en porcentajes moderados (ver Figura 6.4-
a) fueron las siguientes: i) Poxviridae, Siphoviridae y Unclassified recuperaron el 5% - 9%; ii)
Herelleviridae, Mimiviridae y Retroviridae recuperaron el 3%; iii) Ackermannviridae,
Asfarviridae, Baculoviridae, Flaviviridae y Phycodnaviridae recuperaron el 2%; iv)
Demerecviridae e Iridoviridae recuperaron el 1%. Finalmente, 114 clases presentaron una
baja identificacion (entre 1% - 0%) por parte del modelo CNN_150 NT. Estas 114 clases
representan el 15% del total del conjunto de prueba.

a) b)
Ackermannviridae = Marnaviridae =
Adenoviridae - Marseilleviridae - L
Alloherpesviridae = Mayoviridae =
Alphaflexiviridae = Megabirnaviridae =
Alphasatellitidae - Mesoniviridae -
Alphatetraviridae = Microviridae =
Amalgaviridae - Mimiviridae = L ]
Amnoonviridae = Mitoviridae -
Anelloviridae - Myoviridae - . [ ]
Arenaviridae - Nairoviridae =
Arteriviridae = Nanoviridae -
Artoviridae = Narnaviridae =
Ascoviridae = Nodaviridae -
Asfarviridae = o NONE - [ ) L]
Aspiviridae = Nudiviridae =
Astroviridae = Nyamiviridae =
Autographiviridae = . Orthomyxoviridae =
Autolykiviridae = Papillomaviridae =
Bacilladnaviridae = Paramyxoviridae =
Baculoviridae = . Partitiviridae -
Benyviridae = Parvoviridae =
Betaflexiviridae = Peribunyaviridae -
Bicaudaviridae = Phasmaviridae -
Birnaviridae - Phenuiviridae - .
Bornaviridae - o Phycodnaviridae - (] ] Sensibilidad (%)
Botourmiaviridae = Sensibilidad (%) Picobirnaviridae =
Bromoviridae = Picornaviridae - = 0
Caliciviridae - = 0 Plectroviridae -
Caulimoviridae = Pleolipoviridae - ® 5
Chaseviridae = Pneumoviridae -
Chrysoviridae = . 1 Podoviridae = @ L]
huviridae - Polycipiviridae - @ o
Circoviridae = . 2 Polydnaviridae - L
Closteroviridae = Polymycoviridae - . 15
Coronaviridae = o Polyomaviridae -
Curvulaviridae = . 3 Pospiviroidae =
Cystoviridae = Potyviridae - ° @
Demerecviridae = . . a Poxviridae = [ ]
Dicistroviridae = Qinviridae =
Drexlerviridae = . Reoviridae = . 25
Endornaviridae - Retroviridae =
Fiersviridae = Rhabdoviridae = ®
Filoviridae = Rountreeviridae -
Fimoviridae = Rudiviridae -
Flaviviridae = Salasmaviridae -
Fusariviridae = Sarthroviridae =
Fuselloviridae = Schitoviridae - [ ]
Geminiviridae = ® Secoviridae =
Genomoviridae = Sinhaliviridae =
Guelinviridae = Siphoviridae = . ]
Hantaviridae = Smacoviridae =
Hepadnaviridae = Solemoviridae =
Hepeviridae = Sphaerolipoviridae =
Herelleviridae = . Tectiviridae -
Hyf)ovirr'dae - Tobaniviridae =
flaviridae - Togaviridae -
Inoviridae = Tolecusatellitidae =
Iridoviridae - o Tombusviridae -
Kitaviridae = Tospoviridae -
Lavidaviridae = otiviridae -
Leviviridae - Tymoviridae =
Lipothrixviridae = Virgaviridae -
Lispiviridae = Xinmoviridae -
Marnaviridae - : ; Zobellviridae - . :
gien wal sien wal
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Figura 6.4. Las clases del modelo CNN_150_RefSeq bien y mal clasificadas. En el panel izquierdo se tiene el
nombre de cada clase (familia) y en el panel inferior se tiene si estuvieron bien o mal clasificadas. En el grafico a)
se tiene las primeras 64 clases del conjunto y en el gréafico b) las otras 63 clases. En ambos graficos el tamafio
de la burbuja indica el porcentaje de sensibilidad.
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a) b)

Ackermannviridae = ) e Luteoviridae =
Adenoviridae = ® ® Malacoherpesviridae = e
Adintoviridae = Marnaviridae =
Atch;/mav{r{gae - szrs[eillev[n:gae - [
jusviridae = atonaviridae =
Alloherpesviridae = ® Mayoviridae =
Alloha exiviridae = L] Me, abir%aviridae -
Alphasatellitidae = lesoniviridae = L
Alphatetraviridae = Metaviridae =
Alvernaviridae = Metaxyviridae =
Amalgaviridae = Microviridae = @
Amnoonviridae = Mimiviridae = @ o
Ampullaviridae = Mitoviridae =
Anelloviridae = Mymonaviridae =
yanV(r(gae - ﬁ MMyowr;gae = ‘ @
eriviridae = poviridae =
Artoviridae = Ngirovirldae - L
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Figura 6.5. Las clases del modelo CNN_150_NT bien y mal clasificado. En el panel izquierdo se tiene el nombre
de cada clase (familia) y en el panel inferior si estuvieron bien o mal clasificadas. En el gréafico a) se tiene las
primeras 64 clases del conjunto y en el grafico b) estan las otras 63 clases. En ambos graficos el tamafio de la
burbuja indica el porcentaje de sensibilidad.
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A pesar de que ambas BD se sometieron a una limpieza para quitar las familias menos
anotadas y que en el caso de la BD de nt viral las clases mayoritarias se redujeron para quitar
la mayor cantidad de informacién redundante, los resultados sugieren que en ambos modelos
la mayoria de las clases minoritarias son las clases que no recuperaron correctamente
ninguna lectura. En otras palabras, las clases mayoritarias al ser tan grandes han provocado
gue los modelos aprendan mas sobre ellas que del resto de las clases. Ademas, en ambos
modelos las clases minoritarias tienden a ser clasificadas por los modelos a la clase
Unclassifed (ver Anexo 1 y Anexo 2). Esto se debe a que en esta clase existe mucha
informacién tanto de virus eucariontes como de bacteri6fagos. En la BD de nt viral, la clase
Unclassifed cuenta con 45,076,444 lecturas, mientras que las clases minoritarias tiene entre
3,188 a 411,040 lecturas.

6.3. Post-procesamiento

Se realiz6 un post-procesamiento de las predicciones porque cualquier lectura predicha
por los modelos CNN_150 RefSeq y CNN_150 NT es clasificada a alguna de las familias
virales, debido a que los modelos fueron creados a partir de la informacién de base de datos
(BD) de referencias virales y no cuentan con una clase negativa. En otras palabras, no se
cuenta con informacion no viral como humano, bacterias, hongos, etc. Dicho post-
procesamiento se basa en establecer un umbral considerando las probabilidades obtenidas
de la funcién de activacién softmax que se aplicé en las capas de salida de los modelos. Este
umbral permite establecer si las lecturas son virales o no virales y reducir la cantidad de falsos
positivos.

Para establecer el umbral, primeramente, se predijeron los k-mer de toda la BD. Después,
se dividieron los k-mer correcta e incorrectamente clasificados por los modelos.
Posteriormente, se calculé y analiz6 la frecuencia acumulada de las predicciones obtenida de
los rangos de probabilidades de los k-mers, los cuales van en intervalos de 0.05, para
establecer el valor del umbral. La Figura 6.6 muestra que en el modelo CNN_150_RefSeq los
k-mers clasificados incorrectamente corresponden al 7% del conjunto total y generalmente
obtuvieron probabilidades bajas; mientras que el 84% de los k-mers correctamente
clasificados alcanzaron probabilidades altas (>0.90). Esto permiti6 establecer y determinar
gue el umbral de corte para este modelo fuera del 0.95. Al aplicar este umbral en cualquier
conjunto de datos se logré descartar lecturas no virales. Por ejemplo, lecturas de bacterias y
humano que estan en las muestras, y se disminuyo la prediccion de falsos positivos en las
familias virales. Por lo tanto, si una lectura predicha obtuvo una probabilidad igual o mayor al
umbral, dicha lectura fue considera como una viral y asignada a la familia predicha; de lo
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contrario se considerd que la lectura no pertenece a la clase o es una lectura no viral, en
consecuencia, debe ser descartada.
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70 —
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50 —
40 —
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Figura 6.6. Probabilidades de predicciones correctas e incorrectas del conjunto de datos creado con la base de
datos de RefSeq.

En el caso del modelo entrenado con la BD nt, obtuvo un 85% y 15% de los k-mers bien y
mal clasificados, respectivamente. El 69% de los k-mers correctamente clasificados tuvieron
una probabilidad mayor al 0.90 y el 1% fueron clasificados incorrectamente. Para tratar de
recuperar la mayor cantidad de lecturas correctas con el minimo porcentaje de falsos
positivos, se establecié un umbral de 0.6 para las familias que infectan virus eucariontes y un
umbral de 0.8 para las familias de bacteriéfagos y para la clase de Unclassified. En los
conjuntos reales se establecié los mismos umbrales que en los conjuntos simulados, con el
objetivo de minimizar las predicciones de lecturas falsas positivas sin perder el porcentaje de
lecturas correctamente clasificadas (ver Figura 6.7); pero las lecturas predichas a la clase
Unclassified se descartaron (se consideran falsas positivas).

Finalmente, las lecturas clasificadas como virales fueron utlizadas para evaluar el
desempefio de los modelos usando las métricas de sensibilidad o recall (ec. 4.1), precision
(ec. 4.2) y MCC (ec. 4.3). Los resultados obtenidos por los modelos fueron comparados con
los resultados de las herramientas de clasificacion taxondmica descritos en el Capitulo 4 y los
resultados se presentan en la seccion 6.4 en este capitulo.
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Figura 6.7. Probabilidades de las predicciones correctas e incorrectas del conjunto de datos creado con la base
de datos de nt.

6.4. Comparacion de los modelos con otras
herramientas

Los modelos CNN_150 RefSeq y CNN_150 NT fueron evaluados utilizando ocho
conjuntos de datos simulados y 4 cuatro conjuntos reales, los cuales fueron descritos en el
capitulo 4 seccién 4.1. Ademas, se aplicé el umbral establecido de 0.95 para el modelo
150 _RefSeqy para el CNN_150_NT se aplicaron dos umbrales, uno de 0.6 y otro de 0.8. Solo

las lecturas que pasaron los umbrales fueron empleadas para el calculo de las métricas de
evaluacion.

6.4.1. Conjuntos simulados virales

6.4.1.1. Lecturas largas

Los modelos CNN_150_RefSeq y CNN_150_NT fueron disefiados para clasificar lecturas
de 150 pb de longitud, mientras los conjuntos de datos que simularon lecturas largas son de
una longitud promedio de 450 pb (ver seccion 4.1.1.1 para mayores detalles). Por lo tanto,
estas lecturas fueron preprocesadas como se indica en el capitulo 5 seccién 5.2, pero con un
salto de 50 pb, medida elegida después de diversas pruebas con varios tamafios porque no
afecta los resultados de prediccidn. Este preprocesamiento generd como resultado
aproximadamente 6 sub-lecturas o k-mers por cada lectura simulada de los conjuntos.
Posteriormente, cada sub-lectura fue clasificada por la CNN. Para definir la familia o clase de
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cada una, se aplico el umbral establecido de acuerdo con cada modelo. A las sub-lecturas
gue pasaron el umbral y que representaron mas de la mitad de la lectura original, se les aplic
la técnica del voto mayoritario. Esta técnica consiste principalmente en gue si la mayoria de
las sub-lecturas de una lectura original son clasificadas a una familia o clase, la lectura original
es asignada a esa clase; en otras palabras, si la mayoria de los k-mers de una lectura fueron
asignadas a una familia especifica toda la lectura es asignada a esa familia. Por ejemplo, si
la lectura 1 esta fragmentada en 3 k-mers o sub-lecturas y el modelo CNN predice que 2 k-
mers pertenecen a la familia Circoviridae y un k-mer pertenece a la familia Adenoviridae,
entonces la lectura 1 es clasificada a la familia Circoviridae. Después de utilizar del voto
mayoritario para establecer a que familia pertenece cada lectura simulada, se calculé la
sensibilidad, precision, precision equilibrada, puntuacién F1 y el MCC de cada conjunto de
datos.

En la Figura 6.8 se presentan las sensibilidades, precisiones, precisiones equilibradas,
puntuaciéon F1 y MCC obtenidas en la clasificacién de las lecturas virales simuladas largas.
Asimismo, los modelos CNN son comparados con los resultados obtenidos por otras
herramientas de clasificacion taxondémica viral descritos en detalle en el Capitulo 4 y seccién
44.1.1.

Los modelos CNN_150_RefSeqy CNN_150_NT alcanzaron sensibilidades del 55% y 72%
respectivamente en el conjunto 50G, en el conjunto 500G las sensibilidades fueron de del
64% y 67% respectivamente, y en el de 1000G fueron del 58% y 63% respetivamente. Ambos
modelos superaron en sensibilidad a ocho herramientas, excepto a BLAST,
FastViromeExplorer, Kraken2 y VirusFinder que alcanzaron mas del 95% de sensibilidad en
los tres conjuntos. Ademas, de manera general se observé que ambos modelos disminuyeron
su sensibilidad cuando aumenté la riqueza del viroma en los conjuntos, al igual que las
herramientas BLAST, FastViromeExplorer, Kraken2, Taxonomer, Vipie y VirusFinder.

En relacion con la precision, ambos modelos obtuvieron una alta precision, mayor al 96%,
al igual que las otras herramientas. Las precisiones del modelo CNN_150_RefSeq en los
conjuntos 500G y 1000G fueron ligeramente mas bajas en comparacion con las del modelo
CNN_150_NT; ambos modelos superaron a las herramientas Centrifuge, Kraken2, One
Codex vy Vipie.

En los tres conjuntos de datos (50G, 500G y 100G), el modelo CNN_150_RefSeq obtuvo
una precision equilibrada del 78% al 82%, mientras el modelo CNN_150_NT alcanzé el 82%
al 86%; ambos modelos fueron superados por las herramientas BLAST, FastViromeExplorer,
Kraken2 y VirusFinder con valor mayor al 91%. El resto de las herramientas obtuvieron una
precision equilibrada que va del 52% al 71.
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Figura 6.8. Resultados obtenidos de la clasificacion de las redes CNN
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50G) presentaron un valor F1 de 81% y 83%, respectivamente. El resto de las herramientas
alcanzaron en los tres conjuntos una puntuacién F1 de 8% al 58%.

Finalmente, ambos modelos en los tres conjuntos de datos tuvieron un valor de MCC entre
el 0.7 y 0.8, siendo superados Unicamente por BLAST, FastViromeExplorer y VirusFinder.

Es importante sefalar que los k-mers que fueron descartados por estar debajo del umbral
establecido, para los modelos CNN_150_RefSeq y CNN_150_NT, corresponden al 17% vy al
3% respectivamente de las lecturas totales del conjunto de datos 50G, para 500G fueron el
19% y 16% respectivamente y para el conjunto 1000G fueron del 18% y 14%,
respectivamente. Las lecturas que fueron excluidas porque representaron a los k-mers que
pasaron el umbral, pero que fueron menos de la mitad de la lectura original, en el conjunto
50G corresponden al 28% en la CNN_150 RefSeq y el 25% en la CNN_150_NT, en el
conjunto 500G fueron del 15% y 17% respectivamente, y en el conjunto 1000G corresponden
al 21% (CNN_150_RefSeq) y 22% (CNN_150_NT). Finalmente, en ambos modelos las
lecturas mal clasificadas fueron predichas a las clases Myoviridae, Siphoviridae y Unclassified,
las cuales son las clases mayoritarias.

6.4.1.2. Lecturas cortas

Estos conjuntos simulan lecturas cortas de la tecnologia lllumina con longitudes de 150 pb
(para mas detalles ver seccién 4.1.1.2). En estos conjuntos, los modelos CNN_150 NT y
CNN_150 RefSeq realizaron la clasificacién de cada lectura simulada a una familia viral.

Las sensibilidades, precisiones, precisiones equilibradas, puntuacion F1 y MCC de los
conjuntos simulados de lecturas cortas se presentan en la Figura 6.9. En el conjunto
Eukaryotic, los modelos CNN_150 RefSeq y CNN_150_NT obtuvieron sensibilidades del
21% y 61%, respectivamente. Estos modelos (CNN_150 RefSeq y CNN_150_NT) fueron
superados por las herramientas BLAST, Centrifuge, DIAMOND?2, drVM, Kraken2, One Codex
y Taxonomer, cuyas sensibilidades van del 68% al 81%, pero fueron mas sensibles que las
herramientas FastViromeExplorer, SLIMM, Vipie y VirusFinder. En el conjunto Prokaryotic, los
modelos CNN_150_RefSeq y CNN_150_NT obtuvieron sensibilidades del 76% y 69%,
respectivamente; en este conjunto ambos modelos fueron superados por BLAST, SLIMM y
DIAMNOND (81%-75%), mientras que el resto de las herramientas obtuvieron menos del 75%
de sensibilidad. En el conjunto Unclassified, los modelos CNN_150_RefSeq y CNN_150_ NT
obtuvieron sensibilidades del 6% y 5%, respectivamente, siendo superados por todas las
herramientas, excepto por Taxonomer y Vipie (que obtuvieron valores nulos).
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FastViromeExplorer y VirusFinder que alcanzaron mas del 99%. En el conjunto Unclassified,
ambos modelos alcanzaron el 100%, mientras que el resto de las herramientas obtuvieron
valores del 99%-76%, a excepcion de Taxonomer que nuevamente obtuvo una precision nula.

Con lo que respecta a la precision equilibrada, en el conjunto Eukaryotic los modelos
CNN_150_RefSeqy CNN_150_NT obtuvieron un 61% y 81%, siendo superados por BLAST,
Centrifuge, DIAMOND2, drVM, Kraken2, One Codex y Taxonomer que obtuvieron de 84% a
91%. En tanto que SLIMM, FastViromeExplorer, Vipie y VirusFinder obtuvieron una precision
equilibrada de 50% a 58%. En el conjunto Prokaryotic, los modelos CNN_150 RefSeq y
CNN_150_NT consiguieron el 88% y el 85% de precision equilibrada. BLAST y SLIMM
obtuvieron un 91% superando a todas las herramientas, por otro lado, DIAMONL1 alcanzé un
87% superando ala CNN_150_NT, y el resto de las herramientas obtuvieron de 50% al 83%.
En el conjunto Unclassified, ambos modelos alcanzaron el 3%, siendo superados por todas
las herramientas (con 50% a 84% de precision balanceada), excepto por Taxonomer que tiene
un valor nulo.

En la puntuacion F1, los modelos CNN_150 RefSeqy CNN_150 NT alcanzaron el 34% y
74%, respectivamente en el conjunto Eukaryotic, mientras que las herramientas BLAST,
Centrifuge, DIAMOND2, Kraken2, One Codex y Taxonomer obtuvieron valores superiores al
79% que superaron a los dos modelos CNN. Por otra parte, DIAMOND1 y drVM (56% y 72%)
superaron solo al modelo CNN_150 RefSeq. Finalmente, las herramientas SLIMM,
FastViromeExplorer y VirusFinder obtuvieron puntuaciones F1 de 14% al 27% y Vipie
present6 el valor mas bajo (0.1%). En el conjunto Prokaryotic las herramientas BLAST,
DIAMONDL1 y SLIMM obtuvieron las puntuaciones F1 (85% al 90%) mas altas que los modelos
CNN_150 RefSeq y CNN_150 NT, los cuales lograron el 81% y 84%, respectivamente.
Ademas, Centrifuge, DIAMOND2, FastViromeExplorer, Kraken2, One Codex, Taxonomer y
VirusFinder alcanzaron una puntuacion F1 de 20% al 76%, mientras que drVM y Vipie
obtuvieron los valores mas bajos con menos del 1%. Para el conjunto Unclassified los modelos
CNN_150 RefSeq y CNN_150_NT lograron una puntuacion F1 de 11% y 10%
respectivamente, siendo superadas por todas las herramientas con valores que oscilan entre
40% a 80%, excepto por las herramientas Vipie y Taxonomer que tiene valores menores del
1%.

Finalmente, en el conjunto Eukaryotic, los modelos CNN_150 RefSeq y CNN_150 NT
obtuvieron un valor del MCC de 0.4 y 0.8, respectivamente. Este ultimo fue superado solo por
las herramientas BLAST y Kraken2 con un valor de MCC 0.9. En el conjunto Prokaryotic
ambos modelos de CNN obtuvieron un MCC de 0.8, siendo superados con un MCC del 0.9
por BLAST, DIAMOND1 y SLIMM. Por ultimo, en el conjunto Unclassified, los modelos
CNN_150_RefSeq y CNN_150_NT obtuvieron un MCC de 0.1 y fueron superadas por todas
las herramientas, excepto por One Codex, Taxonomer y Vipie que obtuvieron un valor de 0.

64



Los resultados del MCC muestran que los modelos son buenos para clasificar las lecturas de
fagos y eucariontes a pesar del desbalance que existe entre las clases.

Cabe resaltar que para los modelos CNN_150 RefSeqy CNN_150 NT, las lecturas abajo
del umbral establecido fueron del 73% y 33% respectivamente en el conjunto de datos de
Eukaryotic, del 19% y 28% respectivamente para el conjunto Prokaryotic y para el conjunto
Unclassified del 82% y 85% respectivamente. En ambos modelos las lecturas que fueron mal
clasificadas fueron predichas a las clases Myoviridae, Siphoviridae y Unclassified.

6.4.2. Conjuntos simulados no virales

Para obtener la especificidad global que los modelos CNN_150_Refseq y CNN_150_NT,
se utilizaron los conjuntos de datos Bacterial y Human. Los resultados mostraron que los
modelos obtuvieron alta especificidad, del 98% y 73%, respectivamente. Sin embargo, los
resultados estan por debajo del resto de las herramientas que tuvieron una especificidad del
99%. Esto probablemente se debe a que los modelos fueron entrenados solo con la
informacion de las secuencias virales. Para que los modelos no realicen clasificaciones
incorrectas cuando se introducen lecturas no virales, como las de humano o bacterias, se
aplicé un umbral especificé para determinar lo que es viral y no viral; si las lecturas se
encuentren por debajo del valor del umbral son clasificadas como no virales.

6.4.3. Conjuntos reales

En la Figura 6.10 se presentan los resultados de la evaluacion de los conjuntos reales. Al
igual que en los conjuntos no virales, se aplicé un umbral como en la seccidn previa, uno para
el modelo CNN_150_RefSeq y otro para el modelo CNN_150 NT. Este umbral ayuda a
descartar las lecturas de origen no viral, disminuyendo los falsos positivos.

Los modelos CNN_150_RefSeq y CNN_150 NT obtuvieron el mayor porcentaje de
lecturas asignadas en los conjuntos FISH-I (31% y 17%) y PB3 (34% y 16%); mientras que el
resto de las herramientas obtuvieron menos del 2% en ambos conjuntos.

Por su parte, en el conjunto 15-8 el modelo CNN_150 RefSeq obtuvo el 1%, mientras que
la CNN_150_NT obtuvo 9% de lecturas asignadas. El modelo CNN_150_ RefSeq super6 a las
herramientas FastViromeExplorer, Kraken2, One Codex, Vipie y VirusFinder, ya que tienen
menos del 1%, y el modelo CNN_150_NT fue la segunda herramienta con mayor porcentaje
de lecturas asignadas y fue superada por DIAMOND1 (16%).

Por otro lado, en el conjunto 121-1, la CNN_150_RefSeq obtuvo 0.6% de asignacion y
supero a las herramientas FastViromeExplorer, Kraken2, SLIMM y Vipie que tiene menos del
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0.6% de asignacion (0.1% - 5%); en cambio, la CNN_150_NT fue la primera herramienta con
mayor porcentaje de lecturas asignadas con un 14% superando ligeramente a drVM (13%).

Los resultados sugieren que el modelo CNN_150 RefSeq hace una sobreestimacion en
las familias de bacteri6fagos, en otras palabras, el modelo esta asignando mas lecturas a
familias de bacteri6fagos. Esto puede deberse a que el 32% de los genomas son de
bacteriéfagos y generaron un 73% de los k-mers utilizados para entrenar el modelo. Por lo
gue, los conjuntos FISH-1 y PB3 mostraron altos porcentajes de lecturas asignadas con el
modelo CNN_150_ RefSeq.

En las Figuras 6.11, 6.12 y 6.13 se muestran las familias que fueron identificadas por el
modelo CNN_150_RefSeqy CNN_150 NT. En la Figura 6.11 se presentan todas las familias
identificadas por el modelo CNN_150_RefSeq, es decir que superaron el umbral de 0.95. El
modelo de CNN_150_RefSeq identific6 34 familias, siendo Myoviridae y Siphoviridae las
familias con el mayor porcentaje de lecturas asignadas con 12% y 9%, respectivamente, en
el conjunto FISH-I, y en el conjunto PB3 fue de 17% y 9%, respectivamente; otras familias
como Autographiviridae, Herelleviridae y Podoviridae en los conjuntos FISH-1 y PB3
obtuvieron un porcentaje de asignacion de 1% - 2% vy el resto de las familias alcanz6 menos
del 1% de las lecturas asignadas. En la Figura 6.7 se muestra que las familias con mayor
namero de lecturas asignadas en los conjuntos. Estas familias son de bacteriéfagos, dado
gue el modelo asigné mas del 11% tan solo en dos familias, mientras que el resto de las
herramientas esta por debajo de este valor.

En los conjuntos 15-8 e 121-1, las familias con mayor porcentaje de lecturas fueron
Herelleviridae, Myoviridae, Poxviridae, Polydnaviridae y Siphoviridae con 0.4% - 0.1% vy el
resto de las herramientas obtuvieron menos del 0.1%.

En las Figuras 6.12 y 6.13 se muestran las familias que fueron identificadas por el modelo
CNN_150_NT. Este modelo identific6 118 familias, siendo Myoviridae y Siphoviridae algunas
de las familias con el mayor porcentaje de lecturas asignadas, entre el 3% y 7%, en los
conjuntos FISH-I y PB3; mientras que Herelleviridae, Herpesviridae y Microviridae obtuvieron
el 2% - 1% en el conjunto FISH-1 y el resto de las herramientas obtuvieron menos del 1%. Por
su parte, en los conjuntos 15-8 e 121-1, la familia con mas lecturas asignadas fue Siphoviridae,
con 4% y 8%, respectivamente. Por otro lado, las familias Iridoviridae y Poxviridae (para los
conjuntos 15-8 e 121-1), Herpesviridae y Picornaviridae (para los conjuntos 121-1), y
Mimiviridae y Phycodnaviridae (para el conjunto 15-8) alcanzaron entre el 1% - 2% de las
lecturas asignadas, y las demas familias asignaron menos del 1%.
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Figura 6.10. Asignacion de las lecturas de los conjuntos reales. En el panel inferior se encuentra los nombres de las herramientas y en el panel vertical el
porcentaje de lecturas asignadas. La herramienta FastViromeExplorer es F.V.E., DIAMONL1 es la herramienta DIAMOND utilizando la base de datos de genomas
completas y DIAMOND? utilizando la base de datos RefSeq.
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Figura 6.11. Familias identificadas en los conjuntos reales con el modelo CNN_150_RefSeq. En el panel inferior
se tiene el nombre de los conjuntos, en el lateral derecho los nombres de las familias identificadas y en el
izquierdo estan representados en circulos (de color negro) el porcentaje de las lecturas asignadas.
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Figura 6.12. Familias identificadas (de la Ackermannviridae - Marseilleviridae) en los conjuntos reales con el
modelo CNN_150_NT. En el panel inferior se tiene los conjuntos reales ordenados alfabéticamente, en el lateral
derecho estan los nombres de las familias identificadas, en el izquierdo estan representados en circulos (de color
negro) el porcentaje de las lecturas asignadas.
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Figura 6.13. Familias identificadas (de la familia Matonaviridae - Zobellviridae) en los conjuntos reales con el
modelo CNN_150_NT. En el panel inferior se tiene los nombres de los conjuntos, en el lateral derecho estan los
nombres de las familias identificadas y en el izquierdo estan representados en circulos (de color negro) el
porcentaje de las lecturas asignadas.
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6.4.4. Memoriay tiempo utilizados

En la tabla 6.1 se compara la memoria y el tiempo de ejecucion obtenido por los modelos,
CNN_150_NT y CNN_150_RefSeq, y el resto de las herramientas. Ambos modelos utilizaron
poco tiempo en el proceso de clasificacién, aproximadamente 45 minutos CPU, para analizar
10 millones de lecturas. Solo quedd por arriba Centrifuge y FastVimoreExplorer (con 6
minutos), siendo mas rapidos que el resto de las herramientas. Por otro lado, los modelos
obtuvieron un consumo de memoria media de 7714 MB y 6322 MB, respectivamente;
superando a BLAST, DIAMOND?2, drVM y VirusFinder (<500 MB y 4454 MB de memoria), y
en el caso de CNN_150_NT también superé a FastViromeExplorer.
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Tabla 6. 1. Comparacién de la memoria y tiempo de ejecucion requeridos por de modelos CNN_150 con respecto a las otras herramientas en el proceso de
clasificacion de cada conjunto de datos.

Conjuntode g \g1 centrifuger CNN-150  CNN_150 1y )\ \ioND1* DIAMOND2* drvm* F.V.E* Kraken2s  OM€  SLIMM* Taxonomer Vipie VirusFinder*
datos _NT _RefSeq Codex
Tiempo de ejecucioén (Minutos) calculados por core.
50G 83 3 4 3 112 27 9 2 64 6 10 ns 8 43
500G 89 5 4 3 119 25 19 2 64 9 21 ns 9 70
1000G 102 4 4 3 111 22 18 2 64 8 20 ns 9 75
Eukaryotic 1729 5 44 43 1644 502 519 6 69 44 49 ns 51 1296
Prokaryotic 1768 7 44 43 1536 547 208 8 68 47 51 ns 38 1264
Unclassified 1426 5 44 43 857 389 208 5 68 48 47 ns 29 1253
FISH-I 927 5 21 20 321 135 64 6 72 33 46 ns 56 476
PB3 664 5 15 15 241 104 47 5 70 31 48 ns 37 546
15-8 1265 7 41 40 354 139 61 5 73 38 49 ns 42 500
121-1 928 3 14 13 149 35 55 5 71 19 49 ns 29 472
Bacterial 66 2 3 3 54 14 10 2 65 6 3 ns 7 19
Human 64 2 3 3 51 11 12 2 65 5 1 ns 6 57
Total (Minutos) 9111 54 241 232 5549 1950 1230 50 813 294 394 ns 321 7801
Memoria (MB)
50G 282 16,998 2830 2870 3246 922 1556 6835 143,524 ns 26,788 ns ns 4618
500G 393 17,009 2840 2640 13,343 1044 1690 6836 143,667 ns 26,788 ns ns 4618
1000G 433 17,009 2840 2680 3584 2591 1536 7022 143,811 ns 26,788 ns ns 4618
Eukaryotic 475 17,213 15360 15154 11,991 5366 7967 7655 144,241 ns 26,757 ns ns 4516
Prokaryotic 401 17,162 15210 15060 12,216 9339 1812 7662 144,179 ns 26,757 ns ns 4516
Unclassified 235 17,029 15610 1537 12,052 10,179 4045 7644 144,230 ns 26,757 ns ns 4516
FISH-I 189 17,009 8610 8120 7322 4608 1823 6837 143,964 ns 26,757 ns ns 4096
PB3 189 17,009 6499 6460 6308 6318 1823 6835 143,974 ns 26,757 ns ns 4516
15-8 187 17,060 10250 10060 16,005 8376 1853 6919 143,985 ns 26,767 ns ns 4096
121-1 183 17,142 5420 5310 15,933 2273 1802 6838 144,067 ns 26,767 ns ns 4096
Bacterial 147 16,998 3500 2960 2775 768 1833 6834 143,606 ns 26,757 ns ns 4618
Human 152 16,998 3600 3010 2785 748 1833 6836 143,585 ns 26,757 ns ns 4618
Promedio (MB) 272 17053 7714 6322 8963 4378 2464 7063 143903 26766 4454
Desviacion 120 76 5196 4829 5174 3515 1857 361 259 14 220

estandar (MB)
La herramienta FastViromeExplorer esta representado por F.V.E.; ns significa no especificada. * Todas las herramientas fueron ejecutadas en el mismo clister de
computadoras con las siguientes caracteristicas: Intel(R) Xeon(R) Silver 4214 CPU @ 2.20 GHz que tiene 6 nodos (AMD Opteron(tm) Processor 6376) con 64 cores
y 512 GB de memoria. ! Los modelos CNN_150 NT y CNN_150_ Refseq fueron ejecutados en un equipo con las siguientes caracteristicas: Intel Xeon CPU @2.20
GHz, 13 GB RAM y Tesla K80 GPU.
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6.5. Evaluacion de los resultados

Para analizar los resultados obtenidos se aplic6 un método de Andlisis de Decision
Multicriterio (en inglés, MultiCriteria Decision Analysis (MCDA)). Este método permite
estructurar procesos para la toma decisiones con base en un conjunto criterios. Como un
primer paso se realizé la normalizacién de los valores obtenidos por todas las herramientas
en todos los conjuntos. Esta normalizacion puso a los valores de 0 a 10, donde 10 es el valor
mayor y cero el menor. Para los resultados de las métricas como la sensibilidad, precision,
precision equilibrada, puntuacion F1 y MCC se aplica una normalizacion para valores
maximos, dado que el valor maximo representa a la mejor herramienta (ec. 6.1), mientras que
para los valores de tiempo y memoria se realizé una normalizaciébn minima, dado que la
herramienta que utiliz6 menos tiempo y memoria es la mejor (ec. 6.2) (79).

SPi— SPnmin

Normalizacién de datos; = ————"—
SPmax— SPmin

* 10, (6.1)

SRmax— SRi

Normalizaciéon de datos; =
SRmax—SRmin

* 10, (6.2)
donde SP; es el registro estadistico y SR; es residual estadistico (elementos a normalizar
segun el caso).

Para las lecturas largas (50G, 500G y 1000G) se promedié los valores de las métricas
evaluadas de los tres conjuntos por cada herramienta y posteriormente fue normalizado (ver
Tabla Anexo 3.1). En los conjuntos reales, antes de ser normalizados, se promedi6 los valores
de asignacion de los conjuntos que tiene un huésped humano (15-8 e 121-1) y los que no tiene
huésped humano (FISH-I y PB3), los resultados finales estan en la Tabla Anexo 3.5y Tabla
Anexo 3.6, respectivamente. Para tiempo y memoria se normalizé el promedio de todos los
conjuntos (ver Tabla Anexo 3.7). Después se cred un escenario (ver Tabla 6.2) para las
lecturas simuladas, mismo peso indica que se le esta dado la misma relevancia. Para los
conjuntos reales que solo tiene una métrica (el porcentaje de asignacion) se utiliz el valor
normalizado; se aplicé lo mismo para el tiempo y la memoria.

El valor final (V(s)) (ec. 6.3) obtenido de cada herramienta en los diferentes conjuntos en
cada escenario se calcula de la siguiente manera:

V(s) = Zizgwiu(s) (6.3)

donde w; son los pesos usados en cada métrica, u(s) es el valor de cada métricay E es el
ndmero de métricas a evaluar.
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Tabla 6. 2. Un escenario para los conjuntos simulados, con una ponderacion igual para todas las métricas.

Métricas
de evaluacion

Precisién
Sensibilidad

Precision equilibrada

Puntuacién F1

MCC

Total

Escenario 1
Pesos
ponderados Pesos (%)
10 20
10 20
10 20
10 20
10 20
50 100%

Para elegir cudal fue la mejor herramienta se utiliza el valor promedio de desempefio del

escenario.

Tabla 6. 3. Resultados finales (valores promedios) del MCDA para el analisis de las herramientas, considerando
sus métricas.

Lecturas cortas

Lecturas reales

. Lecturas Sin Con
Herramientas largas Eukaryotic Prokaryotic Unclassified | huésped huésped
humano humano
BLAST 9.71 9.94 9.96 9.87 0.09 3.89
Centrifuge 2.04 8.60 7.25 7.86 0.17 2.14
CNN_150 NT 8.36 7.91 8.78 2.47 5.08 10.00
CNN_150_RefSeq 7.76 4.09 9.02 2.55 10.00 0.66
DIAMOND1 3.90 6.46 9.55 9.88 0.46 9.56
DIAMOND?2 4.46 8.89 8.48 8.48 0.38 6.07
drVvM 2.07 6.66 1.92 5.93 0.00 6.94
F.V.E. 9.99 3.29 6.10 6.53 0.03 0.48
Kraken?2 8.46 9.63 5.37 8.89 0.02 0.48
One Codex 2.63 8.03 6.71 6.97 0.00 0.57
SLIMM 4.89 4.25 10.00 8.81 0.02 1.05
Taxonomer 5.78 9.35 1.79 0.00 0.46 1.70
Vipie 3.32 1.79 1.26 2.88 0.00 0.00
VirusFinder 9.85 3.40 5.45 8.40 0.06 0.39

La herramienta FastViromeExplorer esta representado por F.V.E.
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Tabla 6. 4. Resultados finales (valores promedios) del MCDA para el andlisis de las herramientas considerando
el tiempo y la memoria.

Herramientas Tiempo Memoria
BLAST 0.00 10.00
Centrifuge 10.00 8.83
CNN_150 NT 9.79 9.48
CNN_150_ RefSeq 9.80 9.58
DIAMOND1 3.93 9.39
DIAMOND2 7.90 9.71
drvM 8.70 9.85
F.V.E. 10.00 9.53
Kraken?2 9.16 0.00
One Codex 9.73 ns
SLIMM 9.62 8.16
Taxonomer ns ns
Vipie 9.70 ns
VirusFinder 1.45 9.71

La herramienta FastViromeExplorer esta representado por F.V.E.; ns significa no especificada.

Los modelos CNN_150 RefSeqy CNN_150_ NT son buenos para la clasificacién de virus
procariontes dado que obtuvieron valores de 9.02 y 8.70 (ver Tabla 6.3). En los conjuntos
reales provenientes de muestras que no tiene un huésped humano, como FISH-I y PBS3,
obtuvieron un alto porcentaje de asignacién de 10 y 5.8, mientras que en las muestras que
provienen de un huésped humano, como 15-8 e 121-1, el modelo CNN_150 NT fue el mejor
con un valor de 10. Ademas, ambos modelos muestran que utilizan poco tiempo de
procesamiento con un valor de 9.80 y 9.79 (ver Tabla 6.4) y consumen memoria de forma
moderada 9.58 (CNN_150_RefSeq) y 9.42 (CNN_150_NT).
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CAPITULO 7. CONCLUSIONES Y TRABAJOS

FUTUROS

7.1. Conclusiones

En este trabajo de investigacidn se desarrollaron y evaluaron dos modelos de Deep
learning CNN_150 RefSeq y CNN_150 NT usando la técnica de redes neuronales

convolucionales (CNN), para discriminar taxondmicamente las secuencias de virus generadas
por tecnologias de secuenciacion masiva de ADN, en datos metagendmicos. De este trabajo

se concluye que:

a)

b)

d)

e)

f)

9)

En los conjuntos simulados de lecturas largas, los modelos CNN_150 NT vy
CNN_150 RefSeq tiene buenos desempefios en precision, por otro lado, en
sensibilidad, precision equilibrada, puntuacion F1 y MCC son superadas por BLAST,
FastViromeExplorer, Kraken2 vy VirusFinder, las cuales fueron las mejores
herramientas en estos conjuntos.

En los conjuntos simulados de lecturas cortas, los modelos CNN_150 NT vy
CNN_150 _RefSeq presentan una disminucion en la sensibilidad, precision
equilibrada, puntuacion F1 y MCC.

En el conjunto simulado Eukaryotic, ambos modelos obtuvieron altos desempefios en
precision (92% - 93%). En la precisiéon equilibrada y en el MCC, solo la CNN_150 NT
presenta un alto desempefio (81% y 0.8 respectivamente).

En el conjunto simulado Prokaryotic, ambos modelos fueron de las mejores
herramientas de clasificacion viral. Ambos modelos presentaron altos desempefios
en precisiones (>94%), en la precision equilibrada y en la puntuacion F1 (>85%), y en
el MCC (0.8).

En el conjunto simulado Unclassified, los modelos CNN_150_NT y CNN_150_RefSeq
tienen bajo desempefio en todas las métricas.

Los modelos CNN_150 _NT y CNN_150_RefSeq presentaron una disminucién en su
desempefié cuando aumenta la riqgueza del viroma de las muestras.

La informacion que se utiliza para entrenar la CNN es de gran importancia, ya que
permite tener un mejor modelo de clasificacion viral. El modelo CNN_150_NT tiene
una mayor sensibilidad, precision, precision equilibrada, puntuacién F1y MCC que el
modelo CNN_150_ RefSeq, debido a que contiene més informacién en el
entrenamiento, siendo la base de datos (BD) nt 9 veces mas grande que la BD
RefSeq. Por lo tanto, en este trabajo se propone como herramienta final la
CNN_150_NT.
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h) Dado que en los datos empleados para entrenar las CNN no cuentan con una clase

negativa, por lo tanto, se determind un umbral que permite filtrar las lecturas y
disminuye los falsos positivos.

La CNN_150 RefSeq y CNN_150 NT tienen la clase Unclassified que al final
representd un sesgo importante en su desempefio. Esto debido a que provoco la
pérdida de 51 y 38 clases respectivamente, las cuales son las clases con la menor
cantidad de lecturas (clases minoritarias), siendo asignadas en general y manera
equivocada a dicha clase mayoritaria. En general las clases que se perdieron cuentan
con menos de 426,294 k-mers en el entrenamiento, mientras la de Unclassified cuenta
con 31,553,510 k-mers.

Considerando lo antes mencionado, cabe destacar que las CNN_150 NT vy
CNN_150_RefSeq son modelos que predicen rapidamente lecturas cortas. Ademas, son
buenos para la prediccion de lecturas de virus procariontes y las provenientes de ambientes
no humanos. En el caso de las CNN_150 NT es excelente en la prediccién de lecturas que

tiene como huésped al humano. También se debe sefalar que los modelos son capaces de

predecir lecturas de mayor y menor longitud que la establecida (150 pb) en poco tiempo con

una memoria moderada. Todos los resultados obtenidos se deben principalmente a que los
modelos consideran casi todas las familias virales existentes, algo que ninguna otra
herramienta de este tipo ha logrado realizar.

7.2. Trabajos futuros

1.

Entrenar dos modelos de CNN por separado, uno para clasificar familias de
bacteriéfagos y otro para las familias que infectan eucariontes, y que ambos modelos
no contengan la clase Unclasified.

Se requiere de una mejor base de datos para el entrenamiento de los modelos. Esta
base de datos debe identificar las partes conservadas de las especies de cada familia
y partes Unicas, lo cual facilitaria la clasificacion viral.

Crear un modelo para cada familia que permita clasificar las lecturas virales a niveles
taxondmicos mas bajos o especificos, como por ejemplo especie.

Explorar otras técnicas que no usen k-mers para no incrementar el tamafio de la base
de datos y que permite reducir el tiempo de entrenamiento.
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Anexo 1: Relacion de las familias mal
clasificadas modelo CNN_150 RefSeq

a)

Ackermannviridae = | |
Adenoviridae =
Alloherpesviridae -
Alphatfiexiviridae =
Alphasatellitidae =
Alphatetraviridae =
Amalgaviridae -
Amnoonviridae -
Anelloviridae =
Arenaviridae = | |
Arteriviridae -
Artoviridae =
Ascoviridae =
Asfarviridae =
Aspiviridae =
Astroviridae -
Autographiviridae = [ | | |
Autolykiviridae =
Bacilladnaviridae =
Baculoviridae =
Benyviridae =
Betaflexiviridae =
Bicaudaviridae -
Birnaviridae =
Bornaviridae =
Botourmiaviridae =
Bromoviridae =
Caliciviridae - [ |
Caulimoviridae =
Chaseviridae =
Chrysoviridae =
Chuviridae =
Circoviridae = ]
Closteroviridae - |
Coronaviridae =
Curvulaviridae -
Cystoviridae =
Demerecviridae =
Dicistroviridae =
Drexlerviridae -
Endornaviridae -
Fiersviridae =
Filoviridae =
Fimoviridae -
Flaviviridae =
Fusariviridae =
Fuselloviridae =
Geminiviridae =
Genomoviridae =
Guelinviridae =
Hantaviridae - [ |
Hepadnaviridae -
Hepeviridae =
Herelleviridae - | |
Hypoviridae -
Ifaviridae - | |
Inoviridae =
Iridoviridae =
Kitaviridae =
Lavidaviridae =
Leviviridae =
Lipothrixviridae = |
Lispiviridae =
Marnaviridae =

Familias Reales

aculoviridae =
Hantaviridae =
Herelleviridae =
Bromoviridae =

Phenuivi
Lipothrixviridae =

Alphasatellitidae =

Tolecusatellitidae =

Autographﬁv dae -
Peribunyavi

Fa

Porcentaje “

0.02 0.04 0.06 0.08

ilias Predichas

3

Anexo 1.1. Relacion de las familias (Ackermannviridae - Marnaviridae) mal clasificadas. En el panel izquierdo se
tiene las familias reales y en el inferior las familias a las que fueron predichas las lecturas reales. Entre mas
intenso es el color del gradiente mayor porcentaje de lecturas mal clasificadas.
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b)

Marseilleviridae =
Mayoviridae =
Megabirnaviridae =
Mesoniviridae =
Microviridae =
Mimiviridae =
Mitoviridae =
Myoviridae = [ |
Nairoviridae -
Nanoviridae -
Narnaviridae -
Nodaviridae -
Nudiviridae =
Nyamiviridae =
Orthomyxoviridae =
Papillomaviridae =
Paramyxoviridae =
Partitiviridae =
Parvoviridae =
Peribunyaviridae -
Phasmaviridae =
Phenuiviridae -
Phycodnaviridae =
Picobiraviridae -
Picornaviridae -
Plectroviridae =
Pleolipoviridae =
Pneumoviridae -
Podoviridae =
Polycipiviridae =
Polydnaviridae =
Polymycoviridae =
Polyomaviridae -
Pospiviroidae =
Potyviridae -
Poxviridae =
Qinviridae =
Reoviridae =
Retroviridae =
Rhabdoviridae =
Rountreeviridae =
Rudiviridae =
Salasmaviridae -
Sarthroviridae -
Schitoviridae =
Secoviridae =
Sinhaliviridae -
Siphoviridae = B
Smacoviridae =
Solemoviridae =
Sphaerolipoviridae =
Tectiviridae =
Tobaniviridae =
Togaviridae =
Tolecusatellitidae -
Tombusviridae =
Tospoviridae =
Totiviridae =
Tymoviridae -
Unclassified - [ | [ |
Virgaviridae -
Xinmoviridae =
Zobellviridae =

Familias Reales
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Anexo 1.2. Relacion de las familias (Marseilleviridae - Zobellviridae) mal clasificadas. En el panel izquierdo se
tiene las familias reales y en el inferior las familias a las que fueron predichos las lecturas. Entre mas intenso es
el color del gradiente mayor porcentaje de lecturas mal clasificadas.
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Anexo 2: Relacion de las familias mal
clasificadas modelo CNN_150 NT

a)Seccion inferior izquierda

Lispiviridae =
Lipothrixviridae = ||
. Leviviridae =
Leishbuviridae =
Lavidaviridae -
Kolmioviridae =
Kitaviridae -
Iridoviridae =

Hytrosaviridae =

Hypoviridae =
Herpesviridae =
Herelleviridae =

Globuloviridae =
Genomoviridae =
Geminiviridae =
Gammaflexiviridae =
Fuselioviridae = |
Fusariviridae =
Flaviviridae - |
Fimoviridae =
Filoviridae =
Fiersviridae = |
Euroniviridae =
Endornaviridae =
Duinvifidae =
Drexlerviridae =
Dicistrovitidae =
emerecviridae =
Deltaflexiviridae =
ystoviridae =
Curvulaviridae =
Ci d

Coronavifidae =
Closteroviridae =
Circoviridae =
Chuviridae =
Chrysoviridae =
Chaseviridae =
Cauylimoviridae =
Caliciviridae =
Bromoviridae =
Botourmiaviridae =

Familias Reales

Bicaydaviridae -
Betaflexiviridae =
Benyviridae -
Barnaviridae -
Baculoviridae =
Bacilladnaviridae -
Avsunviroidae =
Autolykiviridae =
Autographiviridae =
tkinsviridae =
Astroviridae =

Alphatetraviridae =
Alphasatellitidae =
Alphaflexiviridae =
Alloherpesviridae =
llusviridae -
Adomaviridae =
Adintoviridae =
Adenoviridae = |
Ackermannviridae =

idae =
idae =
dae =
dae =
idae =
idae =
idae =
dae =

viridae =

poviridae =

esviridae =
rosaviridae =

lex|

Y
SOVl
Amg’gav
Curvula
Amnoon

Inoviridae =
Alphatetra

Iridoviridae =
Kitaviridae =
Ben
Ch

Iflaviridae =

Adenoviridae =
f
hasatell
Anello
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Arteri
Asco
Asfal
As,
Ast
raf:
Circoviridae =
Closteroviridae =
Hy
Y]
Hyt
Fusar
Cortico

hal
Avsunviroidae -
Adomaviridae =

Globuloviridae =
Fuselloviridae =

eltaflex

A,L‘l)oher
Alp
Auto

Familias Predichas

Porcentaje _

0.01 0.02 0.03

Anexo 2.1. Relacién de las familias mal clasificadas del modelo CNN_150_NT parte 1. En el panel izquierdo se
tiene las familias reales y en el inferior las familias a las que fueron predichas las lecturas. Entre mas intenso es
el color del gradiente, se tiene un mayor porcentaje de lecturas mal clasificadas.
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a)Seccion inferior derecha

Acke/qnannwndae -
denoviridae =
Adintoviridae =
Adomaviridae -
Aliusviridae =
Alloherpesviridae =
Alphatlexiviridae =
Alphasatellitidae -
Alphatetraviridae =
Alvernaviridae =
Amalgaviridae =
ﬂmno nviridae =
mpu avmdae -
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Caliciviridae =
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Curvulaviridae =
Cystoviridae =
Deltaflexiviridae =
Demerecviridae =
%ICIS owndae -
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Herpesviridae =
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Indoviridae =
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Familias Reales
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Anexo 2.2. Relacion de las familias mal clasificadas del modelo CNN_150_NT parte 2. En el panel izquierdo se

tiene las familias

reales y en el inferior las familias a las que fueron predichas las lecturas. Entre mas intenso es
el color del gradiente mayor porcentaje de lecturas mal clasificadas.
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a)Seccion superior izquierda

Zobellviridae =
Yueviridae -
Xinmoviridae -
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Tristromaviridae -
Totiviridae =
Tospoviridae =
Tombusvjridae =
Tolecq_satem! ae -
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aryoviridae =
Partifiviridae =
Pararln Xoviridae =

rﬁ,:)ﬂ mavir gae -

R'.m Xovirigae =
amiviridae =
udiviridae -

Unc?ass ied = | | |
Nodaviridae =

arnaviri
Malacoherpesviridae =
Luteoviridae =

idae -
idae =
idae =
idae =

iridae =

OVirl
Anellovil

pivir]

esviridae =
As,
trosa

exivirl
rpesviridae -
Iflaviridae =

Hel
Hy

Ascoviridae -

L}
8
X=)
£
>
=
S
G

ih
thrix

Arenaviridae =
0|

Adenoviridae =
Coronaviridae =

Allohe
Y

H!
Lip

Closteroviridae =

Ackermannviri

Familias Predichas

Porcentaje n

0.02 0.04 0.06 0.08

Anexo 2.3. Relacion de las familias mal clasificadas del modelo CNN_150_NT parte 3. En el panel izquierdo se
tiene las familias reales y en el inferior las familias a las que fueron predichas las lecturas. Entre mas intenso es
el color del gradiente mayor porcentaje de lecturas mal clasificadas.
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a)Seccion superior derecha
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Anexo 2.4. Relacion de las familias mal clasificadas del modelo CNN_150_NT. En el panel izquierdo se tiene las
familias reales y en el inferior las familias a las que fueron predichas las lecturas. Entre mas intenso es el color
del gradiente mayor porcentaje de lecturas mal clasificadas.
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Anexo 3: Tablas normalizadas del analisis de
decision multicriterio

Tabla Anexo 3.1. Resultados de las métricas normalizadas en las lecturas largas (0 — 10).

Herramientas Precision Sensibilidad Pre_<_3|5|on Puntuacion MCC
equilibrada F1

BLAST 10 9 9 10 10
Centrifuge 0 3 3 2 2
CNN_150 NT 9 8 8 9 8
CNN_150_RefSeq 9 7 7 8 8
DIAMOND1 10 2 0 4 3
DIAMOND?2 10 2 3 4 3
drvM 10 0 1 0 0

FastViromeExplorer 10 10 10 10 10
Kraken?2 8 9 9 9 8

One Codex 6 2 2 2 1
SLIMM 10 3 3 4 4
Taxonomer 9 5 5 6 5
Vipie 7 2 3 3 2

VirusFinder 10 10 10 10 10

Tabla Anexo 3.2. Resultados de las métricas normalizadas en el conjunto Eukaryotic (0 — 10).

Precision

Puntuacion

Herramientas Precision  Sensibilidad i MCC
equilibrada F1

BLAST 10 10 10 10 10
Centrifuge 9 8 8 9 9
CNN_150_NT 7 7 7 8 9
CNN_150_ RefSeq 7 3 3 4 4
DIAMOND1 10 5 5 6 7
DIAMOND2 10 8 8 9 9
drvM 0 9 9 8 8
FastViromeExplorer 10 1 1 2 3

Kraken2 9 10 10 10 10
One Codex 4 9 9 9 9
SLIMM 10 2 2 3 4
Taxonomer 9 10 9 10 9
Vipie 9 0 0 0 0
VirusFinder 10 1 1 2 3
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Tabla Anexo 3.3. Resultados de las métricas normalizadas en el conjunto Prokaryotic (0 — 10).

Herramientas Precision  Sensibilidad ezru(?lti:llasrgga PuntIL:quon MCC
BLAST 10 10 10 10 10
Centrifuge 4 8 8 8 8
CNN_150 NT 9 8 8 9 9
CNN_150 RefSeq 8 9 9 9 9
DIAMOND1 10 9 9 10 10
DIAMOND?2 10 8 8 8 9
drvM 10 0 0 0 0
FastViromeExplorer 10 4 4 6 7
Kraken?2 0 7 7 7 7
One Codex 1 8 8 8 8
SLIMM 10 10 10 10 10
Taxonomer 0 1 1 2 3
Vipie 6 0 0 0 0
VirusFinder 10 3 3 5 6

Tabla Anexo 3.4. Resultados de las métricas normalizadas en el conjunto Unclassified (0 — 10).

Herramientas Precision  Sensibilidad el(DqLeiI(i:kI)Sr:dna PuntIL:chmn MCC
BLAST 9 10 10 10 10
Centrifuge 9 7 8 8 7
CNN_150 NT 10 1 0 1 0
CNN_150_RefSeq 10 1 0 1 0
DIAMOND1 10 10 10 10 10
DIAMOND2 9 7 9 8 9
drvM 8 4 7 5 6
FastViromeExplorer 10 4 8 5 6
Kraken?2 9 10 9 10 7
One Codex 10 8 9 9 0
SLIMM 10 8 9 9 9
Taxonomer 0 0 0 0 0
Vipie 8 0 6 0 0
VirusFinder 9 7 9 8 9
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Tabla Anexo 3.5. Resultados de las métricas normalizadas en los conjuntos sin huésped humano (0 — 10).

Herramientas Porcentaje de asignacion
BLAST
Centrifuge
CNN_150_NT
CNN_150_ RefSeq
DIAMOND1
DIAMOND?2
drvM
FastViromeExplorer
Kraken2
One Codex
SLIMM
Taxonomer
Vipie
VirusFinder

OOOOOOOOOOBU‘IOO

Tabla Anexo 3.6. Resultados de las métricas normalizadas en los conjuntos con huésped humano (0 — 10).

Porcentaje de
asignacion
BLAST 4

Centrifuge 2
CNN_150_NT 10
CNN_150_RefSeq
DIAMOND1
DIAMOND?2
drvM
FastViromeExplorer
Kraken2
One Codex
SLIMM
Taxonomer
Vipie
VirusFinder

Herramientas

convRkRrRrROONOER




Tabla Anexo 3.7. Resultados de tiempo y memoria normalizados (0 — 10).

Herramientas Tiempo Memoria
BLAST 0 10
Centrifuge 10 9
CNN_150 NT 10
CNN_150 RefSeq 10 10
DIAMOND1 4 9
DIAMOND2 8 10
drvm 9 10
FastViromeExplorer 10 10
Kraken2 9 0
One Codex 10 ns
SLIMM 10 8
Taxonomer ns ns
Vipie 10 ns
VirusFinder 1 10
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