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Cuernavaca, Morelos a 1 de mayo del 2022.

DR. AUGUSTO RENATO PEREZ,MAYO
SECRETARIO DE INVESTIGACION DE LA F.C.A.e l.
PRESENTE

En mi caracter de revisor de Tesis, hago de su conocimiento que he leido con interés la tesis para
obtener el grado de la Maestria en Optimizacion y Cémputo Aplicado, de la estudiante Edna Cruz
Flores, con matricula 10034119, con el titulo Herramienta computacional para la
caracterizacion de matrices CRISPR por lo cual, me permito informarle que después de una
revision cuidadosa de dicha tesis, concluyo que el trabajo se caracteriza por el establecimiento de
objetivos académicos pertinentes y una metodologia adecuada para su logro. Ademas construye
una estructura coherente y bien documentada, por lo cual considero que los resultados obtenidos

contribuyen al conocimiento del tema tratado.

Con base en los argumentos precedentes me permito expresar mi VOTO APROBATORIO por lo
gue de mi parte no existe inconveniente para que el estudiante continte con los tramites que esta

Secretaria de Investigacion tenga establecidos para obtener el grado mencionado.

Atentamente
Por una humanidad culta
Una universidad de excelencia

Dra. Lorena Diaz Gonzélez
Profesor- investigador
Centro de Investigacion en Ciencias

Av. Universidad 1001, Chamilpa Cuernavaca Morelos México C.P. 62209, Edificio 19
Tel. (777) 329 7917, Ext. 3038, 3039/ posgrado.fcaei@uaem.mx



mailto:posgrado.fcaei@uaem.mx

UNIVERSIDAD AUTONOMA DEL
ESTADO DE MORELOS

Se expide el presente documento firmado electrénicamente de conformidad con el ACUERDO GENERAL PARA
LA CONTINUIDAD DEL FUNCIONAMIENTO DE LA UNIVERSIDAD AUTONOMA DEL ESTADO DE MORELOS
DURANTE LA EMERGENCIA SANITARIA PROVOCADA POR EL VIRUS SARS-COV2 (COVID-19) emitido el
27 de abiril del 2020.

El presente documento cuenta con la firma electrénica UAEM del funcionario universitario competente,
amparada por un certificado vigente a la fecha de su elaboracion y es valido de conformidad con los
LINEAMIENTOS EN MATERIA DE FIRMA ELECTRONICA PARA LA UNIVERSIDAD AUTONOMA DE
ESTADO DE MORELOS emitidos el 13 de noviembre del 2019 mediante circular No. 32.

Sello electrénico

LORENA DIAZ GONZALEZ | Fecha:2022-05-01 13:24:37 | Firmante

JSOzE7W SebJa4/U2Wjloueb+Cfdb1Zf9/dsGE4vCLckcsdoUNJItnB75t3EBtrcCdbAzi6ygKsT5iN3rwl0Q5w/11JflOXbHp1ZFoHYU5MHtQepO8ImRBD+I++rhXTFDJL+oPMbeBgKP
6lwiodSfls4cyUbRrDeMJAPpQrCCzf3yTa9INTRzOt8CxgxoHyLz302bj45G2BsrVcuCtgUBI+IuOWstr2bPK3b7J9QfxsDw72Rw9pla/PqlbhDiSk2k sqWcNOIA7K8kJCR1/W Sk6bclA
OWC3t509eZLGBfzG/jCjtm3alJVzkUnn9E9kAfiacLC3lokqC1NXrklvGVuphg==

Puede verificar la autenticidad del documento en la siguiente direccién electrénica o
escaneando el c6digo QR ingresando la siguiente clave:

pEVIDyd6m

https://efirma.uaem.mx/noRepudio/2YCCPQXPYKkwOMi7SPlitHbde5rghY3P



https://efirma.uaem.mx/noRepudio/2YCCPQXPYKkw0Mi7SPlitHbde5rghY3P

FACULTAD DE CONTADURIA, ADMINISTRACION E INFORMATICA

UNIVERSIDAD AUTONOMA DEL
ESTADO DE MORELOS

/)

Cuernavaca, Morelos a 1 de mayo del 2022.

DR. AUGUSTO RENATO PEREZ,MAYO
SECRETARIO DE INVESTIGACION DE LA F.C.A.e l.
PRESENTE

En mi caracter de revisor de Tesis, hago de su conocimiento que he leido con interés la tesis para
obtener el grado de la Maestria en Optimizacion y Cémputo Aplicado, de la estudiante Edna Cruz
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En mi caracter de revisor de Tesis, hago de su conocimiento que he leido con interés la tesis para
obtener el grado de la Maestria en Optimizacién y Computo Aplicado, de la estudiante Edna Cruz
Flores, con matricula 10034119, con el titulo Herramienta computacional para la
caracterizacién de matrices CRISPR por lo cual, me permito informarle que después de una
revision cuidadosa de dicha tesis, concluyo que el trabajo se caracteriza por el establecimiento de
objetivos académicos pertinentes y una metodologia adecuada para su logro. Ademas construye
una estructura coherente y bien documentada, por lo cual considero que los resultados obtenidos
contribuyen al conocimiento del tema tratado.

Con base en los argumentos precedentes me permito expresar mi VOTO APROBATORIO por lo
gue de mi parte no existe inconveniente para que el estudiante continde con los tramites que esta

Secretaria de Investigacion tenga establecidos para obtener el grado mencionado.

Atentamente
Por una humanidad culta
Una universidad de excelencia
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Profesor- investigador
Facultad de Contaduria, Administraciéon e Informatica
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Cuernavaca, Morelos a 1 de mayo del 2022.

DR. AUGUSTO RENATO PEREZ MAYO
SECRETARIO DE INVESTIGACION DE LAF.C.A.e .
PRESENTE

En mi caracter de revisor de Tesis, hago de su conocimiento que he leido con interés la tesis para
obtener el grado de la Maestria en Optimizacion y Computo Aplicado, de la estudiante Edna Cruz
Flores, con matricula 10034119, con el titulo Herramienta computacional para la
caracterizacion de matrices CRISPR por lo cual, me permito informarle que después de una
revision cuidadosa de dicha tesis, concluyo que el trabajo se caracteriza por el establecimiento de
objetivos académicos pertinentes y una metodologia adecuada para su logro. Ademas construye
una estructura coherente y bien documentada, por lo cual considero que los resultados obtenidos

contribuyen al conocimiento del tema tratado.

Con base en los argumentos precedentes me permito expresar mi VOTO APROBATORIO por lo
gue de mi parte no existe inconveniente para que el estudiante contindie con los tramites que esta

Secretaria de Investigacion tenga establecidos para obtener el grado mencionado.

Atentamente
Por una humanidad culta
Una universidad de excelencia

Dr. Luis Manuel Gaggero Sager
Profesor- investigador
Facultad de Contaduria, Administracion e Informética
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DR. AUGUSTO RENATO PEREZ’MAYO
SECRETARIO DE INVESTIGACION DE LAF.C.A.el.
PRESENTE

En mi caracter de revisor de Tesis, hago de su conocimiento que he leido con interés la tesis para
obtener el grado de la Maestria en Optimizacion y Computo Aplicado, de la estudiante Edna Cruz
Flores, con matricula 10034119, con el titulo Herramienta computacional para la
caracterizacion de matrices CRISPR por lo cual, me permito informarle que después de una
revision cuidadosa de dicha tesis, concluyo que el trabajo se caracteriza por el establecimiento de
objetivos académicos pertinentes y una metodologia adecuada para su logro. Ademas construye
una estructura coherente y bien documentada, por lo cual considero que los resultados obtenidos
contribuyen al conocimiento del tema tratado.

Con base en los argumentos precedentes me permito expresar mi VOTO APROBATORIO por lo
gue de mi parte no existe inconveniente para que el estudiante contindie con los tramites que esta

Secretaria de Investigacion tenga establecidos para obtener el grado mencionado.

Atentamente
Por una humanidad culta
Una universidad de excelencia

Dr. Mauricio Rosales Rivera
Profesor- investigador
Centro de Investigacion en Ciencias
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Resumen

Los bacteriéfagos o fagos, virus que infectan a las bacterias, son considerados como una potencial
herramienta para modular a las comunidades de bacterias, ya sea confiriéndoles ventajas de
supervivencia o disminuyendo su poblacion e incluso para erradicarlas. Una de las limitantes para
estas aplicaciones es el poco conocimiento de las interacciones infecciosas entre los bacteriéfagos y
sus bacterias hospederas.

Algunos de los enfoques hacen uso de los espaciadores CRISPR como sefiales de interaccion para
establecer las relaciones fago — bacteria hospedera, siendo un método muy prometedor. Sin embargo,
las predicciones de interacciones a través de los espaciadores no han sido tan favorables (Dion et al.,
2021; Edwards et al., 2016; Zhang et al., 2019) dado que los resultados estan en funcion de las
herramientas que se utilicen para la identificacion del sistema CRISPR-Cas en las secuencias
gendmicas bacterianas. Asi como también, en la homologia encontrada entre los espaciadores con los
bacteriofagos registrados en las bases de datos de referencia.

En el presente trabajo, se plante6 como objetivo desarrollar un modelo computacional basado en
técnicas de aprendizaje profundo para la identificacion de matrices CRISPR en secuencias de
nucleotidos bacterianas, y que sea aplicado a la definicién de interacciones bacteri6fago — bacteria
hospedera.

El modelo computacional propuesto para la identificacion de matrices CRISPR, obtuvo un 96.29%
de exactitud, 96.00% de Precisién, Exhaustividad y Puntuacion-F1 y 92.04% de Coeficiente de
correlacion de Mathews sobre el conjunto de prueba.

Asimismo, el modelo fue usado en un caso real, caracterizando las matrices CRISPR de la bacteria
Actinoalloteichus sp. AHMU CJ021. Los resultados mostraron que se identificaron 1,135 matrices
CRISPR con un umbral definido como de mayor certeza, ademas de otras 1,198 matrices con un
segundo umbral, el cual es menos restrictivo.

Finalmente, se realizé la extraccion de las subsecuencias espaciadoras de las matrices y se les busco
similitud mediante alineamiento con los genomas de bacteri6fagos anotados en la base de datos de
NCBI Virus. El 47.52% y el 30.23% de los espaciadores en el umbral de “estructuras CRISPR
confiables” y en el umbral de “estructuras CRISPR potenciales” respectivamente, encontraron su
homdlogo con su potencial protoespaciador en los bacteriéfagos de la BD. Siendo esta informacion
la que permitid la identificacion de las posibles relaciones de interaccién. El resto de los espaciadores
sin homologos podrian pertenecer a fragmentos de secuencias de ADN de nuevos fagos aln no han
sido identificados.
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CAPITULO 1.
INTRODUCCION

La metagendmica es el campo que ha permitido la exploracion del material genético (genomas) de
comunidades de microorganismos como bacterias, arqueas, protozoos, hongos, virus, entre otros, que
se encuentran presentes en muestras de diferente indole, mediante el uso de la secuenciacién de nueva
generacion, que genera millones de secuencias de ADN. Esta informacion permite analizar la
diversidad taxondmica y funcional de dichas comunidades. EI microbioma intestinal humano ha sido
uno de los ecosistemas mas estudiados, dado que se busca conocer la diversidad de microorganismos
gue lo conforman y comprender su papel en la salud y la enfermedad. Estudios recientes (p. ej. Azam
et al., 2019; Beller et al., 2019; Manrique et al., 2021) han concluido que existe una relacion entre el
desequilibrio dentro de las comunidades microbianas intestinales, especificamente de bacterias y de
los virus que las infectan (bacteri6fagos), con ciertas enfermedades.

Los bacteri6fagos o fagos, son virus bacterianos que son considerados como una potencial
herramienta para modular a las comunidades de bacterias, ya sea confiriéndoles ventajas de
supervivencia o para disminuir su poblacién o incluso para erradicarla. Una de las limitantes para
estas aplicaciones es el poco conocimiento de las interacciones infecciosas entre los bacteridfagos y
sus bacterias hospederas. Para detectar estas relaciones, existen diferentes métodos que analizan las
sefiales ecoldgicas de interaccion. Sin embargo, los métodos que muestran mejores resultados
dependen de bases de datos de referencia para la identificacion de estas sefiales.

Un método prometedor es analizar las sefiales en el sistema de Repeticiones Palindromas Cortas
Agrupadas y Regularmente Inter espaciadas (CRISPR por sus siglas en inglés, Clustered Regularly
Interespaced Short Palindromic Repeats) encontrado en bacterias y arqueas. Este sistema es
considerado como un mecanismo inmune adaptativo en donde las proteinas generadas, por los genes
asociados al sistema CRISPR (genes Cas), cortan fragmentos de la secuencia de ADN de los
bacteridfagos invasores y los integran a su propio genoma como espaciadores (en inglés spacers).
Estos a su vez estan delimitados por subsecuencias de repeticiones directas (en inglés direct repeats
- DR), también llamadas repetidores CRISPR, formando lo que se conoce como una matriz CRISPR.
Posteriormente, las bacterias utilizan los espaciadores para defenderse ante una nueva reinfeccion,
haciendo a estas subsecuencias una fuerte sefial de interaccién entre los bacteri6fagos y las bacterias.

Actualmente, la identificacion de interacciones bacteriéfago — bacteria hospedera mediante este
método de los espaciadores CRISPR, ha presentado bajos porcentajes de prediccion (Edwards et al.,
2016; Li et al., 2021). Esto se debe a la manera en la que se han extraido los espaciadores CRISPR y
a su poca o nula homologia encontrada en bases de datos de bacteriéfagos conocidos.

Las repeticiones directas o repetidores en las matrices CRISPR, tienden a conservarse por especie y
se presentan como patrones repetidos separados por una subsecuencia no repetida de longitud similar.
Esto hace a la matriz CRISPR una region susceptible a ser identificada con modelos de aprendizaje



profundo, que son ampliamente utilizados en el &rea de la inteligencia artificial para el reconocimiento
de patrones complejos en grandes conjuntos de datos (Nasko et al., 2019).

En el presente trabajo de investigacion se realizd la identificacion de interacciones bacteriéfago —
bacteria. Para ello se desarrollé una herramienta computacional basada en un modelo de aprendizaje
profundo, para caracterizar matrices CRISPR en secuencias bacterianas e identificar las
subsecuencias espaciadoras en las matrices predichas. Estas subsecuencias representan los
potenciales fragmentos de ADN de los bacteri6fagos que han interactuado con una determinada
bacteria hospedera.

1.1. Estructura de la tesis

En este capitulo, se presentan los antecedentes principales de la investigacion y el estado del arte de
las técnicas que motivaron al desarrollo del presente proyecto. Asi como también, la definicién del
problema, la hipétesis y los objetivos de la investigacion.

En el capitulo dos, se presenta el marco tedrico, el cuél describe brevemente los principales conceptos
tanto biol6gicos como computacionales utilizados en el desarrollo de la presente investigacion.

En el capitulo tres, se desglosa la metodologia propuesta que va desde la extraccion y depuracion del
conjunto de datos de entrenamiento y prueba, la exploracion de los mismos, la formulacion del
modelo computacional propuesto, el posprocesamiento de resultados y la aplicacién del modelo
propuesto para caracterizar matrices CRISPR en secuencias bacterianas.

En el capitulo cuatro se presenta el andlisis de los resultados de la evaluacion del modelo
computacional desarrollado y los resultados obtenidos en la prediccion de las matrices CRISPR en
un genoma bacteriano real.

Finalmente, en el capitulo cinco se realiza una discusion de los resultados, se presentan las principales
conclusiones obtenidas y se plantean los trabajos futuros para la mejora del rendimiento del modelo
computacional propuesto.

1.2. Antecedentes de la investigacion

Los estudios metagenémicos hacen uso de las tecnologias de secuenciacion de nueva generacion
(NGS por sus siglas en inglés, Next Generation Sequencing) o también conocida como secuenciacion
masiva, para obtener todos los &cidos nucleicos de comunidades microbianas cultivables o0 no
cultivables en laboratorios, que se encuentran presentes en muestras ambientales o de un nicho de
interés. Este tipo de anélisis metagenémicos ha favorecido la generacion de informacion que puede
ser utilizada para la identificacion y el descubrimiento de microorganismos. Ademas, permite
comprender la diversidad taxondmica que conforma un ecosistema en especifico (Nooij et al., 2018).

En sus inicios, la metagenémica fue mayormente utilizada para el analisis de la diversidad bacteriana,
sin embargo, en la actualidad, también se usa para la caracterizacion de las comunidades viricas
(Nooij et al., 2018). Un ecosistema que ha captado gran interés, para su analisis a nivel estructural y



funcional, es la microbiota intestinal de humanos, debido a que su diversidad taxonémica desempefia
un papel importante en la salud y en la enfermedad.

La microbiota es el conjunto de microorganismos (bacterias, hongos, levaduras, virus, entre otros)
gue ocupan un habitat en especifico. El término microbioma engloba a la microbiota y a las funciones
que ésta cumple dentro de un determinado ecosistema. La estructura de la microbiota intestinal
“normal” en humanos influye en funciones como la maduracién del sistema inmune, inhibicion de
pat6genos, sintesis de vitaminas, modulacidn de farmacos, entre otras. Es adquirida al momento de
nacer y se ve influenciada por diversos factores externos y genéticos, desde la via de nacimiento
(cesarea o parto), la dieta alimentaria, enfermedades, suministro de antibiéticos, entorno de
desarrollo, actividad fisica, etcétera (Moreno del Castillo et al., 2018; Rowan-Nash et al., 2019).

Por otra parte, la disbiosis intestinal es la afectacion que produce cambios en las comunidades
microbianas y se encuentra correlacionada a enfermedades como las gastrointestinales, autoinmunes,
diabetes, obesidad, diarrea en lactantes e incluso enfermedades neurodegenerativas y del sistema
nervioso central (Beller et al., 2019; Moreno del Castillo et al., 2018).

El viroma intestinal hace referencia a los virus eucariontes y a los bacteri6fagos (fagos). Segin
estudios, se ha determinado que los virus que predominan el cuerpo humano son los bacteriéfagos
(Manrique et al., 2021; Rowan-Nash et al., 2019). Estos son virus infecciosos intracelulares
especificos de bacterias, que se multiplican dentro de las mismas usando sus recursos biosintéticos.

Dependiendo del tipo de fago, puede estar constituido por &cido desoxirribonucleico (ADN) o acido
ribonucleico (ARN). Los fagos pueden seguir dos tipos diferentes de ciclo de vida para su replicacion:

= Ciclo litico (o virulento). Los fagos inicialmente realizan la identificacion y la fijacion a la
bacteria, a través de la adsorcion con los receptores especificos en la membrana celular del
huésped a infectar. El fago inyecta su acido nucleico (ADN o ARN) hacia el citoplasma de
la célula bacteriana, donde se comienzan a sintetizar proteinas viricas para posteriormente
ensamblar nuevos fagos hasta ocasionar lisis en la bacteria provocando su muerte.

= Ciclo lisogénico (o templado). Los fagos realizan la inyeccién de su acido nucleico de manera
similar a los liticos, pero la diferencia es que buscan unirse al material genético de la bacteria
para permanecer dentro ella en un estado reprimido, al que también se le conoce como
profago. Al encontrarse el profago integrado en el cromosoma de la bacteria, es heredado a
las bacterianas de las siguientes generaciones en el proceso de replicacion.

Los fagos intestinales pueden influir en las comunidades de sus huéspedes bacterianos en términos
de composicion y funcion mediante los procesos liticos o lisogénicos. Estos pueden, desde interferir
fuertemente en la modulacion de la expresion génica de las comunidades bacterianas, hasta conferir
ventaja competitiva o resistencia a las bacterias, a través de los profagos o la transferencia horizontal
de genes en los procesos de infeccion e integracion (Beller et al., 2019; Manrique et al., 2021).



Los fagos que habitan el intestino humano son aproximadamente 10%. Los mas predominantes son
del orden Caudovirales con ADN de cadena doble como Myoviridae, Podoviridae y Siphoviridae, y
los de ADN de cadena simple son de la familia Microviridae. Los Caudovirales y Microviridae tienen
un tamafio genémico de 18 a 30 kilo pares-bases (kb) y exhiben ambos ciclos de vida, siendo los
fagos templados quienes dominan el intestino humano (Rowan-Nash et al., 2019).

En las secuencias de estos microorganismos, es posible encontrar diversas sefiales de interaccion
resultantes de los procesos ecoldgicos de infeccion que existen o han existido entre ellos y sus
bacterias hospederas. En la actualidad, aun nos enfrentamos a la ausencia de algin método universal,
ya sea experimental o computacional, que esté establecido para realizar las anotaciones de relaciones
fago — huésped. Por tal motivo, en la literatura se siguen proponiendo herramientas y enfoques
bioinformaticos para realizar este tipo de predicciones. Coclet & Roux (2021) realizaron una extensa
revision de los principales métodos para anotar dichas interacciones clasificandolos en las siguientes
tres categorias:

= Enfoques dependientes de alineamientos. Consisten en encontrar la similitud de secuencias
gendmicas (ADN o ARN) entre los fagos y las bacterias, y también, la similitud entre los
fagos y genes marcadores exclusivos de virus con huéspedes conocidos. Para detectar las
similitudes, este enfogue comunmente utiliza bases de datos de referencia y la Herramienta
Basica de BUsqueda de Alineacion Local (BLAST, por sus siglas en inglés) a nivel de
nucledtidos o aminoacidos. Algunas de las regiones con similitud, son los sitios con profagos
integrados en las bacterias, espaciadores CRISPR, genes transferidos horizontalmente (como
los genes metabolicos auxiliares (AMG)), sitios de insercion (como los ARN de transferencia
(ARNU)), por mencionar algunos. Las principales herramientas utilizadas con este enfoque
son BLAST, SpacePHARER, RaFAH, vHULK, VPF-Class (Coclet et al., 2021) y con
técnicas de aprendizaje profundo, el enfoque PHIAF (Li et al., 2021).

= Enfoques sin alineamientos. Determinan la similitud de la composicion de las secuencias
gendmicas, ya sea a nivel nucle6tido o aminodcido, de los fagos y de sus potenciales bacterias
hospederas. Esto es posible por los procesos ecoldgicos entre los fagos y las bacterias, como
los cambios de adaptacién que realizan los fagos en sus secuencias gendmicas para tener una
mayor similitud con la maquinaria de replicacion, transcripcion y traduccién de la bacteria
huésped. Comunmente estos métodos analizan los perfiles de oligonucle6tidos,
subsecuencias cortas extraidas de un genoma, con una longitud k especifica a las cuales se
les conoce como k-meros. Las principales herramientas con este enfoque son PHIST
(Zielezinski et al., 2022), HostPhinder, ILMF-VH, VirHostMatcher, WIsH y PHP (Coclet et
al., 2021) y con técnicas de aprendizaje profundo, el enfoque DeepHost (Ruohan et al., 2022).

= Enfoques integradores. Son tuberias computacionales que integran maltiples métodos para
la deteccion o prediccion de las sefiales de interaccion fago - bacteria hospedera, con la
finalidad de mejorar el rendimiento en las métricas, tales como precision y exhaustividad.
Estos métodos integran enfoques basados en alineamiento y sin alineamiento, como
PHISDetector (Zhang et al., 2019) y VirHostMatcher-Net (Wang et al., 2020), que analizan
caracteristicas como la similitud de secuencia libre de alineacion en funcion de las



frecuencias de k-meros, andlisis de espaciadores CRISPR, interacciones de proteinas y
coincidencias exactas entre los fagos y sus huéspedes (Coclet et al., 2021).

Por lo que concluyen gue el rendimiento de los enfoques de alineamiento esté limitado a la poca
anotacion de fagos conocidos en las bases de datos de referencia, en consecuencia, estos enfoques
obtienen pocas o nulas predicciones cuando se enfrentan a fagos desconocidos. Por su parte, los
enfoques sin alineamientos tienden a mostrar menor precision en sus predicciones que los enfoques
de alineamiento, pero alcanzan mejores resultados en la métrica de exhaustividad (en inglés recall).
Finalmente, los enfoques integradores han mostrado, hasta el momento, buenos resultados en sus
predicciones, pero requieren mas recursos computacionales debido a que integran distintas
herramientas para obtener sus resultados.

Diferentes tuberias computaciones con enfoques basados en alineamientos y enfoques integrados,
hacen uso de los espaciadores CRISPR. Esto debido a que son sefiales muy prometedoras para
identificar las interacciones entre los fagos y sus bacterias hospederas (Nasko et al., 2019). Los
espaciadores en las matrices CRISPR de las bacterias tienen similitud con la secuencia del fago
invasor, en las regiones objetivo a escindir, que son conocidas como protoespaciadores.

En el estudio de Edwards y colaboradores (Edwards et al., 2016), extrajeron los espaciadores de las
matrices CRISPR identificadas en el 39.5% (1,066) de los 2,698 genomas bacterianos analizados con
la herramienta PILER-CR v1.06 (Edgar, 2007). Posteriormente, realizaron el alineamiento de los
espaciadores con la herramienta BLAST para identificar los protoespaciadores objetivo en un
conjunto de datos conformado por 820 genomas de bacteriéfagos. Como resultado, las predicciones
de bacterias con coincidencias de similitud a partir de 1 espaciador, fueron correctas para el 15.1%
de los fagos y, las bacterias con coincidencias a partir de 2 espaciadores, fueron correctas para el
21.3% de los fagos.

En el enfoque integrador PHISDetector (Zhang et al., 2019), también analizaron las sefiales de
interaccién a partir de diferentes caracteristicas tales como espaciadores CRISPR (extraidos con
PILER-CR v1.06), profagos integrados, similitud en la composicién de k-meros, homologia genética
e interacciones de proteinas. La combinacién de estas caracteristicas fue utilizada para entrenar un
modelo de aprendizaje maquina para predecir la interaccion bacteri6fago — bacteria huésped.
Obtuvieron que, con el uso de una sola caracteristica sélo el 16.4% al 41.25% de las predicciones de
interaccién fueron correctas y con la combinacién de las diferentes caracteristicas el 70.13% al
89.84% de las predicciones de interaccion a nivel de especie y familia, fueron correctas en su conjunto
de entrenamiento.

Recientemente, Dion y colaboradores (Dion et al., 2021) desarrollaron un enfoque integrador para la
prediccion de interacciones. Extrajeron mas de 11 millones de espaciadores CRISPR de 367,446
genomas bacterianos, con la herramienta CRISPRDetect v2 (Biswas et al., 2016). Definieron
diferentes criterios en el total de desajustes a permitir entre la similitud de protoespaciadores de los
fagos a predecir su huésped y los espaciadores en su base de datos, aplicando un alineamiento con
BLAST. El mejor criterio fue permitir 2 desajustes para permitir errores de secuenciacion o
mutaciones. Como resultados obtuvieron 69% de precision y 49% de recuperacion en la prediccion
de la bacteria huésped para 9,484 fagos.



En vista de lo anterior, se interpreta que los resultados en la precision de los diferentes enfoques que
analizan los espaciadores CRISPR para la prediccion de interacciones bacteri6fago — bacteria
huésped, son dependientes de las herramientas que utilizan para la deteccién de las matrices CRISPR
y sus subsecuencias. Aunado a ello, la poca homologia encontrada de los espaciadores con los
genomas de bacteridéfagos conocidos y registrados en bases de datos. De manera general, los distintos
enfoques han reportado porcentajes alrededor del 15.1% al 89.84% en la exactitud de las predicciones
de interaccion (Coclet et al., 2021; Dion et al., 2021; Zhang et al., 2019; Edwards et al., 2016).

1.3. Estado del arte sobre la caracterizacién de matrices
CRISPR

Desde el descubrimiento del sistema CRISPR-Cas han ido en aumento los estudios de su estructura
y funcionamiento, asi como el desarrollo de herramientas bioinformaticas para caracterizar a estos
sistemas completos o partes especificas de ellos en los genomas bacterianos y de arqueas. A
continuacion, se presenta una breve descripcion de algunas de las herramientas bioinformaticas mas
sobresalientes para esta tarea.

1.3.1. PILER-CR

PILER-CR (Edgar, 2007) es una herramienta disefiada para la identificacion y analisis de repetidores
CRISPR. De manera general, el algoritmo consiste en encontrar alineamientos locales de un genoma
contra si mismo e identificar subsecuencias repetidas separadas por una distancia corta. Para esto,
construye pilotes, a lo largo del genoma, utilizando el concepto de pila para hacer referencia a las
subsecuencias que se encuentran repetidas al menos una vez y que estan separadas por otra
subsecuencia Unica, pudiendo vincularlas. De esta manera, los pilotes permiten extraer matrices
CRISPR completas a partir de la generacién de graficos de conectividad o de autosimilitud (grafico
de puntos) de los pilotes.

Por altimo, en el posprocesamiento se evalla que las repeticiones directas en las matrices CRISPR
candidatas tengan una conservacién mayor al 90% de similitud. Después se extrae una repeticion
directa consenso y se fusionan las matrices adyacentes con subsecuencias consenso similares. Este
método fue aplicado en 346 genomas procariotas, comparando sus resultados se compararon con los
repetidores CRISPR reportados por Jansen et al., 2002 y contra las matrices CRISPR asociadas con
sus genes Cas reportadas por Godde & Bickerton (2006), se estimé una sensibilidad cercana al 100%
porque se encontraron todas las instancias de los estudios, y una especificidad del 94%
aproximadamente debido al obtuvieron 8 repeticiones directas cuestionables y 11 como falsos
positivos de un total de 319 repeticiones directas.

1.3.2.CRISPR Recognition Tool — CRT

CRISPR Recognition Tool — CRT (Bland et al., 2007) incorpor6 una técnica de bldsqueda secuencial
que detecta repeticiones en la secuencia de ADN. Para esto, realiza bisquedas de coincidencias



exactas de repeticiones mediante una ventana deslizante de longitud k en un determinado rango de
basqueda, tomando en cuenta longitudes minimas y maximas de las repeticiones directas y
espaciadores en las matrices CRISPR.

Posteriormente, se aplican filtros para descartar repeticiones contiguas o con posiciones iniciales y/o
finales incorrectas. Después se comprueba que las repeticiones cumplan con las longitudes minimas
y méximas definidas y que los espaciadores no se repitan y tengan longitudes similares a las
reportadas. Finalmente, se verifican los desajustes entre los repetidores en el extremo izquierdo y el
derecho, usando la distancia de Hamming. Esto, ya que la discrepancia de repeticiones directas
aumenta mas en el extremo derecho de la matriz, debido a que los ultimos repetidores CRISPR
contienen mayor nimero de mutaciones a lo largo del tiempo.

La herramienta CRT fue comparada con las herramientas PILER-CR y Patscan en funcion de la
velocidad de ejecucion y la capacidad para identificar correctamente los CRISPR, usando las métricas
de calidad, precisién y exhaustividad (recall). Cabe sefialar que la herramienta Patscan es de uso
general para la deteccion de patrones genéricos en secuencias genomicas (Dsouza et al., 1997). Se
usaron los siguientes dos conjuntos de datos: (i) 27 especies bacterianas seleccionadas aleatoriamente
de 101 con CRISPR adyacentes a genes Cas, detectados con la herramienta Patscan por Godde &
Bickerton (2006) y (ii) 80 genomas seleccionados aleatoriamente de la base de datos IMG version
1.5 (Markowitz et al., 2006).

La herramienta CRT mostré mayor velocidad de ejecucién con un tamafio de k = 6, considerando
repetidores de 19 — 50 nucle6tidos y espaciadores de 19 — 60 nucle6tidos de longitud. Una secuencia
de casi 6 millones de nucle6tidos se procesé en 3 segundos con un tamafio de k = 8 y en 2 segundos
con el tamafio k = 6.

En cuanto al rendimiento, los resultados del analisis comparativo, muestran que CRT fue superior en
todas las métricas (Tabla 1).

Tabla 1. Resultados de las herramientas comparadas contra CRT (Bland et al., 2007).
Conjunto Godde & Bickerton, (2006)  Conjunto de la base de datos IMG

Métricas
CRT PILER-CR PATSCAN CRT PILER-CR
Calidad 0.95 0.77 0.74 0.90 0.75
Precision 0.99 1 0.89 0.89 1
Exhaustividad 0.99 0.95 N/A 1 0.86

1.3.3.CRISPRDetect

CRISPRDetect (Biswas et al., 2016) es una herramienta disponible en version web y en linea de
comandos. Inicialmente, el algoritmo realiza una blsqueda de repeticiones directas a lo largo del
genoma con un tamafio de k-mero de 11 nucledtidos. Después los repetidores CRISPR putativos y los
espaciadores se comparan mediante alineamientos para descartar repeticiones contiguas.



1.3.4.

El refinamiento de los repetidores CRISPR consiste en extender las repeticiones putativas hacia
ambos lados de la secuencia, comparando los nucleétidos adyacentes e identificando repeticiones con
un 75% de identidad similar minima. Para el analisis de los limites de las matrices, se selecciona una
repetidor representativo o consenso, permitiendo méas desajustes, de hasta 66% de identidad, en
matrices mas extensas. Adicionalmente, se implementa la herramienta CRISPRDirection (Biswas et
al., 2014) para analizar las matrices predichas y obtener la direccion u orientacién transcripcional
correcta de la region CRISPR.

Finalmente, predicen el tipo de sistema CRISPR-Cas de las matrices predichas, comparandolas con
un conjunto de referencia tipificado. Al mismo tiempo, corrigen los limites de repetidores, y validan
las matrices CRISPR. Esta herramienta fue evaluada en 2,806 genomas bacterianos y arqueales
completos. En donde obtuvieron 3,901 matrices CRISPR, de las cuales el 97% (3,870 matrices)
fueron matrices CRISPR verdaderas, 16,607 cuestionables y 160 posibles repeticiones en tindem. En
los refinamientos iterativos, el 12% de las repeticiones no fueron idénticas al repetidor CRISPR
representativo, ya que identificaron 50 por debajo del 70% de identidad y 399 por debajo del 80%.
Los autores realizaron una comparacion analizando las 3,870 matrices correctas contra otras tres
herramientas, en donde se obtuvo los siguientes resultados: (i) CRT predijo 3,681 (95%) matrices
CRISPR; (ii) PILER-CR predijo 3,743 (96%); v, (iii) CRISPRFinder (Grissa et al., 2007a) predijo
2,750 (71%). Todas las herramientas predijeron 1,782 (46%) matrices en comun.

CRISPR Finder Random Forest — CRF

CRISPR Finder Random Forest — CRF (Wang et al., 2017) es una herramienta basada en web que
implementa un clasificador de bosque aleatorio de aprendizaje automatico, para filtrar matrices
CRISPR putativas en funcion de los repetidores CRISPR y sus caracteristicas estructurales.
Inicialmente, esta herramienta detecta las matrices CRISPR candidatas con la herramienta CRT
disminuyendo el tamafio de la palabra semilla predeterminada de k = 8 nt a k = 5 nt para detectar mas
repetidores con desajustes.

El conjunto de datos positivo para entrenar el clasificador, se descarg6 de la base de datos CRISPRdb
(Grissa et al., 2007b). Tras la eliminacién de redundancia en los datos, obtuvieron 11,407 repetidores
positivos o verdaderos. El conjunto de datos negativo fue generado mediante un modelo de Markov
de primer orden, obteniendo 12,000 repetidores negativos o falsos.

El clasificador fue implementado con el paquete R randomForest v4.6-10, y se entren6 con el 80%
de los datos y el 20% de prueba. Con la herramienta Phobos (Mayer, 2008) detectaron las repeticiones
en tandem y finalmente calcularon la distancia de Hamming para excluir matrices CRISPR no validas,
que contenian espaciadores con una similitud superior al 50% a los repetidores.

El modelo alcanz6 una precision de 94.42%, una sensibilidad de 93.99% vy el area bajo la curva (AUC)
de 0.9837 en el conjunto de prueba. EI modelo se compar6 con las herramientas PILER-CR, CRT y
CRISPRDetect utilizando su mismo conjunto de prueba (1,139 genomas bacterianos), que contenian
3,689 matrices CRISPR. Como resultado, se obtuvo que PILER-CR detectd matrices CRISPR sélo
en 1,033 (90%) genomas, CRT en 1,067 (93%), CRISPRDetect en 948 (83%) y la herramienta



propuesta CRF en el 100% de los genomas. Asimismo, CRF obtuvo una mayor sensibilidad y
precisién (Tabla 2).

Tabla 2. Resultados de las herramientas comparadas contra CRF en el conjunto de prueba de 1,139 genomas
bacterianos.

Métricas CRF CRT CRISPRDetect PILER-CR
Sensibilidad (%) 61.62 66.28 34.46 69.75
Precision (%) 83.29 73.80 51.93 75.21

1.3.5.CRISPRCasFinder

CRISPRCasFinder (Couvin et al., 2018) es una actualizacion de CRISPRFinder (Grissa et al., 2007a),
gue realiza la prediccion de matrices CRISPR. La actualizacidn agrega la funcion de prediccién de la
orientacion CRISPR, asi como la tipificacion de proteinas Cas. Inicialmente, para detectar las
repeticiones directas de las matrices, hace uso de la herramienta Vmatch version 2.3 implementada
en CRISPRFinder.

Implementan un sistema para la discriminacién de elementos similares a CRISPR falsos,
estableciendo cuatro niveles de evidencia, midiendo la conservacion de los repetidores CRISPR con
base a la entropia de Shannon: i) las matrices que contienen de uno a tres espaciadores, son poco
confiables y se asignan al nivel de evidencia 1; ii) las matrices con indices de conservacion <70 en el
nivel 2; iii) las matrices con indice >70 y un porcentaje de identidad entre sus espaciadores >8% en
el nivel 3y, iv) las matrices con indice >70 y un porcentaje de identidad entre sus espaciadores <8%,
son las de mayor confiabilidad, en el nivel 4.

Asi también, proporciona dos indicadores de orientacion usando la herramienta CRISPRDirection, la
cual busca la region rica en AT que flanquea la matriz para detectar la orientacion. Con la herramienta
Prodigal v2.6.3 identifica y tipifica los genes Cas a partir de lo reportado en la literatura. Con la
herramienta CasFinder analiza las secuencias codificantes putativas para identificar los sistemas y sus
componentes. Posteriormente, las proteinas Cas putativas se analizan por similitud de secuencia
aplicando perfiles de proteinas con Modelos Ocultos de Markov (HMM).

La evaluaciéon de CRISPRCasFinder se realiz6 sobre un conjunto de 1,263 matrices CRISPR de 400
genomas y se compararon los resultados con las herramientas PILER-CR, CRT y CRISPRDetect.
CRISPRCasFinder obtuvo una la precision, exhaustividad y valor-F iguales a PILER-CR, siendo
ambas las de mayor valor-F (Tabla 3).

Tabla 3. Resultados de las herramientas comparadas contra CRISPRCasFinder (Couvin et al., 2018).

Métricas CRISPRCasFinder CRT PILER-CR CRISPRDetect
Precision 0.96 0.92 0.96 0.98
Exhaustividad 0.98 0.94 0.98 0.93

Valor - F 0.97 0.93 0.97 0.95




1.3.6.CRISPRidentify

CRISPRidentify (Mitrofanov et al., 2021) es una tuberia computacional que integra un enfoque de
aprendizaje automatico para detectar las matrices CRISPR en funcion de 13 caracteristicas derivadas
de un conjunto de ejemplos positivos y negativos de matrices CRISPR. Entre las principales se
encuentra la similitud entre los repetidores conocidos, el contenido de AT y la estabilidad de la
horquilla del repetidor en base a la energia libre minima de la estructura tallo-bucle. A partir de esto,
anota la matriz CRISPR con informacion adicional como su orientacion, secuencia lider y genes Cas.

Utilizaron cuatro conjuntos de datos para entrenar y validar el modelo. EI primero de 400 matrices
CRISPR positivas y negativas de arqueas. El segundo de 600 matrices CRISPR positivas y negativas
de bacterias. Ambos conjuntos fueron usados en el entrenamiento. El tercer conjunto, de 300 matrices
falsas, generado a partir de repeticiones en tdndem, con supuestos espaciadores idénticos a los
repetidores CRISPR y con la distorsion de matrices reales, usando 100 en el entrenamiento y 200 para
la validacion. El cuarto fue de prueba como positivo de alta calidad, constituido por 550 matrices de
arqueas Yy bacterias con los siguientes criterios: tres repeticiones directas minimas por matriz y que la
distancia méaxima entre la matriz CRISPR y el operén Cas fuera de 500 nucle6tidos.

Con Vmatch v2.3.0 analizaron los genomas para identificar matrices CRISPR putativas
(subsecuencias de 21 a 55 nucle6tidos repetidos, separados por un rango de 18 a 78 nucleétidos).
Después extrajeron los vectores de caracteristicas a evaluar mediante uno o los tres modelos de
aprendizaje automatico propuestos, cada uno con diferentes combinaciones de las caracteristicas. Se
usé arboles extremadamente aleatorios (en inglés extra-trees classifier) entrenado con ejemplos
positivos y negativos. Las matrices con puntuaciones >0.75 son etiquetadas como candidatas, las de
0.40 a 0.75 como candidatas potenciales y las matrices con puntuaciones inferiores se clasifican como
candidatas de puntuacion baja.

Una vez clasificadas las matrices, su orientacion fue determinada con la herramienta CRISPRstrand
(Alkhnbashi et al., 2014) y se anotd la secuencia lider usando CRISPRIeader (Alkhnbashi et al.,
2016). Utilizaron la herramienta Prodigal (Hyatt et al., 2010) para la prediccion de proteinas Cas
mediante un Modelo oculto de Markov.

El conjunto de prueba se usO para comparar su rendimiento contra las herramientas CRT,
CRISPRCasFinder y CRISPRDetect. Los resultados mostraron que CRISPRidentify obtuvo una
mayor la tasa de verdaderos positivos (TPR), de verdaderos negativos (TNR), exactitud (ACC),
exactitud equilibrada (BACC) y coeficiente de correlacion de Mathews (MCC) (Tabla 4).

Tabla 4. Resultados de las herramientas comparadas contra CRISPRidentify (Mitrofanov et al., 2021).

Herramientas TPR TNR ACC BACC MCC
CRISPRidentify 0.99 1 0.99 0.99 0.99
CRT 0.93 0.42 0.79 0.67 0.42
CRISPRCasFinder 0.96 0.64 0.87 0.80 0.67

CRISPRDetect 0.96 0.74 0.89 0.85 0.73




Por otra parte, del conjunto 2 de prueba, realizaron la evaluacion de las 200 matrices falsas,
identificando CRISPRidentify correctamente a todas estas matrices, mientras, la herramienta CRT
obtuvo la mayor tasa de falsos positivos (58.5%), seguida por CRISPRCasFinder (36%) y
CRISPRDetect (26.5%). En una evaluacion mas, los autores emplearon otro conjunto de datos de 987
arqueas y 27,028 genomas bacterianos extraidos del Centro Nacional para la Informacion
Biotecnoldgica (NCBI, por sus siglas en inglés) con un total de 35,310 matrices CRISPR. En esta
prueba CRISPRidentify tuvo un desempefio del 99.8%, CRISPRCasFinder de 98.9%, CRISPRDetect
de 94.5% y CRT de 93.5%.

Finalmente, aplicaron el algoritmo ReBATE (Urbanowicz et al., 2018) para definir la contribucion
de las caracteristicas utilizadas en la identificacion de matrices CRISPR. Se encontré que la
caracteristica més significativa es el analisis de la similitud de los repetidores con lo anotado.

1.4. Estado del arte de herramientas para el analisis
completo o de regiones del sistema CRISPR-Cas

En la literatura, se puede encontrar diversas tuberias computacionales que integran alguna de las
herramientas anteriormente descritas para realizar analisis completos o de regiones especificas del
sistema CRISPR-Cas. A continuacion, se describen brevemente las mas relevantes.

= CRISPRIeader (Alkhnbashi et al., 2016) implementa la herramienta CRISPRstrand que a su
vez usa las herramientas CRISPRFinder y CRT para extraer las matrices CRISPR.
Posteriormente, se analizan los nucle6tidos aguas arriba de la primera repeticion directa en
la matriz para identificar a la secuencia promotora o secuencia lider del sistema CRISPR-
Cas.

= CRISPRminer integra funciones para la prediccion, usando las herramientas PILER-CR,
HmmScan y CRISPRCasFinder; la clasificacion, usando las herramientas FragGeneScan,
RPS-BLAST, Prodigal v2.6.3 y MacSyFinder (Zhang et al., 2018); la anotacién y la
visualizacion de los sistemas CRISPR-Cas.

= CRISPRdisco (Crawley, Henriksen, & Barrangou, 2018) realiza la prediccion de las matrices
CRISPR con minCED (http://github.com/ctSkennerton/minced) que es una herramienta
derivada de CRT (Bland et al., 2007), la identificacion de los genes Cas usando la herramienta
BLAST.

= CRISPRmap (Alkhnbashi et. al, 2019) utiliza herramientas externas (p. ej. CRISPRFinder y
CRT) para extraer los sistemas CRISPR-Cas, y después los clasifica mediante el uso de los
repetidores, los cuales pueden representar una fuente de informacion para investigar la
evolucion de estos sistemas.


http://github.com/ctSkennerton/minced

= CRISPRstrand (Alkhnbashi et al., 2014) usa herramientas externas (p. ej. CRISPRFinder y
CRT) para extraer sistemas CRISPR-Cas y, aplica modelos discriminativos basados en
nucleos de gréficos para predecir la orientacion de las subsecuencias CRISPR a transcribirse
en &cidos ribonucleicos CRISPR (crARN).

= CRISPRCasTyper (Russel et al., 2020) primero detecta operones de genes Cas usando la
herramienta HMMERS3 (Eddy, 2009) con 680 Modelos Ocultos de Markov de operones Cas
tipificados. Después detecta las matrices CRISPR adyacentes para asignar una clasificacion
de sistema CRISPR-Cas. Finalmente, usa minCED, para determinar la orientacion de los
repetidores, generar subsecuencias consenso y contabilizar el nimero de repetidores para
indicar el tamafio de las matrices CRISPR detectadas.

= CRISPRCasldentifier (Padilha et al., 2020) predice y clasifica los genes Cas, con base a
reglas y evidencia de asociacion de los genes caracteristicos conocidos, usando técnicas de
clasificacion y regresion, como arboles extremadamente aleatorios y maquinas de soporte
vectorial.

= CRISPRIoci (Alkhnbashi et al., 2021) es un servidor web que integra CRISPRIdentify
(Mitrofanov et al., 2021) para la deteccién de matrices CRISPR, su orientacion y secuencia
lider. Mide la energia libre minima de las estructuras secundarias tallo-bucle de los
repetidores CRISPR consenso en las matrices con la herramienta RNAfold.

= Casboundary permite definir los limites de la regién usando los genes Cas, mediante arboles
extremadamente aleatorios y redes neuronales artificiales profundas. Para ello, definen una
region como intervalo para detectar genes y predice una etiqueta de la relacion de dichos
genes representativos de los operones Cas tipificados. Después realiza la clasificacién de los
genes Cas de acuerdo con las familias de proteinas conocidas, lo cual es utilizado como
entrada para CRISPRCasldentifier que clasifica a un subtipo de sistema CRISPR-Cas con
base a la combinacion de las proteinas Cas y, realiza inferencias de proteinas potencialmente
faltantes. Finalmente, detecta coincidencias entre los espaciadores CRISPR extraidos por la
herramienta CRISPRidentify contra genomas completos o parciales de fagos para detectar
las interacciones fago — huésped (Alkhnbashi et al., 2021).

1.5. Estado del arte de las bases de datos disponibles
relacionadas con el sistema CRISPR-Cas
Existen bases de datos (BD) donde se almacenan los resultados predictivos y algunos con validacion

experimental de los sistemas CRISPR-Cas obtenidos por las tuberias computacionales. A
continuacion, se describen algunas BDs disponibles.



= CRISPRCasdb (Pourcel et al., 2020) (Grissa et al., 2007b) fue la primer BD dedicada al
almacenamiento exclusivo de matrices CRISPR de genomas arqueales y bacterianos
extraidas con la herramienta CRISPRCasFinder. Esta BD se actualiza periédicamente con
metadatos, taxonomia procariota y los resultados del anélisis de secuencias de genomas
contenidos en NCBI.

= CRISPRBank es una BD desarrollada a partir de los resultados de la herramienta
CRISPRDetect.

= CRISPRone (Zhang et al., 2017) es una BD que fue creada con el uso de la herramienta
derivada de CRT denominada MetaCRT (Rho et al., 2012) para extraer sistemas CRISPR-
Cas de genomas bacterianos y arqueales de NCBI.

= CRISPI (Rousseau et al., 2009) es una BD que se construy6 con el analisis de secuencias de
bacterias y arqueas de NCBI con la herramienta CRISPRFinder.

= CRISPRminerDB es una BD creada a partir de los resultados de la tuberia computacional
CRISPRminer.

= CrisprOpenDB es una BD que contiene sélo subsecuencias espaciadoras y fue creada a partir
del enfoque integrador de Dion y colaboradores (Dion et al., 2021).

El sistema CRISPR-Cas9 ha ganado gran interés, debido a que la proteina Cas9 y similares a esta,
han demostrado beneficios para la edicidén genética de genomas y tipos de células de manera guiada
como en humanos, monos, peces cebras, ratones, moscas de fruta y cerdos. Esta proteina debe ser
guiada con un ARN guia (ARNGg) el cual contiene la secuencia objetivo del genoma a editar ya sea
para reemplazarla o eliminarlas.

Actualmente, las técnicas de aprendizaje profundo (en inglés deep learning, DL) han sido usadas para
el desarrollo de modelos predictivos para el disefio y la actividad objetivo de los ARN guias CRISPR
en la edicion de genes. Sin embargo, aln no se proponen modelos de DL para identificar y predecir
las regiones del sistema CRISPR-Cas mediante el anlisis directo de secuencias de nucleétidos. La
caracterizacion de las matrices CRISPR comienza en encontrar los patrones de las repeticiones
directas parcialmente palindromas e identificar el espaciador entre ellas. La implementacién de una
técnica de DL como las Redes Neuronales Convolucionales (CNN, por sus siglas en inglés), podria
representar mayor eficiencia para realizar este proceso.

Las CNN son modelos de aprendizaje profundo que utilizan capas convolucionales para extraer
caracteristicas especificas de los datos de entrada. Cada capa convolucional, mediante filtros extrae
las caracteristicas mas significativas de la capa anterior. Finalmente, las CNN contienen una capa
final de neuronas completamente conectadas que realizan clasificaciones binarias o multiclase
(Nguyen et al., 2016).

Recientemente, las CNN han sido utilizadas para el analisis de secuencias de nucleétidos, que
incluyen tareas de clasificacion binaria de secuencias promotoras (Nguyen et al., 2016; Zuallaert et



al., 2018), clasificaciones taxonémicas de secuencias (Khawaldeh et al., 2017), prediccion de
fenotipos de muestras genéticas (Reiman et al., 2017), entre otras, mostrando resultados alentadores.

1.6. Definicion del problema

Las interacciones entre los fagos y sus bacterias huéspedes, frecuentemente dejan sefiales en sus
secuencias genomicas de ADN o ARN que pueden ser identificadas mediante métodos
computacionales. Los enfoques que muestran mayor confiabilidad para la definicion de interacciones
fago — bacteria hospedera son los basados en alineamientos. Sin embargo, son dependientes de lo
anotado en las bases de datos. Esto es una limitante debido a que gran parte de las secuencias de
genomas virales obtenidos, mediante metagendmica, presentan escasa o nula homologia con lo
anotado en las BDs de referencia.

Algunos de los enfogques hacen uso de los espaciadores CRISPR como sefiales de interaccion para
establecer las relaciones fago — bacteria hospedera, siendo un método muy prometedor. Sin embargo,
las predicciones de interacciones a través de los espaciadores no han sido tan favorables (Dion et al.,
2021; Edwards et al., 2016; Zhang et al., 2019) dado que los resultados estan en funcion de la
herramienta que se utilice para la identificacion del sistema CRISPR-Cas en las secuencias genémicas
bacterianas y en que el bacteri6fago infectante, se encuentre registrado en las bases de datos de lo
conocido para encontrar su homdlogo.

Con la revisién de las herramientas y tuberias computacionales para la identificacion del sistema
CRISPR-Cas, se encontr6 que aun no se han implementado técnicas de aprendizaje profundo (deep
Learning, DL) para extraer estas regiones directamente de las secuencias de nucleétidos bacterianas.
Este tipo de técnicas han demostrado ser eficientes en el analisis de datos metagendmicos obteniendo
altas precisiones en predicciones y clasificaciones (Talukder et al., 2021).

Hasta el momento, aln existe mucho que explorar sobre las interacciones entre los fagos y sus
bacterias huéspedes, mas aln con relacion a fagos desconocidos o identificados recientemente. Esta
informacion podria representar un beneficio para comprender cémo éstas interacciones influyen en
la dindmica de un determinado ecosistema, como por ejemplo en el microbioma intestinal, lo cual,
puede ser aplicado en tratamientos que contribuyan a la homedstasis o el equilibrio de la microbiota
en beneficio de la salud humana.

1.7. Hipotesis

El uso de técnicas de aprendizaje profundo permitira identificar las matrices CRISPR de genomas de
bacterias que permitan establecer relaciones de interaccion bacteriéfago — bacteria hospedera,
utilizando patrones de estas regiones, como las repeticiones directas y los espaciadores CRISPR.



1.8. Objetivos de la investigacion

1.8.1.0bjetivo general

Desarrollar un modelo computacional basado en técnicas de aprendizaje profundo para la
identificacion de matrices CRISPR en secuencias de nucle6tidos bacterianas, y que sea aplicado a la
definicion de interacciones bacteriéfago — bacteria hospedera.

1.8.2.0bjetivos especificos

= Extraccion y depuracién de la base de datos de sistemas CRISPR-Cas para obtener un
conjunto de datos de entrenamiento y prueba.

» Anadlisis de las subsecuencias de nucledtidos que conforman el sistema CRISPR-Cas de
bacterias para la caracterizacion de las matrices CRISPR.

= Disefio y desarrollo de un modelo computacional binario para caracterizar las matrices
CRISPR en secuencias bacterias.

= Aplicacién del modelo computacional sobre el genoma de una bacteria real para predecir las
matrices CRISPR.

= Extraccion de las subsecuencias espaciadoras de las matrices CRISPR predichas de la
secuencia analizada.

= Alineamiento de las subsecuencias espaciadoras contra bases de datos de bacteriéfagos para
identificar al virus invasor de la bacteria analizada. Si no existe homologo con la base de
datos, realizar anotacion de interaccién de la bacteria analizada con un potencial fago
desconocido.



CAPITULO 2. MARCO
TEORICO

En este capitulo se presenta la recopilacion de los conceptos principales del area bioldgica, asi como
del drea computacional, que son ampliamente utilizados en el desarrollo del presente trabajo.

2.1. Conceptos bioldgicos

2.1.1. Acido desoxirribonucleico (ADN)

El &cido desoxirribonucleico (ADN) es el nombre quimico de la molécula clave responsable del
almacenamiento, la duplicacién y la realizacion de la informacion genética en todos los seres vivos.
El ADN es una molécula hetero-polimérica que consta de dos cadenas que se enrollan entre si para
formar una estructura de doble hélice; en la parte central se encuentran enlazadas por azlcares
(desoxirribosas) y grupos de fosfatos. Las cadenas se mantienen unidas mediante los enlaces de cuatro
bases, la adenina (A) se enlaza con la timina (T) y la citosina (C) con la guanina (G), formando las
unidades llamadas pares de bases. La unién entre una base, un azlcar y un fosfato, es a lo que se le
conoce como nucleétido. Las secuencias de los nucleétidos en las cadenas del ADN, se subdividen
en un sentido biolégico en secciones, que codifican la informacion de genes para formar proteinas y
moléculas de ARN (Frank-Kamenetskii, 1997).

2.1.2. Acido ribonucleico (ARN)

El acido ribonucleico (ARN) es un acido nucleico similar al ADN, pero es de una sola cadena
constituida por un azucar (ribosa) y grupos de fosfato. A cada azlcar se encuentra unida una de las
cuatro bases adenina (A), uracilo (U), citosina (C) o guanina (G). Los ARN codifican informacién
copiada del ADN y hay tres tipos principales, el ARN mensajero (ARNm), ARN ribosomal (ARNTr)
y ARN de transferencia (ARNt).

2.1.3. Gen

Dentro de las cadenas de las moléculas de ADN, se encuentran regiones (locus, del latin, lugar, en
plural loci) que representan unidades funcionales y fisicas hereditarias, Ilamados genes. Estos locus
contienen la informacion genética especifica para codificar proteinas.



2.1.4. Proteina

Las proteinas son moléculas gue se componen por una cadena de aminoacidos traducidos de los genes
en el ADN y cumplen con diversas funciones en las células tales como estructurales, anticuerpos,
mensajeras, entre otras funciones vitales para los organismos.

2.1.5. Estructura secundaria tallo-bucle

La estructura secundaria en tallo-bucle (en inglés stem-loop o hairpin-loop) se origina mediante el
emparejamiento de bases intramoleculares en &cidos nucleicos, principalmente en moléculas de ARN,
pero también se presenta en moléculas de ADN monocatenarias. Estas estructuras, exhiben
caracteristicas ventajosas en las interacciones de ADN — ADN y ADN — ARN y cumplen con
funciones reguladoras en el metabolismo celular (Broude, 2002).

En la Figura 1, se muestra un ejemplo de una estructura tallo-bucle generada a partir de una matriz
CRISPR con la herramienta RNAfold (Gruber et al., 2008). El fragmento de la estructura que
representa el tallo, se produce cuando se emparejan las bases complementarias, y el fragmento
conocido como bucle, se forma cuando las bases no son complementarias y no existe un
emparejamiento de estas.

Fragmento de secuencia de ADN:
GTCGTCCCCGCGCACGCGGGGCTGTTCC

hod

Estructuratallo-bucle de
secuencia

Figura 1. Representacion de estructura tallo bucle de un fragmento de secuencia de ADN.

2.1.6. Genoma

Se le denomina genoma al conjunto de material genético hereditario que contiene las instrucciones
para el desarrollo y funcionamiento de un organismo. Cominmente se compone por moléculas de
ADN, y algunos virus pueden tener moléculas de ARN.



2.1.7. Metagenomica

La metagendmica es el estudio e identificacion del conjunto de genomas microbianos presentes en
muestras ambientales o de algun hospedero con el uso de tecnologias de secuenciacion masiva o
secuenciacion de nueva generacion (en inglés Next generation sequencing, NGS), sin necesidad de
aislarlos y cultivarlos en laboratorios. Es decir, permite extraer todos los acidos nucleicos
directamente de las muestras. Esta tecnologia fue crucial en la identificacion del virus de sindrome
respiratorio agudo severo coronavirus 2 (SARS-CoV2) (Schmidt et al., 2021).

A través de los analisis metagenomicos, se obtiene informacién Gtil para una mejor compresion de la
ecologia y evolucién de las comunidades de microorganismos de un ecosistema de interés. Esto es
posible mediante el uso de programas bioinforméaticos que permiten ensamblar los diferentes
genomas, caracterizar la abundancia y diversidad de especies, e identificar las funciones que cumplen
los microorganismos.

2.1.8. Sistema CRISPR-Cas

El locus CRISPR, por su acrénimo en inglés de “repeticiones palindromas agrupadas y regularmente
espaciadas” (en inglés Clustered Regularly Interspaced Short Palindromic Repeats), y las proteinas
Cas (en inglés CRISPR-associated) son considerados un sistema inmune adaptativo y hereditable
encontrado en aproximadamente el 40% de las bacterias y 90% de las arqueas el cual, les permite
escindir &cidos nucleicos exégenos cominmente de bacteriéfagos y plasmidos (Hille et al., 2018).

) 2

Leader Repeat cas genes

Figura 2. Representacion del locus CRISPR-Cas (Marraffini & Sontheimer, 2010).

La estructura del locus CRISPR (Figura 2) consiste en una matriz con subsecuencias de nucledtidos
desde dos a cientos de repeticiones directas (direct repeats - DR) parcialmente palindromas que varian
de tamafio entre 23 a 47 pb, conservandose entre especies bacterianas y arqueas (Nasko et al., 2019).
Estos repetidores se encuentran separados por subsecuencias de nucledtidos Unicas a las que se les
conoce como espaciadores (spacers), los cuales tienen un tamarfio de entre 25 a 75 pb, y que se ha
demostrado que coinciden con genomas de fagos y plasmidos. Por lo tanto, este sistema representa
un registro de infecciones cronoldgicas donde cada espaciador especifica el ADN invasor como un
objetivo de interferencia.

En el extremo inicial izquierdo (5”) del locus CRISPR se encuentra una secuencia de nucle6tidos no
codificantes Ilamada “lider” la cual es una region rica en adenina (A) y timina (T), y puede ser de 47
— 140 pb. Los genes asociados a CRISPR (genes Cas) que codifican las proteinas que participan en
el sistema de defensa, se encuentran de manera adyacente a la matriz CRISPR. Dependiendo de la



clase del sistema, se pueden encontrar en el extremo inicial (57), o en el extremo final (3”) de la matriz
CRISPR (Nasko et al., 2019; Shah et al., 2013).

De acuerdo con la naturaleza del sistema CRISPR-Cas, se pueden clasificar en dos clases y seis tipos.
Estos tipos, a su vez, se dividen en subtipos. En la clase 1 se encuentran los sistemas de tipo I con
subtipos A, B, C, D, E, F, F_T y G, los del tipo Il con subtipos A, B, C, D, Ey F y del tipo IV con
los subtipos Al, A2, A3, B, C, Dy E. En la clase 2 se encuentran los sistemas de tipo Il con subtipos
A, By C, los del tipo V con los subtipos A, B1,B2,C, D, E, F, F1,F2, F3, G, H, I, Jy Ky para los
sistemas de tipo VI, los subtipos A, B1, B2, C y D. Los subtipos se distinguen por su organizacion
estructural y por las proteinas Cas, ya que algunas, son especificas de subtipos. La principal diferencia
entre los sistemas de clase 1y la clase 2 es la manera en que llevan a cabo el proceso de interferencia.

Las principales etapas de inmunidad de los sistemas CRISPR-Cas, representadas en la Figura 3, son
(Hille et al., 2018; Koonin et al., 2019):

i) Adaptacion. Un complejo de proteinas Cas se dirige al ADN invasor reconociendo una
secuencia de entre 2 — 4 pb conocida como Motivo Adyacente Protospacer (PAM) y
seleccionando una parte del ADN, que se le conoce como protoespaciador objetivo (en
inglés protospacer), lo corta para posteriormente insertar ese segmento entre las
repeticiones directas parcialmente palindromas en la ubicacién proximal a la secuencia
lider de la matriz. En esta etapa, en la mayoria de los sistemas CRISPR-Cas son las
proteinas Casl y Cas2 quienes realizan el proceso de adopcion.

i) Expresiéon. La matriz CRISPR se transcribe en los denominados precursores-ARN
CRISPR (pre-crARN), posteriormente estos son procesados por proteinas Cas para crear
ARN CRISPR (crARN) maduros. En cierto tipo de sistemas la proteina Casé o ARNasas
externas son las encargadas de procesar los pre-crARN.

iii) Interferencia. En esta etapa los crARN maduros guian a una o0 a mas nucleasas Cas, hacia
el ADN obijetivo invasor (protoespaciador) tras detectar la secuencia PAM adyacente; se
une a esta con sus bases complementarias para escindirlo. En los sistemas de clase 1 el
proceso de interferencia puede ser llevado a cabo por varias proteinas Cas adicionales a
las Casl o Cas2 como las Cas3, Cas4, Cas9 o una Transcriptasa Inversa (RT), en el caso
de los sistemas clase 2 utilizan una Unica proteina como la Cas9 para escindir el ADN
objetivo.
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Figura 3. Principales etapas del sistema inmune adaptativo CRISPR-Cas (Hille et al., 2018).

La secuencia lider es la que garantiza la correcta transcripcion de pre-crARN y de la integracion de
nuevos espaciadores entre las repetidores parcialmente palindromos (Karimi et al., 2018).

Se estipula que en promedio las bacterias contienen tres matrices CRISPR y el nimero promedio de
repetidores por matriz es de trece y la longitud promedio de estas subsecuencias es de 30 nucle6tidos.
Por otra parte, el promedio de matrices CRISPR en arqueas es de cinco y el nimero promedio de
repetidores por matriz es de dieciocho; la longitud promedio es de 29 nucle6tidos (Alkhnbashi et al.,
2016; Karimi et al., 2018).

El sistema CRISPR fue reconocido en el afio 2000 y desde entonces su area de investigacion ha ido
creciendo exponencialmente, beneficiando a aplicaciones como la edicion genética de genomas y
alternativas a antibiéticos como la fago-terapia (Azam et al., 2019; Jinek et al., 2012).



2.2. Conceptos computacionales

2.2.1. Inteligencia artificial

La inteligencia artificial (1A) basicamente se puede definir como un campo dentro de las ciencias
computacionales que tiene como objetivo el estudio y desarrollo de algoritmos, técnicas, métodos y
teorias que simulen el comportamiento inteligente humano para la automatizacion de tareas, generar
nuevo conocimiento en base al aprendizaje y, el razonamiento I6gico para la resolucion de problemas
y la toma de decisiones.

Entre los principales campos de la IA se encuentra el aprendizaje automatico, procesamiento de
lenguaje natural, visién por computador, procesamiento de voz, mineria de datos, robética, entre
otros.

2.2.2. Aprendizaje automatico

El aprendizaje automatico o maquina (en inglés machine learning, ML) es el area que desarrolla
maquinas o programas informaticos que, mediante algoritmos y modelos estadisticos, obtengan la
capacidad de aprender con base a la experiencia sin intervencién humana. Este tipo de modelos son
principalmente implementados para la extraccion de datos relevantes en grandes y complejos
conjuntos de datos.

Las cuatro principales categorias de los enfoques de ML son el aprendizaje supervisado, aprendizaje
no supervisado, aprendizaje semi-supervisado y el aprendizaje reforzado. Los algoritmos dentro del
aprendizaje supervisado hacen uso de conjuntos de datos asignados a una clase, donde el objetivo es
encontrar una funcion que asigne las variables de entrada con una clase (etiqueta) de salida objetivo.
En cambio, en los algoritmos de aprendizaje no supervisado, el conjunto de datos no se encuentra
etiquetado y el objetivo es encontrar patrones en los datos que separen los datos en diferentes grupos
con algun tipo de significado.

Los algoritmos de aprendizaje semi-supervisado combinan datos etiquetados y no etiquetados para
generar predicciones y, finalmente, los de aprendizaje reforzado se entrenan con instrucciones de las
acciones a realizar en determinados escenarios y recibe como retroalimentacion la informacién
obtenida en respuesta a sus acciones.

Entre los algoritmos predictivos méas utilizados en el ML se encuentran los de Regresion lineal,
Regresion logistica, Arboles de decisiones, Méquinas de soporte vectorial, Bosques aleatorios, las
Redes neuronales artificiales, entre otros.

2.2.3. Redes neuronales artificiales

Las redes neuronales artificiales (en inglés artificial neural network, ANN) son modelos inspirados
en el comportamiento de las redes neuronales bioldgicas al momento de adquirir conocimiento y
generalizar en casos desconocidos. Su arquitectura consiste, de manera general, en un conjunto de



neuronas (nodos), divididas en una 0 mas capas conectadas sucesivamente entre si; al recibir una
sefial de entrada, las neuronas la procesan y la transmiten a las neuronas conectadas de la siguiente
capa. Cada conexion tiene un peso numérico que modula la fuerza de la sefial que se transmite de la
capa de entrada hasta la capa de salida.

Las principales aplicaciones de este tipo de modelos son para la seleccion de caracteristicas,
clasificacion, reduccion de dimensionalidad o dentro de las arquitecturas de las redes neuronales
convolucionales (Koumakis, 2020).

2.2.4. Aprendizaje profundo

El aprendizaje profundo (en inglés deep learning, DL) es una rama del ML que surgié como un
enfoque especifico, utilizando ahora las redes neuronales profundas (por sus siglas en inglés DNN),
gue son derivadas de las ANN, agregando un mayor nimero de capas, a lo que se le conoce como
profundidad del modelo.

Una de las principales ventajas de los modelos de DL sobre los de ML, es que no se requiere
implementar ingenieria de caracteristicas, es decir, seleccionar las caracteristicas relevantes para una
mejor prediccion o clasificacion. Esto es debido a que este procedimiento lo realiza el modelo de
manera implicita a través de cada capa, donde las primeras capas extraen caracteristicas sencillas y
las Ultimas capas extraen patrones mas significativos de los datos. Ademas, ofrecen mayor
flexibilidad para el manejo de grandes conjuntos de datos con alta dimensionalidad.

Con el aumento masivo de los datos bioldgicos generados por tecnologias de secuenciacion como
NGS, ha surgido la necesidad de métodos mas eficientes para el procesamiento de grandes conjuntos
de datos. En este sentido, los modelos de DL han sido ampliamente utilizados en el area de la
gendmica, como por ejemplo para predecir e identificar unidades funcionales en las secuencias de
ADN, predecir dominios de replicacion, el sitio de union del factor de transcripcion (por sus siglas
eningles TFBS), punto de inicio de la transcripcién, promotores, potenciador y el sitio de eliminacién
de genes (Zhang et al., 2019), entre otros. En la transcriptémica, se han implementado modelos de
DL para analizar la estructura de secuencias de ARN, prediccion de sitios de union de RBP, sitios de
empalme alternativos y tipos de ARN. En la protedmica se ha empleado para identificar estructuras
de proteinas, prediccion de estructuras secundarias y terciarias, modelos de evaluacién de la calidad
de proteina, por mencionar algunos (Zhang et al., 2019).

2.2.5. Redes neuronales convolucionales

Las redes neuronales convolucionales (en inglés convolutional neural network, CNN) son un tipo de
algoritmos de DL que inicialmente fueron propuestas para el procesamiento de imégenes. Debido a
su gran capacidad en la extraccion, seleccién y reduccion de caracteristicas de los datos mediante sus
capas convolucionales, han sido implementadas para el procesamiento de datos como texto, voz y
video en tareas como el procesamiento de lenguaje natural, reconocimiento de voz y reconocimiento
de objetos. Dentro del area bioldgica, este tipo de modelos han sido utilizados para la prediccion de
la expresion génica, clasificacion de proteinas y la prediccion de estructuras genéticas (Zhang et al.,



2019). La arquitectura basica de una CNN se compone por una o varias capas convolucional, capas
de agrupacion o submuestreo y la capa de red neuronal totalmente conectada, como se observa en la
Figura 4.
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Figura 4. Representacion de la arquitectura de una red neuronal convolucional.
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Las CNN reciben los datos de entrada en matrices de un tamafio fijo para ser analizadas en la capa de
convolucién. En esta capa se realizan operaciones de convolucién que consisten en el célculo del
producto escalar de la matriz con los datos de entrada contra los vectores de peso, también conocidos
como filtros o nucleos (kernels), con la finalidad de extraer y generar mapas de caracteristicas o
activacién. Para realizar el proceso de convolucion, como se representa en la Figura 5, el filtro se
desliza de izquierda a derecha a través de la matriz de entrada, este proceso se repite de acuerdo con
el nimero de filtros definidos en la arquitectura. Los hiperparametros principales que definen el
volumen de salida de las capas convolucionales son el tamafio del filtro, el salto (stride), que es el
namero de posiciones en que se deslizara el filtro, cuan mayor es el salto, mas pequefios resultan los
mapas de caracteristicas, y el relleno de ceros Util para preservar la dimensién de la entrada en los
mapas (Emmert-Streib et al., 2020).
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Figura 5. Ejemplo de la operacidn de convolucidn de una matriz de 4x4 y un filtro de 3x3. Imagen modificada
de Naranjo-Torres et al., 2020.



A los resultados de las operaciones de los filtros, se les aplica una funcion de activacion no lineal,
para finalmente, generar los mapas de caracteristicas que pasaran a la siguiente capa de la red. Existen
diferentes tipos de funciones de activacion (ReLU, sigmoide, tanh, etc.), una de las mas utilizadas es
la funcién de unidad lineal rectificada (en inglés rectified linear unit, ReLU), matematicamente se
define como la ecuacion 1 (Naranjo-Torres et al., 2020):

f(x) =max(0,x) = { *=Y 1)
X, x>0

La siguiente capa es la de agrupacion, donde las operaciones realizadas en esta capa tienen como
objetivo reducir el numero de parametros a entrenar. De manera similar a los filtros, se pueden definir
hiperpardmetros para los nicleos de agrupacion como: el tamafio, el salto y relleno con ceros. Las
principales funciones implementadas son la de agrupacion maxima y agrupacion por promedio, donde
la primera, es la que ha demostrado mejor eficiencia en el procesamiento de imagenes. Los nucleos
de agrupacion maxima (en inglés max pooling) extraen el valor maximo dentro de cada sub espacio
analizado en el mapa de caracteristicas. En la Figura 6 se muestra un ejemplo de los resultados de las
operaciones (Emmert-Streib et al., 2020).
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Figura 6. Ejemplo de operacién del kernel de agrupacién maxima de 2x2.

De manera opcional, después de la capa de agrupacion, se implementa una capa que incluye la
regularizacién para evitar el problema de sobreajuste y mejorar la generalizacion del modelo CNN
final. Una de las técnicas mayormente empleadas es la denominada abandono (en inglés dropout),
gue consiste en deshabilitar aleatoriamente un determinado porcentaje de neuronas ocultas de la red
y de esta manera se evita que el modelo memorice los pesos durante el entrenamiento.

Finalmente, las salidas de la capa de agrupacidn/capa de regularizacién, las unidades neuronales se
transforman a un vector de una dimensién para ser introducido como entrada a la Gltima capa
totalmente conectada (en inglés fully connected, FC). Esta Ultima capa profundiza la basqueda de
patrones en las caracteristicas de alto nivel recibidas como entrada para mapearlas a una etiqueta
(clase) de salida mediante una funcién de activacién que calcula la probabilidad para cada clase. En
los modelos de clasificacion multiclase, se utiliza la funcion Softmax, que calcula las probabilidades
de cada clase usando una funcién exponencial normalizada que determina la clase con la probabilidad
mas alta obtenida. Las probabilidades de clasificacion se encuentra en el rango entre 0y 1, y la suma
total de las mismas es igual a 1 (Sony et al., 2021).



CAPITULO 3.
METODOLOGIA

En este capitulo se presenta la metodologia empleada y como parte fundamental, el desarrollo del
modelo de aprendizaje profundo propuesto. Este tiene como objetivo, realizar la caracterizacion o
deteccion de matrices CRISPR en secuencias de nucleodtidos bacterianas y la extraccion de las
subsecuencias espaciadoras para que, posteriormente, puedan ser utilizadas para realizar predicciones
de interaccion fago - bacteria hospedera.

Bésicamente, el proceso utilizado consiste en las siguientes etapas: (i) Extraccion y depuracion de los
datos: en esta etapa se exportaron los datos anotados del sistema CRISPR-Cas de la base de datos
(BD) CRISPRCasdb (Pourcel et al., 2020) y se realiz6 la depuracién para obtener los datos
correspondientes a las secuencias de nucle6tidos bacterianas; (ii) Definicion del conjunto de datos de
entrenamiento y prueba: en esta etapa se realizd un andlisis exploratorio de las subsecuencias de las
repeticiones directas y espaciadores que integran las matrices CRISPR en las secuencias de la etapa
i. Como resultado, se generd el conjunto de datos de entrenamiento y prueba; (iii) Modelo
computacional: en esta etapa se desarroll6 el modelo de red neuronal convolucional (CNN) basado
en aprendizaje profundo, para detectar las regiones de matrices CRISPR en secuencias bacterianas y
la aplicacion de las métricas de evaluacion del rendimiento del modelo; (iv) Posprocesamiento de los
resultados obtenidos del modelo: en esta etapa, se filtraron los resultados de la red mediante sus
probabilidades de prediccion para definir umbrales de confianza; asimismo, se realizdé un proceso
adicional para las estructuras CRISPR con longitudes inferiores o superiores a la estandar; (v)
Aplicacién del modelo computacional en un genoma bacteriano completo: se procesé una secuencia
de nucle6tidos de una bacteria real (Actinoalloteichus sp. AHMU CJ021), a partir de los resultados
predictivos, se extrajeron las subsecuencias espaciadoras y se realiz6 su alineamiento con la base de
datos de bacteri6fagos con la finalidad de identificar al virus anfitrion de la bacteria analizada. A
continuacion, se describe en forma detallada cada una de estas etapas de la metodologia de solucion.

3.1. Exploraciony depuracion del conjunto de datos

CRISPRCasdb (Pourcel et al., 2020), es una base de datos (BD) relacional que contiene datos
predichos y validados del sistema CRISPR-Cas de arqueas y bacterias, obtenidos mediante el analisis
de secuencias gendmicas y de cromosomas disponibles en la BD de nucle6tidos GenBank de NCBI,
con la herramienta CRISPRCasFinder.

La BD CRISPRCasdb fue usada en este trabajo dado a su constante actualizacion. Los datos extraidos
corresponden a la fecha del 03 de julio del 2020. De manera general, se descarg6 un total de 20,189



matrices CRISPR que fueron identificadas en 9,174 genomas bacterianos, que pertenecen a 4,153
especies diferentes. La informacion detallada se encuentra en la Tabla 5.

Tabla 5. Resumen de datos exportados de CRISPRCasdb al 3 de julio del 2020.

Datos exportados Cantidad
Repeticiones directas 387,242
Espaciadores 367,053
ID matrices CRISPR 20,189
ID secuencias bacterianas 9,174
Taxones bacterianos 4,153

3.1.1.Numero de matrices CRISPR por secuencia
bacteriana

Un genoma bacteriano puede contener més de un sistema CRISPR-Cas funcional a lo largo de su
secuencia, asi que el primer analisis fue contabilizar el nimero de matrices CRISPR contenidas en
las 9,174 secuencias bacterianas exportadas de CRISPRCasdb.

La distribucion y densidad de la frecuencia del nimero de matrices CRISPR por secuencia bacteriana
son presentados en un diagrama de dispersion en la Figura 7a; y en un diagrama de violin en la Figura
7b. La cantidad minima de matrices CRISPR es de 1 y la mé&xima es de 37. En las medidas estadisticas
de tendencia central, tanto la mediana como la moda indican 2 matrices por genoma; el rango
intercuartilico indica que el 25% de las secuencias contiene 1 matriz, el 50%-75% se concentran en
2 matrices y el 25% de las secuencias restantes llegan a un maximo de 3, mientras las cantidades
superiores de matrices CRISPR, hasta 37, reflejan casos atipicos.
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Figura 7. NUmero de matrices CRISPR en los 9,174 genomas de bacterias. a) Dispersion del nimero de
matrices CRISPR por genoma. b) Diagrama de densidad. En este gréafico se omitieron las frecuencias
atipicas superiores a 10 matrices CRISPR.



En la Tabla 6 se muestra la informacion de los 10 genomas bacterianos con el mayor nimero de
matrices CRISPR. El genoma con mayor cantidad de matrices CRISPR pertenece a la bacteria
Actinoalloteichus sp. AHMU CJ021 con 37 vy, en segundo lugar, se encuentra la secuencia de la
bacteria Actinoalloteichus hoggarensis con 27 matrices CRISPR; interesantemente la mayoria de los
genomas bacterianos son de la clase Actinomycetia y del filo Cyanobacteria.

Tabla 6. Las 10 secuencias bacterianas con mayor numero de matrices CRISPR.

Clase Nombre cientifico No. de matrices
| Actinomycetia Actinoalloteichus sp. AHMU CJ021 37
Actinomycetia Actinoalloteichus hoggarensis 27
Actinomycetia Nocardiopsis alba ATCC BAA-2165 26
Actinomycetia Streptomyces sp. WAC08241 26
Actinomycetia Actinomyces sp. oral taxén 414 22
Actinomycetia Streptomyces sp. Tu6071 19
Cyanobacteria (filo) Tolypothrix tenuis PCC 7101 18
Cyanobacteria (filo) Aulosira laxa NIES-50 18
Actinomycetia Actinoalloteichus sp. ADI127-7 18
Cyanobacteria (filo) Nostoc sp. PCC 7107 16

Las bacterias podrian registrar un mayor numero de matrices CRISPR, dependiendo del ecosistema
en el que se encuentran. Si se encuentran con mayor exposicion a los virus que las infectan podrian
verse obligadas a desarrollar mas sistemas CRISPR-Cas donde almacenen diferentes fragmentos de
genomas invasores e incluso de genomas repetidos de diferentes regiones de la secuencia, que les
permitan identificar y defenderse facilmente de los fagos o plasmidos en una nueva reinfeccion.

3.1.2.Numero de repeticiones directas y espaciadores por
cada una de las matrices CRISPR

Asimismo, se analizé la estructura de las 20,189 matrices CRISPR contenidas en los 9,174 genomas
y se contabilizé la cantidad de repeticiones directas y de los espaciadores por matriz con la finalidad
de conocer la cantidad de subsecuencias que conforman estas regiones.

En la Figura 8a se muestra el diagrama de dispersidn de la cantidad de repeticiones directas, mientras
en la Figura 8b muestra el diagrama de violin con la distribucioén y densidad de frecuencia. En
promedio cada matriz tiene 12 repeticiones directas y existiendo una matriz con 588.
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Figura 8. NUmero de repeticiones directas en las matrices CRISPR: a) NUmero de repeticiones por matriz
CRISPR. b) Diagrama de densidad. En este grafico se omitieron las frecuencias atipicas superiores a 100
repeticiones directas por matriz CRISPR.

El nimero de repeticiones directas siempre es mayor por uno que el nimero de espaciadores (Tabla
7), debido a que las repeticiones directas flanquean a los espaciadores.

Tabla 7. Comparacién del resumen estadistico del analisis de la cantidad de repeticiones directas y
espaciadores por matriz CRISPR.

Repeticiones directas Espaciadores
Matrices CRISPR analizadas 20,189 20,189
Cantidad minima 2 1
Cantidad maxima 588 587
Media aritmética 19 18
Desviacién estandar 23 23
Mediana 12 11
Moda 4 3
Primer cuartil-Q1 (25%) 7 6
Segundo cuartil-Q2 (50%) 12 11
Tercer cuartil-Q3 (75%) 23 22

3.1.3.Longitud en nucleotidos de las repeticiones directas
y espaciadores

El analisis de las longitudes en nucledtidos de las repeticiones directas y espaciadores permitio
conocer las medidas estadisticas basicas de las matrices CRISPR anotadas, lo cual fue util en el
procesamiento del conjunto de datos y la formulacién del modelo computacional propuesto.



La Figura 9a presenta la longitud en nucleotidos (nt) de cada una de las 387,242 repeticiones directas
analizadas; mientras que la Figura 9b muestra su correspondiente diagrama de violin con la
distribucion y la densidad de las frecuencias de estas subsecuencias. Se puede observar que la longitud
minima es de 23, la mediana de 29 y la méxima de 51 nucleétidos.
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Figura 9. Andlisis de las longitudes en nucledtidos de las 387,242 repeticiones directas del conjunto de datos: a)
Diagrama de dispersion de la longitud en nt de las repeticiones directas. b) Distribucion y densidad de la
longitud en nt de las repeticiones directas.

De la misma manera, la Figura 10a presenta la longitud en nucledtidos (nt) de los 367,053
espaciadores analizados; mientras que la Figura 10b muestra el diagrama de violin de su distribucién
y densidad. Se obtuvo que la longitud minima es de 15, la mediana es de 33 y la maxima de hasta 108
nucleotidos, lo que indica que los espaciadores tienen un mayor rango de longitudes que los
repetidores.
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Figura 10. Longitudes de los 367,053 espaciadores del conjunto de datos: a) Dispersion de las longitudes de los
espaciadores. b) Diagrama de densidad. En este grafico se omitieron las frecuencias atipicas superiores a 60
nucledtidos de longitud, por lo que sélo se graficaron las frecuencias correspondientes a 366,739
espaciadores.

Para examinar de manera mas detallada las similitudes y diferencias de las longitudes en nucleétidos
de las repeticiones directas y espaciadores, se realizd un analisis de los pardmetros de tendencia
central y dispersion de ambos conjuntos (ver Tabla 8). A pesar de que existen espaciadores mas
grandes que los repetidores (108 vs 51), el promedio de longitudes tiende a ser similar, siendo 33 y
31 nucledtidos, respectivamente.

Tabla 8. Comparacion de las longitudes en nucledtidos de las repeticiones directas y espaciadores.

Repeticiones directas Espaciadores
Subsecuencias analizadas 387,242 367,053
Longitud minima 23 15
Longitud maxima 51 108
Media aritmeética 31 33
Desviacién estandar 3 3
Mediana 29 33
Moda 29 32
Primer cuartil-Q1 (25%) 29 32
Segundo cuartil-Q2 (50%) 29 33
Tercer cuartil-Q3 (75%) 36 36

3.1.4.Anélisis del agrupamiento de repetidores vy
espaciadores

Las repeticiones directas tienen la particularidad de ser de tamafios poco variables, encontrarse de
manera repetida, solo siendo separadas por una subsecuencia espaciadora de tamafio similar, y
presentar patrones parcialmente palindromos. Se espera que el modelo computacional propuesto en
este trabajo sea capaz de reconocer estos patrones. Por tal motivo, se realiz6 el analisis de la
conservacion de las repeticiones directas y espaciadores.

Para analizar el nivel de conservacion de las subsecuencias exportadas de CRISPRCasdb, se uso la
herramienta bioinformatica denominada CD-HIT-EST (Huang et al., 2010), la cual, mediante su
algoritmo heuristico, realiza agrupaciones (clusters) de grandes cantidades de secuencias biologicas
en funcién con un porcentaje de similitud definido, con la finalidad de reducir el tamafio o eliminar
la redundancia en conjuntos de datos.

Con el objetivo de eliminar la redundancia de subsecuencias idénticas y evitar un sesgo en el conjunto
de entrenamiento, se proceso las 387,198 repeticiones directas y los 367,053 espaciadores con el
programa CD-HIT-EST a un porcentaje de identidad del 100%. En la Tabla 9 se presentan los
resultados obtenidos. En las repeticiones directas, se obtuvo un total de 20,032 grupos de los cuales



11,693 grupos, que representan el 58%, contienen una sola repeticion directa que no son idénticas a
otras subsecuencias. El grupo con la mayor cantidad subsecuencias contiene 49,122 repeticiones
directas 100% similares y la subsecuencia representante de este grupo pertenece a una secuencia de
la especie Escherichia coli.

En cuanto al agrupamiento de los espaciadores, se obtuvo un total de 227,417 grupos de los cuales
192,404 grupos, que representan el 84%, contienen un solo espaciador (Tabla 9). El grupo con la
mayor cantidad de subsecuencias contiene 475 espaciadores idénticos con 100% de similitud y la
subsecuencia representante de este grupo pertenece a una secuencia de la especie Mycobacterium
tuberculosis PanR0317.

Tabla 9. Agrupamiento al 100% de similitud de repeticiones directas y espaciadores.

Repeticiones directas Espaciadores
Cantidad de subsecuencias analizadas 387,242 367,053
Numero de grupos obtenidos 20,032 227,417
NUmero de grupos con una subsecuencia 11,693 192,404
Cantidad mayor de subsecuencias en un grupo 49,122 475
Taxon de la subsecuencia representante 562 1346776
Especie de la subsecuencia representante Escherichia coli Mycobacterium tuberculosis PanR0317

Las repeticiones directas tuvieron un mayor nivel de similitud o conservacién, debido a que se formo
un menor namero (20,032) de grupos que contienen subsecuencias 100% idénticas en comparacion
con los espaciadores (227,417 grupos obtenidos); ademas, en las repeticiones directas sélo el 58% de
los grupos contienen una sola subsecuencia. Estos resultados indican que las repeticiones directas
tienen una tendencia a conservarse en las diferentes matrices CRISPR e incluso entre diferentes
genomas de bacterias que pueden o no estar relacionadas taxondmicamente, es decir, que pueden o
no derivar de un mismo ancestro coman.

En cambio, los espaciadores mostraron tener menor similitud entre ellos dado que el 84% de grupos
contienen una sola subsecuencia, lo que indica que los espaciadores no son regiones conservadas
entre las bacterias. Esto se debe a que estas subsecuencias representan el material exégeno que
integran las bacterias en sus matrices CRISPR para utilizarlos como defensa en nuevas reinfecciones.
Por lo tanto, los fragmentos que integran las bacterias en su sistema de autoinmunidad dependen de
los virus a los que se encuentren expuestas y a la region especifica que seleccionen para escindir el
ADN invasor.

3.1.5.Andlisis de diversidad de especies bacterianas en
grupos de las repeticiones directas

Para conocer a detalle la conservacion estructural de las repeticiones directas, se analizaron los 20,032
grupos obtenidos en el agrupamiento al 100% de identidad (similitud). En la Tabla 10 se muestra la



informacién de los cuatro grupos mas diversos, es decir, que agruparon repeticiones directas que
fueron encontradas en diferentes especies bacterianas.

El grupo de repeticiones directas con la mayor diversidad contabilizé un total de 688 especies
bacterianas diferentes que comparten repetidores con un 100% de similitud y el repetidor
representante de este grupo pertenece a un genoma de la bacteria Escherichia coli. A su vez, se
encontré que un total de 16,804 grupos (83% del total de grupos) contienen repeticiones directas
encontradas en la misma especie bacteriana y no contienen diversidad.

El segundo grupo registro un total de 388 especies diferentes donde la repeticion directa representante
del grupo pertenece a la especie Salmonella entérica. El tercer grupo con mayor diversidad registro
264 especies diferentes y la repeticion representante pertenece a la especie Salmonella enterica subsp.
enterica serovar Pullorum y finamente, el cuarto grupo registr6 un total de 236 especies diferentes y
la repeticion directa representante pertenece a la especie Klebsiella aerogenes.

Tabla 10. Grupos de repeticiones directas al 100% de similitud con mayor diversidad de especies diferentes.

Primer grupo Segundo grupo Tercer grupo  Cuarto grupo
ID de grupo 7141 8509 8460 11340
Numero de especies diferentes 688 388 279 236
Taxon de la especie 562 28901 605 548
representante
Salmonella
Nombre cientifico de la _ . Salmonella enterica subsp. Klebsiella
. Escherichia coli .
especie representante enterica serovar aerogenes
Pullorum

3.2. Modelo computacional

Mediante el analisis de las subsecuencias de nucleétidos que integran las matrices CRISPR en las
secuencias bacterianas exportadas de CRISPRCasdb, fue posible generar informacion de utilidad para
el desarrollo del modelo computacional que caracterice las matrices CRISPR en las secuencias de
nucleétidos de bacterias.

Se concluy6 que las repeticiones directas tienen un alto porcentaje de conservacion entre diferentes
secuencias bacterianas e incluso entre bacterias de diferentes especies o cepas. Por consiguiente, se
consideran viables para ser reconocidas como rasgos caracteristicos de las matrices CRISPR dentro
de las secuencias de nucledtidos, con el objetivo de identificar y extraer estas regiones mediante el
modelo con técnicas de aprendizaje profundo. Posteriormente, las subsecuencias espaciadoras
extraidas, pueden ser utilizadas para la definicién de interacciones de infeccion bacteriéfago —
hospedero.



3.2.1.Definicion del proceso para la identificacion de
matrices CRISPR en genomas de bacterias

En el anélisis de los datos exportados de CRISPRCasdb se encontr6 que la estructura minima de las
matrices CRISPR se conforma por una sola subsecuencia espaciadora, la cual representa el fragmento
de fago integrado, con sus dos subsecuencias de repeticiones directas flanqueantes, la primera en su
extremo 5’ que corresponde al lado izquierdo y la segunda al extremo 3’ que corresponde al lado
derecho, como se muestra en el ejemplo de la Figura 11.

Extremo 5’ Extremo 3’
GTCCTCATCGCTCCTATCTCGCGCATCAGCGTGGATGTCCTCATCGCTCCT
Repeticién directa Espaciador (Fragmento de fago) Repeticion directa
[23 nt - 51 n] [15 nt - 108 nt] [23 nt - 51 ni]

Figura 11. Ejemplo de la estructura minima de una matriz CRISPR en secuencias bacterianas.

Como se presento en la seccion 3.2.2, se calculd que la mediana del nimero de espaciadores por
matriz CRISPR es de 11y que la matriz con mayor cantidad de espaciadores contiene un total de 587,
pero, se encontrd que la mayoria eran matrices con la estructura minima. Lo que indica que el tamafio
de la estructura de estas regiones es muy variable ya que depende de la cantidad de fragmentos
integrados o heredados por las bacterias.

Por tal motivo, para la deteccidon de las matrices CRISPR en las secuencias de nucleétidos bacterianas,
se decidio basarse en el patron de las matrices con la estructura minima. De modo que, cuando se
enfrente a matrices CRISPR que contienen dos o mas espaciadores, se identifiquen por fragmentos
gue sigan el patrén estructural de las estructuras minimas, a los cuales Ilamamos estructura CRISPR.
Es decir, las matrices con mas de un espaciador, se identificaran dividiéndolas en subsecuencias que
cumplen con la estructura minima de una matriz (un espaciador y sus dos repeticiones directas
flanqueantes), por lo tanto, la cantidad de estructuras CRISPR a extraer de una matriz CRISPR, sera
la misma de la cantidad de espaciadores que contenga.

En la Figura 12, se representa el ejemplo de una matriz CRISPR que contiene dos espaciadores, por
lo que se fragmentara en dos estructuras CRISPR con un traslape de nucle6tidos entre las mismas de
la longitud de la repeticion directa. Por lo tanto, si la matriz CRISPR contiene n subsecuencias
espaciadoras, se extraeran n estructuras CRISPR.

X i Extremo 5’ Extremo 3'
Ejemplo de matriz
CRISPR GTCGTCCCCGCGCACGGCCTTCGAGTTCTCCGAAGGTCGTCCCCGCGCACGCCCCCGAAGAACGACCCCGTCGTCCCCGCGCAC
Repeticion directa Espaciador Repeticion directa Espaciador Repeticion directa
' 1 1
i i '
i 1 I ' i
i ' 1 i '
v v v f 1
Estructura CRISPR 1 GTCGTCCCCGCGCACGGCCTTCGAGTTCTCCGAAGGTCGTCCCCGCGCAC 1 '
i '
v v v
Estructura CRISPR 2 GTCGTCCCCGCGCACGCCCCCGAAGAACGACCCCGTCGTCCCCGCGCAC

Figura 12. Ejemplo de fragmentacion de una matriz CRISPR a estructuras CRISPR.



Considerando lo anterior y que los genomas bacterianos pueden llegar a tener longitudes de entre 1 a
14.5 millones de nucle6tidos, es necesario la aplicacion de un preprocesamiento a la secuencia de
nucleétidos de entrada al modelo computacional. El preprocesamiento de los datos de entrada consiste
en la fragmentacion de la secuencia del genoma bacteriano a analizar en k-meros del tamafio estandar
de las matrices CRISPR con la estructura minima. Los k-meros son subsecuencias de una longitud k
extraidos de una secuencia de nucleétidos; el proceso para obtener todos los k-meros posibles inicia
tomando los primeros k caracteres, luego se aplica un salto de caracteres para la extraccion del
siguiente k-mero y asi sucesivamente se va iterando sobre la longitud total de la cadena. La cantidad
de k-meros a extraer de una secuencia esta dada por la ecuacion (2).
)

(Longitud — k) N

k — meros = 1

salto

En la Figura 13 se muestra un ejemplo de la fragmentacion en k-meros de una secuencia de 33
nucleotidos de longitud. De acuerdo con la ecuacién (2), para calcular la cantidad de k-meros, si
consideramos la secuencia de 33 nt de longitud (Longitud = 33), k-meros de 8 nt (k = 8) y saltos de 5
nt (salto = 5), como resultado de la fragmentacién se obtendrian 6 subsecuencias.

Secuencia a fragmentar:33nt ATTCTGAAAGCAATTCACAACGCTGTGATTACC

8-mero | salto5-# 1
8-mero | salto5-#2 GAAAGCAA

8-mero | salto5-#3 CAATTCAC
8-mero | salto 5 -#4 CACAACGC
8-mero | salto5-#5 CGCTGTGA

8-mero | salto5-#6

Figura 13. Ejemplo de fragmentacién de secuencia en k-meros de longitud 8.

A partir del anlisis de las matrices CRISPR (seccion 3.2.2), se defini6 el tamafio estandar de las
estructuras como de 100 nucle6tidos, considerando 32 nucleétidos para las repeticiones directas (32
en cada extremo), lo cual es cercano a la longitud de la media aritmética y 36 nucle6tidos para los
espaciadores tomando en cuenta que es la longitud marcada por el tercer cuartil que representa el 75%
de las subsecuencias.

Dado que el modelo computacional solo puede recibir entradas de subsecuencias de nucle6tidos de
una longitud fija, sin importar la longitud del genoma bacteriano completo, las subsecuencias de
entrada a analizar son en k-meros de 100 nucleétidos (k = 100) con saltos de 5 nucle6tidos (salto =
5).

De modo que el modelo computacional recibe las subsecuencias y extrae los 32 nt en ambos extremos
de las subsecuencias de entrada y evalUa si contienen los patrones caracteristicos de las repeticiones



directas para finalmente clasificarlas como estructuras CRISPR verdaderas (positivas) o falsas
(negativas). La Figura 14 muestra la representacion del proceso de la extraccion y evaluacion de los
extremos de las subsecuencias extraidas de la secuencia bacteriana a analizar.

Entrada independiente de k-meros extraidos del genoma de entrada

A
i 1

CTAGCGATAGCGATCAATGTCGTGAACACTCAGACAGCATAGTCGAATACG
L ) L J

T Posible espaciador Y
R 36 nt i
Posible repeticion directa Posible repeticion directa
32 nt 32 nt
\ Vector de Vector de ‘/
subsecuencias subsecuencias
izquierdas (5') derechas (3"

Entrada independiente de vectores al modelo.

caracterizar matrices CRISPR

}

Salida independiente de vectores con predicciones binarias.

}

‘ Posprocesamiento de resultados ’

!

Identificacion de matrices CRISPR.

‘ Modelo computacional binario para ’

Figura 14. Representacién del proceso de extraccién y evaluacion de las subsecuencias de entrada al modelo
binario.

3.2.2. Generacion del conjunto de datos

Con el objetivo de identificar las potenciales regiones que representan matrices CRISPR, el modelo
computacional binario debe evaluar los 32 nucle6tidos extraidos de ambos extremos de las
subsecuencias de 100 nt obtenidas a partir de la fragmentacion de la secuencia bacteriana recibida
como entrada. Para ello, la evaluacion de los extremos izquierdos (5°) y derechos (3’) de cada
subsecuencia, se realiza de manera independiente.

El modelo computacional binario para reconocera los patrones estructurales de las subsecuencias de
repeticiones directas a partir del conjunto de repeticiones directas positivas y un segundo conjunto de
repeticiones directas negativas.

En la seccién 3.2.4. se analizd la conservacion estructural de las 387,242 repeticiones directas
exportadas de CRISPRCasdb generando 20,053 grupos con similitudes de secuencias del 100%. A
partir de estos grupos, se extrajo la subsecuencia representativa construyendo el conjunto de datos de
la clase positiva, la cual no tiene redundancia.



Como ya se menciong, se establecio 32 nucledtidos de longitud para las subsecuencias de entrada del
modelo, donde cada nucleétido es representado por su letra correspondiente. Sin embargo, muchas
repeticiones directas son de una longitud menor, siendo de 23 nucle6tidos la longitud minima
encontrada. Por lo tanto, se procesé las 20,032 repeticiones directas de la siguiente manera:

= Silalongitud era menor a 32 nt, se concatend el nimero de nucle6tidos faltantes en el extremo
izquierdo con los de los espaciadores reales. Por otra parte, si la longitud era mayor a 32 nt,
se trunco la subsecuencia en su extremo izquierdo, a 32.

= De manera similar, se aplicé el mismo proceso al conjunto inicial de ejemplos positivos en
el extremo derecho.

= Las 40,064 repeticiones directas generadas fueron sometidas nuevamente a CD-HIT-EST con
un porcentaje de similitud al 100% para eliminar nuevamente la redundancia en dicho
conjunto, ya que las subsecuencias que ya cumplian con la longitud de 32 nucleétidos, en los
dos procesos anteriores pasaron sin modificacion.

De esta manera, se obtuvo un total de 37,374 repeticiones directas sin redundancia que conformaron
el conjunto de datos de la clase positiva, donde cada subsecuencia tuvo una longitud de 32 nucle6tidos
y con su etiqueta de clase positiva o verdadera representada por el nimero 1.

Por otra parte, para generar el conjunto de datos para la clase negativa, se tomd el conjunto de 12,000
repeticiones directas falsas propuestas por Wang & Liang (2017), que utilizaron para el desarrollo de
su modelo CRISPR Random Forest (CRF). Estas subsecuencias fueron generadas aleatoriamente
siguiendo la organizacion estructural de repeticiones directas reales, con la implementacion de un
modelo de primer orden de Markov.

En primer lugar, se verificd que este conjunto de datos negativo, no tuviera similitud a un porcentaje
mayor a 40% con las subsecuencias del conjunto de datos positivo generado. También se verificd que
no existiera redundancia de subsecuencias entre las 12,000 repeticiones directas falsas. Ambas
verificaciones se realizaron con el uso de CD-HIT-EST. Adicionalmente, se agregaron 187
repeticiones falsas o negativas que s6lo contienen combinaciones de uno o dos nucleétidos, o la letra
N de acuerdo con la nomenclatura de la Unidn Internacional de Quimica Pura y Aplicada (IUPAC),
representa a nucledtidos no definidos.

Posteriormente, se realiz6 el analisis de las longitudes de las subsecuencias, debido a que se
detectaron varias repeticiones directas con longitudes cortas. En la Figura 15 se muestra el diagrama
de dispersion de las longitudes en nucleotidos del conjunto negativo completo y el diagrama de
densidad. Asimismo, en la Tabla 11 se presenta el resumen estadistico basico. Se encontré que las
subsecuencias tienen longitudes de 28 hasta 60 nucle6tidos, siendo muchas de longitud inferior a 32
nucledtidos, que es la longitud definida para las subsecuencias de entrada al modelo.
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Figura 15. Longitudes las 12,187 repeticiones directas de la clase negativa: a) Dispersion de las longitudes. b) Diagrama

de densidad de las longitudes de las repeticiones directas.

Tabla 11. Resumen estadistico de las longitudes en nucleétidos de las 12,187 repeticiones directas negativas.

Repeticiones directas negativas

Subsecuencias analizadas 12,187
Longitud minima 28
Longitud méaxima 60
Media aritmeética 35
Desviacién estandar 4
Mediana 35
Moda 34
Primer cuartil-Q1 (25%) 34
Segundo cuartil-Q2 (50%) 35
Tercer cuartil-Q3 (75%) 40

En vista de lo anterior, se aplicé el mismo proceso a las 12,187 repeticiones directas negativas que a
las repeticiones del conjunto positivo.

Si la longitud era menor a 32 nt, se concatend el nimero de nucleétidos faltantes en el extremo
izquierdo, con espaciadores reales; si la longitud era mayor a 32 nt, se truncé la subsecuencia
en su extremo izquierdo.

De manera similar, se aplicé el mismo proceso al conjunto inicial de ejemplos negativos en
el extremo derecho.

Las 21,878 repeticiones directas negativas generadas fueron sometidos a CD-HIT-EST con
un porcentaje de similitud al 100% para eliminar la redundancia en el conjunto procesado.



Finalmente, se obtuvo un total de 21,366 repeticiones directas falsas como conjunto de datos para la
clase negativa, cada subsecuencia con una longitud de 32 nucledtidos y con su etiqueta de la clase
negativa o falsa representada por el nimero 0.

En resumen, el conjunto de datos del modelo binario propuesto se constituy6 por un total de 58,740
repeticiones directas, el cual fue formado por 37,374 subsecuencias de repeticiones directas de la
clase positiva y 21,366 subsecuencias de repeticiones directas de la clase negativa.

3.2.3. Preprocesamiento del conjunto de datos

Se tomo un total de 46,992 repeticiones entre positivas y negativas que representan el 80% de las
subsecuencias totales, como subconjunto de datos para el entrenamiento del modelo y las restantes
11,748 repeticiones directas que representan el 20% de las subsecuencias, como subconjunto de datos
de prueba y validacién para el modelo. Se implement6 el balanceo de la clase positiva y negativa en
ambos subconjuntos extraidos.

Una vez teniendo el conjunto de datos particionado en entrenamiento y prueba, se procedi6 a codificar
en forma categdrica las subsecuencias de nucle6tidos, conformadas principalmente por las letras A,
C, G, Ty N. Para ello, cada letra en las subsecuencias de nucle6tidos se transformé a un valor
numérico. Como se muestra en la Figura 16, la letra N o cualquier otra se transformé a 0, Adenina a
1, Citosinaa 2, Guaninaa 3y Timina a 4.
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Figura 16. Representacion de la transformacion de subsecuencias a datos numéricos categoricos.

Los tensores o también conocidos como vectores multidimensionales, son la estructura de datos
béasica que utilizan los modelos de aprendizaje profundo para procesar los datos. Tanto como los datos
de entrada como los objetivos (etiquetas) de las redes neuronales, deben de transformarse a tensores
de datos de tipo punto flotante (float32), a este proceso se le denomina vectorizacién de datos.

Las subsecuencias de nucleétidos en valores numéricos, fueron vectorizadas con la técnica conocida
como one-hot encoding, que es ampliamente utilizada para la codificacion de datos categoricos. Dicha
técnica consiste en codificar las variables categéricas en vectores binarios con una dimension igual
al nimero de categorias y las variables binarias toman el valor de 0 o0 1 para indicar la inclusion o
exclusion de cada categoria en los datos originales. En la Figura 17 se muestra el ejemplo de la
aplicacion de one-hot encoding a las repeticiones directas. Cada nucle6tido en su valor numérico, se
codifico en un vector binario con longitud de los cinco nucledtidos N, A, C, Gy T, generando asi, un
tensor binario de 2-dimensiones, donde el numero de filas del tensor es igual a 32 (longitud de



nucleédtidos definidos para las repeticiones directas) y el nimero de columnas es igual a 6 (cinco
nucledtidos posibles a presentarse dentro de las repeticiones y adicionalmente, se afiadié una columna
mas de relleno (padding) con ceros).
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Figura 17. Ejemplo del tensor binario de 2-dimensiones obtenido mediante one-hot encoding de las
repeticiones directas.

De esta manera, se obtuvo un tensor binario 2D para cada repeticion directa dentro del conjunto de
entrenamiento y prueba. Posteriormente, se realiz6 un reajuste para transformarlos a tensores binarios
de 3-dimensiones y asi puedan ser procesados correctamente por el modelo propuesto. La dimensién
resultante de los tensores fue de [1 x 32 x 6], donde el 1 indica en la CNN el canal, 32 filas donde
cada una corresponde a un nucle6tido en las repeticiones directas de entrada y las 6 columnas que
representan los cinco nucleétidos y la sexta columna el padding con ceros.

3.2.4.Arquitectura  del modelo binario para la
caracterizacion de matrices CRISPR

En el desarrollo del modelo binario se utilizd la interfaz funcional de Keras, la cual es un entorno de
trabajo de alto nivel para Python ampliamente utilizado en el campo del aprendizaje profundo, que
puede ser implementado con Tensorflow, Theano o CNTK (en inglés Microsoft Cognitive Toolkit)
como backend. Keras proporciona simplicidad y gran capacidad para la construccién de modelos
secuenciales complejos con parametros ajustables.

En este trabajo de maestria se implementé una red neuronal convolucional (CNN) binaria (Figura 18)
para la caracterizacion de matrices CRISPR en secuencias de nucledtidos bacterianas. El disefio y la
arquitectura final de la CNN se obtuvo mediante la prueba de diferentes hiperparametros cominmente
recomendados en el area de aprendizaje profundo.

De manera general, la arquitectura es la siguiente: inicialmente se encuentra la capa de entrada, luego
contiene dos capas convolucionales, donde cada una es seguida por la capa de agrupacién
MaxPooling, una capa de abandono (dropout), y finalmente por la capa totalmente conectada (fully-
connected) con una salida binaria.



FC layer Output

Input layer Conv2D MaxPooling Dropout Conv2D MaxPooling Dropout Flatten 128 units Iaye_r
Tensor binario 3-D _ Size:3x3 Size:2x2 20% Size:3x3  Size:2x2 30% (1024)  RelU+BN ! unit

(1x32x6) ReLU +BN  (64x16x3) (64x16x3) RelU+BN (128x8x1) (128x8x1) Dropout: 20%  Sigmoid
(64x32x6) (128x16x3) _ :

: Batch normalization, ReLU: Rectified Linear Unit, FC: Fully-connected L

L

Figura 18. Arquitectura de la red neuronal convolucional binaria propuesta para caracterizar matrices

CRISPR.

A continuacién, se describe brevemente la arquitectura del modelo propuesto:

Capa de entrada (input layer). La capa de entrada contiene el tensor binario de 3-
dimensiones (1x32x6) sin procesar.

Primera capa convolucional (Conv2D). En la primera capa convolucional se aplicaron 64
filtros con un tamafio de 3x3. En cada filtro se calcula un producto punto entre sus pesos y
una pequefia region bidimensional del tensor de entrada para extraer caracteristicas
significativas de los datos; a esta operacién entre los filtros y el tensor de entrada se le Ilama
convolucién. Se aplicé la funcién de activacién ReLU y la técnica normalizacion por lotes
(batch normalization) con el objetivo de normalizar las activaciones de salida. La salida
obtenida de esta capa fue un tensor de 64x32x6, el cual recibe el nombre de mapa de
caracteristicas.

Primera capa de agrupacion (MaxPooling2D). En la primera capa de agrupacion se recibio
como entrada el mapa de caracteristicas de 64x32x6. Esta capa tiene como objetivo la
reduccién del tamafio del mapa de caracteristicas en sus dimensiones espaciales (ancho y
alto) con la operacion MaxPooling. Los nlcleos de agrupacion implementados fueron de
tamafio 2x2 y como salida final se obtuvo un tensor de 64x16x3.

Primera capa de abandono (Dropout). Primera capa donde se implement6 la técnica de
regularizacién dropout para evitar el sobre aprendizaje (overfitting) de la CNN recibiendo el
tensor de 64x16x3 y aplicandole un porcentaje de abandono del 20% en el mapa de
caracteristicas; la dimension del tensor de salida fue la misma de 64x16x3.

Segunda capa convolucional (Conv2D). La segunda capa convolucional recibié como
entrada el mapa de caracteristicas de 64x16x3 y se le aplicaron 128 filtro con un tamafio de



3x3. Se aplicd la funcion de activacion ReLU y la técnica batch normalization para la
normalizacién de las activaciones de salida. La salida de esta capa fue un tensor de 128x16x3.

» Segunda capa de agrupamiento (MaxPooling2D). La segunda capa de agrupacion recibio
el mapa de caracteristicas de 128x16x3, tras la implementacion de la operacion MaxPooling
con los nacleos de agrupacion de 2x2, se redujo la dimension del tensor a 128x8x1.

= Segunda capa de abandono (Dropout). En la segunda capa de abandono, se recibid el tensor
de 128x8x1 y se le aplico un porcentaje de abandono del 30% en el mapa de caracteristicas,
la dimension del tensor de salida fue la misma de 128x8x1.

= Capa totalmente conectada (fully-connected layer). Inicialmente, el tensor de la capa
anterior con una dimensién de 128x8x1 fue aplanado (flatten) en un tensor de 1-dimensién
dando como resultado un vector de dimensién 1024 como entrada. Este vector contiene las
caracteristicas extraidas de los datos en las capas convolucionales. Se implement6 un total de
128 neuronas, la funcion de activacion ReLU, la técnica batch normalization y la técnica de
regularizacién dropout con un porcentaje del 20%.

= Capa de salida (output layer). Es la encargada de indicar la clasificacion final de los datos
de entrada de acuerdo con el calculo de puntuacion para cada clase. Contiene 1 neuronay se
implementd la funcién de activacion sigmoidal (sigmoid) para proporcionar una salida de
clasificacion binaria. Recibié como entrada un tensor con una dimension de 128 y genera
como salida un tensor un 1 cuando la clasificacién final es positiva o un 0 cuando la
clasificacion es negativa.

3.2.5.Métricas de evaluacion

El modelo computacional propuesto, fue entrenado para minimizar el error al realizar las
clasificaciones binarias a datos no vistos en el entrenamiento. Este error es evaluado con las métricas
de evaluacion de rendimiento del modelo como la exactitud (accuracy), precision (precision),
exhaustividad (recall), puntuacién F1 (F1-score) y el coeficiente de correlacion de Matthews (MCC).

Estas métricas se obtienen a partir de los resultados de la matriz de confusion probabilistica sobre el
conjunto de prueba, que compara las etiquetas reales con las etiquetas obtenidas tras la clasificacion
de los ejemplos de la siguiente manera:

= Ejemplos verdaderos clasificados correctamente como positivos (True positive, TP).

= Ejemplos falsos clasificados correctamente como negativos (True negative, TN).

= Ejemplos falsos clasificados incorrectamente como positivos (False positive, FP).

= Ejemplos verdaderos clasificados incorrectamente como negativos (False negative, FN).



La métrica de exactitud (accuracy), indica el porcentaje de ejemplos correctamente clasificados y se
denota con la ecuacidn (3):
TP+TN (3)

accuracy =
Y TP+TN+ FP+FN

La precisién (precision) representa el porcentaje de ejemplos positivos clasificados correctamente y
se denota con la ecuacion (4):

TP Q

precision = —
TP+ FP

La exhaustividad (recall) representa el porcentaje de ejemplos positivos reales que se clasificaron
correctamente y se denota con la ecuacion (5):
TP (5)

recall = —
TP + FN

La puntuacion F1 (Fl-score) es una media arménica entre la métrica de la precision y la
exhaustividad, se denota con la ecuacién (6):

Fl1=2 precision .recall (6)

precision + recall

La métrica del coeficiente de correlacion de Matthews (MCC) es utilizada para medir la calidad de
modelos de clasificacién, debido a que se considera una medida equilibrada y es recomendada cuando
se cuenta con clases desbalanceadas, lo cual es nuestro caso. Es el coeficiente de correlacion que va
de -1 a +1 donde +1 es una clasificacion perfecta y se denota con la ecuacion (7):

Mee - TP.TN — FP .FN )
V(TP + FP)(TP + FN)(TN + FP)(TN + FN)

3.3. Posprocesamiento de los resultados obtenidos
del modelo

La CNN binaria asigna una probabilidad de prediccién a cada extremo de las subsecuencias evaluadas
la cual indica si contienen patrones caracteristicos de repeticiones directas. Estas probabilidades van
de 0 a 1 (donde 0 es negativo y 1 es positivo). Para clasificar si los k-meros evaluados por el modelo
propuesto son estructuras CRISPR que pueden representar o ser parte de una matriz CRISPR, fue
necesaria la aplicacion de un posprocesamiento a los resultados obtenidos.



Inicialmente, se definieron dos umbrales de confianza; en el primer umbral de “estructuras CRISPR
confiables” se extrajeron todos los k-meros con una probabilidad de prediccion >0.95 en ambos
extremos de la subsecuencia y en el segundo umbral de “estructuras CRISPR potenciales” se
extrajeron los k-meros con una probabilidad de prediccion >0.91 en al menos uno de sus extremos y
que la diferencia de probabilidades entre sus extremos sea <0.04.

Dado a que, en el preprocesamiento de la secuencia de entrada, los k-meros fueron extraidos con
traslape, las subsecuencias que fueron extraidas de manera contigua contienen fragmentos de la
misma region de la secuencia principal. Por lo tanto, a partir de una determinada cantidad de saltos
en la extraccién de k-meros, las subsecuencias extraidas contienen diferentes regiones de la secuencia
de la matriz real.

Considerando lo anterior, se aplicé un procedimiento para evitar que dos 0 mas k-meros contiguos
identifiquen a una misma estructura CRISPR real. Al descartar los k-meros contiguos, se verifico la
identificacion y recuperacion de las estructuras CRISPR putativas de la longitud estandar definida en
este trabajo y de longitudes superiores e inferiores con las mayores probabilidades de prediccion. Para
esto, si entre dos k-meros existe un traslape que sea <40 nucleotidos (5 saltos), son considerados
contiguos y se evallan de la siguiente manera:

= Estructuras CRISPR de longitud estandar: se identific como estructura CRISPR de longitud
estandar al k-mero que contenia las mayores probabilidades de prediccion en ambos extremos
en un conjunto de k-meros contiguos, los demés fueron descartados (Figura 19a).

= Estructuras CRISPR de longitudes largas: se identificé como estructura CRISPR de longitud
superior a la estandar cuando un primer k-mero (en un conjunto de contiguos) tenia la mayor
probabilidad sélo en el extremo izquierdo y un siguiente k-mero contiguo tenia la mayor
probabilidad sélo en el extremo derecho (Figura 19b). Al primer k-mero se le concateno el
fragmento faltante del segundo y todos los demas k-meros contiguos fueron descartados.

= Estructuras CRISPR de longitudes cortas: de forma contraria a las estructuras de longitudes
largas, se identific6 como estructura CRISPR de longitud inferior a la estandar cuando un
primer k-mero contiguo tenia la mayor probabilidad sélo en el extremo derecho y un siguiente
k-mero contiguo tenia la mayor probabilidad sélo en el extremo izquierdo (Figura 19c). Al
primer k-mero se le hizo un corte en el extremo izquierdo correspondiente a los nucle6tidos
de los saltos hacia el segundo k-mero y todos los demas k-meros contiguos fueron
descartados.

Una vez posprocesados, se formaron las matrices CRISPR con base a la separacion de nucle6tidos
entre las estructuras. Para ello, si existia una estructura con una separacion >205 nucleétidos con la
anterior, fue considerada como otra o parte de otra matriz CRISPR y las menores como parte de una
misma matriz CRISPR.

Finalmente, en las estructuras CRISPR confiables s6lo se conservaron las matrices CRISPR que
estaban conformadas por >2 estructuras y en el umbral de estructuras CRISPR potenciales sélo se
conservaron las matrices CRISPR conformadas por >5 estructuras. Este filtro se aplicd ya que se sabe
que la confianza de interaccion aumenta cuando una mayor cantidad de espaciadores CRISPR en la
bacteria son homélogos a un mismo bacteriéfago (Edwards et al., 2016; Ruohan et al., 2022).
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Figura 19. Procedimiento para la identificacion de estructuras CRISPR en k-meros contiguos. a)
Identificacién de estructura de longitud estdndar con las mayores probabilidades en sus extremos; b)
Concatenacion de k-meros contiguos con la mayor probabilidad en sus extremos complementarios para la
identificacidn de estructuras largas; c) Recorte del k-mero en el extremo izquierdo correspondiente al
namero de nucleétidos de los saltos al siguiente k-mero con la mayor probabilidad complementaria al
primero para la identificacion de estructuras cortas.

3.4. Aplicacion del modelo computacional en un
genoma bacteriano completo

En la etapa final de la metodologia seguida, se llevé a cabo la aplicacion del modelo computacional
propuesto en una secuencia de nucleétidos real. Para su evaluacion se seleccioné el genoma
bacteriano de la especie Actinoalloteichus sp. AHMU CJ021 con taxén 2072503, el cual contiene un
total de 37 matrices CRISPR validadas, a partir de las cuales se extrajeron 275 estructuras CRISPR.
Esta secuencia era la que contenia la mayor cantidad de matrices del conjunto de datos utilizado y
cuenta con una longitud de su genoma de 6,822,750 de nucledtidos.

Por Gltimo, una vez caracterizadas las matrices CRISPR en la secuencia de nucleétidos evaluada, se
realizo la extraccion de las subsecuencias espaciadoras del umbral de estructuras CRISPR confiables
para someterlas a alineamiento contra las secuencias de la base de datos de genomas de bacteriéfagos
de NCBI, con la herramienta bioinformética BLAST (en inglés Basic Local Alignment Search Tool).



Esta herramienta utiliza un algoritmo heuristico que compara secuencias bioldgicas para encontrar
homologos entre las secuencias recibidas como entrada con las secuencias de una base de datos
previamente definida (Altschul et al., 1990). De esta manera, fue posible realizar un anélisis de la
taxonomia de los espaciadores con la herramienta MEGANG y establecer potenciales interacciones
infecciosas entre la bacteria analizada y los bacteriéfagos homdélogos de los espaciadores en las
matrices CRISPR caracterizadas mediante el modelo propuesto.



CAPITULO 4.
RESULTADOS Y
DISCUSION

En este capitulo se detallan los resultados obtenidos del entrenamiento, evaluacion y aplicacion del
modelo computacional propuesto. Se presentan los resultados de las métricas de evaluacion de la Red
Neuronal Convolucional (CNN) binaria sobre el conjunto de datos de prueba, los resultados de la
caracterizacion de matrices CRISPR de la secuencia de nucleotidos bacteriana real analizada, el
analisis del alineamiento de las potenciales subsecuencias espaciadoras contra la base de datos de
virus y el analisis taxondmico de los resultados para la definicion de interacciones bacteriéfago —
bacteria hospedera.

4.1. Evaluacion del rendimiento del modelo
computacional propuesto

Como ya se menciono en la seccidn 3.3.4., la CNN propuesta fue desarrollada usando la biblioteca
de Keras del lenguaje de programacion Python y utilizando Tensorflow como backend. El
entrenamiento y las pruebas del modelo se realizaron en la plataforma Google Colaboratory, el cual
es un servicio web que permite el acceso gratuito por tiempo limitado a un servidor GPU de Google
para el desarrollo de algoritmos en Python. Se realizaron diferentes entrenamientos para ajustar
manualmente los hiperpardmetros y asi seleccionar aquellos que proporcionaron el mayor
rendimiento sobre el conjunto de datos de prueba.

En la Tabla 12 se muestra el conjunto de hiperpardmetros seleccionados para la arquitectura y el
entrenamiento del modelo final. Como resultado, se obtuvo un 96.29% en la métrica de exactitud
(accuracy), 96.00% de precision, recuerdo (recall) y puntuacién F1 (score-F1) y, 92.04% de
coeficiente de correlacion de Mathews (MCC).

Tabla 12. Configuracion e hiperpardmetros del modelo final.
Arquitectura de la CNN

Capa Configuracion de Capa Funcién de activacion

Convolution2D 64 x (3,3) ReLU
Batch normalization N.A. N.A.




Max Pooling2D (2,2) N.A.

Dropout p=0.2 N.A.
Convolution2D 128 x (3,3) ReLU
Batch normalization N.A. N.A.
Max Pooling2D (2,2) N.A.
Dropout p=04 N.A.
Fully connected 64 neuronas ReLU
Batch normalization N.A. N.A.
Dropout p=0.2 N.A.
Output layer 1 neurona Sigmoid

Hiperparametros de entrenamiento de la CNN

Tamafio de lote 32

NUmero de épocas 20

Tasa de aprendizaje 0.0006
Optimizador Adam
Funcién de pérdida Binary cross-entropy

Mientras se realizaba el entrenamiento de la CNN, se generaron las curvas de aprendizaje del modelo
para observar su rendimiento tanto el conjunto de entrenamiento como en el de prueba (Figura 20), y
detectar si se presenta algin problema de bajo aprendizaje (underfit) o de sobre aprendizaje (overfit).
En la Figura 20a se muestran las curvas de la exactitud. Como se puede observar, a partir de la época
7, ambos conjuntos se mantuvieron convergiendo con valores similares hasta la época 15 donde se
present6 una ligera separacion entre las curvas indicando que en el modelo tuvo menor exactitud en
el conjunto de prueba que en el de entrenamiento. Finalmente, cambiaron nuevamente su direccién a
unirse en la Gltima época por lo que se garantiza que la CNN no presentara underfit ni overfit.

En la Figura 20b se muestran las curvas de la funcion de pérdida, también llamada funcion de costos
u objetivo. Esta funcion es la encargada de calcular las predicciones correctas e incorrectas, y es
minimizada durante el entrenamiento. EI comportamiento en el conjunto de entrenamiento y de
prueba, se mantuvieron convergiendo de manera similar; se unieron aproximadamente en la época 10
y también se presentd una ligera separacién, hasta cambiar nuevamente su direccién a unirse en la
Gltima época.



— Train
—— Test

0.96

0.30
0.94
0.25
3 0.92
‘5“ 7
o
go.go =0.20
0.88 0.15
0.86 —— Train
' — Test 0.10
00 25 50 75 100 125 150 17.5 00 25 50 75 100 125 15.0 175
Epoch Epochs
a) b)

Figura 20. Curvas de aprendizaje en el conjunto de entrenamiento y prueba del modelo CNN. a) Rendimiento
de exactitud. b) Rendimiento de la funcion de pérdida.

En la Figura 21 se muestra el gréafico de la matriz de confusion obtenida de la evaluacion del conjunto
de prueba. Se obtuvo un total de 276 ejemplos de falsos negativos (FN), lo cual representa el 4% de
estructuras CRISPR perdidas, ya que son clasificados errdneamente como no-CRISPR (negativas).
Asimismo, 160 ejemplos fueron falsos positivos (FP), lo cual, también representa el 4% de estructuras
falsas clasificadas erréneamente como verdaderos CRISPR. Los principales ejemplos donde el
modelo tuvo errores de clasificacion fue en las estructuras CRISPR cortas, es decir, con longitud
inferior a la estandar definida de 100 nucled6tidos.
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Figura 21. Matriz de confusién del conjunto de prueba con la CNN binaria.



4.2. Aplicacion del modelo computacional para la
caracterizacion de matrices CRISPR

Una vez que se generd un buen modelo CNN, este se aplico sobre la secuencia del genoma completo
de la bacteria Actinoalloteichus sp. AHMU CJ021 con taxon 2072503, que fue la bacteria con la
mayor cantidad de matrices CRISPR validadas en la BD utilizada CRISPRCasdb. Esta bacteria fue
reportada en sedimentos marinos (NCBI BioSample: SAMNO08364581) vy, para el presente analisis, se
descarg6 su genoma de NCBI. Como primer paso, se realiz6 el preprocesamiento a la secuencia
bacteriana de 6,822,750 nucleétidos de longitud, como se describe en la seccion 3.3.1 de la
metodologia. A partir de la fragmentacion de la secuencia, se obtuvo un total de 1,364,531 k-meros
con longitud de 100 nucledtidos, extraidos con saltos de 5 nucleétidos. Este conjunto de k-meros fue
introducido como datos de entrada a la CNN binaria. EI modelo asign6 a cada k-mero una
probabilidad de prediccion, en ambos extremos, de contener subsecuencias de repeticiones directas.
Posteriormente, se aplicé el posprocesamiento de resultados a la salida del modelo, que consistié en
el analisis de los k-meros evaluados con base a los umbrales de confianza (de estructuras CRISPR de
longitud estandar, de longitudes de mayor longitud y de menor longitud), y como paso final, el filtro
de las matrices CRISPR por la cantidad de estructuras que las integran (seccién 3.4.).

En la Tabla 13 se presentan los principales resultados obtenidos de la evaluacion de los k-meros de
la secuencia bacteriana Actinoalloteichus sp. AHMU CJ021. Tras el posprocesamiento realizado con
el umbral 0.95 definido para “estructuras CRISPR confiables” se obtuvo un total de 6,437 k-meros,
mientras que con el umbral 0.91 definido para “estructuras CRISPR potenciales” se obtuvo un total
de 25,010 k-meros. La eliminacién de las matrices CRISPR integradas por menos de 2 estructuras
CRISPR en el primer umbral generé 2,872 estructuras confiables que integran 1,135 matrices
CRISPR; y con la eliminacion de las matrices integradas por menos de 5 estructuras CRISPR en el
segundo umbral, se obtuvo como resultado final 7,963 estructuras potenciales que integran 1,198
matrices CRISPR.

Tabla 13. Resultados de la caracterizacion de matrices CRISPR en la bacteria Actinoalloteichus sp. AHMU

CJo21.
Posprocesamiento de resultados Resultado final
Filtro de
No. k-meros Umbral de No. k-meros No. Matrices matrices No. k- NQ'

evaluados . meros Matrices

confianza posprocesados posprocesadas por - .
finales finales

estructuras
>0.95 6,437 4,700 >2 2,872 1,135
1,364,531

>0.91 25,010 10,722 =5 7,963 1,198




4.2.1. Validacion de estructuras CRISPR conocidas en los
resultados finales

La secuencia bacteriana analizada mediante el modelo propuesto tiene un total de 37 matrices
CRISPR conocidas y anotadas en CRISPRCasdb, a partir de las cuales se extrajeron 275 estructuras
CRISPR con sus longitudes reales. Se realizd el analisis para verificar que el modelo computacional
haya clasificado correctamente dichas estructuras CRISPR. Para ello, se realiz6 una bisqueda de las
estructuras conocidas en los resultados finales obtenidos en los dos umbrales de confianza de
estructuras CRISPR clasificadas por el modelo. Se obtuvo la correcta clasificacién de 180 estructuras
conocidas en el umbral de “estructuras CRISPR confiables” y 41 en el umbral de “estructuras
CRISPR potenciales”, lo que da como resultado final un total de 221 estructuras (80.36%). A su vez,
estas estructuras clasificadas correctamente corresponden a 31 (93.93%) de las 37 matrices CRISPR
conocidas.

En la Figura 22 se presenta la comparacion de la cantidad de estructuras que integran a las 37 matrices
conocidas y anotadas de la bacteria de prueba, con la cantidad de estructuras que logr6 identificar y
clasificar correctamente el modelo dentro de los dos umbrales de confianza. Interesantemente las 6
matrices CRISPR conocidas que la CNN propuesta no logr6 identificar, ya que no se identifico
ninguna estructura de las mismas, fueron aquellas que estan integradas por menos de 5 estructuras
CRISPR.
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Figura 22. Comparacion del nimero de estructuras conocidas con las predichas por el modelo, de las 37

matrices CRISPR conocidas y anotadas. En el eje X, se representa la cantidad de estructuras conocidas

(barras izquierdas) y predichas (barras derechas) de las matrices CRISPR; y en el eje Y se representa el
identificador de cada una de las matrices CRISPR anotadas y conocidas en CRISPRCasdb.



4.2.2.Busqueda de similitud de los espaciadores predichos
y conocidos con genomas de bacteriofagos y su
analisis taxonémico

De las 1,135 matrices CRISPR predichas en el primer umbral de confianza, se extrajeron los 2,872
espaciadores y de las 1,198 matrices en el segundo umbral, se extrajeron los 7,963 espaciadores con
longitudes de 22 — 51 nucleétidos. De manera independiente, se sometieron a una busqueda
(alineamiento) contra las secuencias de bacteriéfagos no redundantes de la BD de Virus de NCBI
creada el 8 de febrero de 2022; esto permitio encontrar la similitud de los espaciadores predichos
mediante el modelo propuesto con los genomas de fagos anotados y conocidos para identificar
interacciones fago — bacteria hospedera.

Para el alineamiento independiente de los espaciadores predichos y los conocidos, se utilizo BLASTn
v2.12.0., que es especifico para la comparacion de secuencias de nucledtidos. Se utilizaron los
parametros predeterminados a excepcion de los siguientes tres: e-value de 1 (probabilidad de obtener
una coincidencia de manera aleatoria con respecto al tamafio de la BD de referencia), porcentaje de
identidad de 80% (porcentaje minimo de similitud de la secuencia de consulta con la secuencia
objetivo de la BD de referencia) y porcentaje de cobertura de 80% (porcentaje minimo de la secuencia
de consulta que debe estar cubierta por la secuencia objetivo).

Como resultado, se obtuvo que 1,365 (47.52%) de los 2,872 espaciadores predichos en el primer
umbral encontraron secuencias similares (hits), 2,408 (30.23%) de los 7,963 espaciadores predichos
en el segundo umbral encontraron hits y 92 de los 275 espaciadores conocidos encontraron hits con
los protoespaciadores en los genomas de los bacteridéfagos de la BD. Estos resultados son consistentes
con otros estudios reportados (Dion et al., 2021; Edwards et al., 2016; Shmakov et al., 2017), en
donde los espaciadores predichos encontraron pocos homoélogos, en el rango de 1%-69% en las BD
de fagos conocidos.

A partir de los hits obtenidos del alineamiento con BLASTN, se realizo el andlisis taxondémico de los
espaciadores predichos en el primer umbral de confianza y de los espaciadores conocidos. Para ello
se utiliz6 MEGANSG, que es una herramienta bioinformatica que utiliza el algoritmo Ancestro Comun
mas Bajo (en inglés Lowest Common Ancestor, LCA) para analizar grandes conjuntos de secuencias
biolégicas y asignarles un nivel taxonémico utilizando la taxonomia de NCBI. Cada nivel refleja el
nivel de conservacion de la secuencia. Ademas, permite generar graficos y estadisticos para comparar
la diversidad taxonémica de diferentes conjuntos de secuencias (Huson et al., 2007).

Los resultados mostraron 1,507 espaciadores sin hits, 63 espaciadores sin asignacion taxonémica y
1,302 espaciadores asignados a una taxonomia en el dominio de Virus de la siguiente manera:

= 17 espaciadores asignados al nivel dominio de Virus.
= 1 espaciador asignado al nivel reino de Monodnaviria; dentro de este clado, es decir, en los

descendientes de este ancestro comun, se encontraron 5 espaciadores asignados al nivel
familia de Inoviridae y 3 espaciadores asignados al nivel familia de Microviridae.



= 8 espaciadores asignados al nivel reino en Virus de bacterias no clasificados.

» 227 espaciadores asignados al nivel orden de Caudovirales. Dentro de este clado se
encontraron también otros 1,041 espaciadores siguientes niveles taxonémicos. A nivel
familia: Siphoviridae con 838, Myoviridae con 126, Podoviridae con 32, Caudovirales de
muestras ambientales con 21, Caudovirales no clasificados con 16 y Autographiviridae con
8 espaciadores asignados.

Por otra parte, en el analisis taxondmico de los 275 espaciadores conocidos, se detectaron los 183
espaciadores sin hits, 3 espaciadores sin asignacion taxonémica y 89 espaciadores asignados a una
taxonomia en el dominio de Virus de la siguiente manera:

= 1 espaciador asignado al nivel dominio de Virus.

= 13 espaciadores asignados al nivel orden de Caudovirales, dentro de este mismo clado se
encontraron 75 espaciadores en los siguientes niveles taxonomicos. A nivel familia:
Siphoviridae con 61, Myoviridae con 8, Podoviridae con 3 y Caudovirales de muestras
ambientales con 3 espaciadores asignados.

A partir de los resultados obtenidos en los andlisis taxonémicos, se confirmé que existe una semejanza
en la asignacion taxondmica de los espaciadores predichos y los conocidos a partir de su similitud
con las secuencias de los fagos, encontrada mediante el alineamiento.

En la Figura 23 se muestra la comparacion del arbol filogenético de los espaciadores predichos y los
conocidos des-colapsado hasta nivel especie. Este grafico nos permite observar la relacion por
descendencia en comdn de la taxonomia de los espaciadores. Como se puede observar, en ambos
casos, la mayoria de los espaciadores encontraron homologia con secuencias de bacteriéfagos al nivel
orden de Caudovirales. Asi mismo, dentro de este mismo clado, las familias méas prevalentes y que
se identificaron para los espaciadores predichos y conocidos, fueron Siphoviridae, Myoviridae,
Podoviridae y Caudovirales de muestras ambientales.

Por lo tanto, a partir de la homologia encontrada entre los espaciadores predichos, con sus potenciales
protoespaciadores objetivos en el genoma del bacteriéfago, se infiere que la bacteria
Actinoalloteichus sp. AHMU CJ021 tuvo interaccion con fagos a nivel familia de Siphoviridae,
Myoviridae, Podoviridae, Caudovirales de muestras ambientales y de manera adicional a lo
encontrado para los espaciadores conocidos, con las familias Caudovirales no clasificados y
Autographiviridae, todos estos dentro del nivel orden de Caudovirales.

Con menor prevalencia, pero también de manera adicional a los espaciadores conocidos, se
encontraron potenciales interacciones con bacteridfagos derivados de un ancestro en comun del nivel
familia de Inoviridae y Microviridae del nivel reino de Monodnaviria; y con Virus de bacterias no
clasificados a nivel reino.
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CAPITULO 5.
CONCLUSIONES Y
TRABAJO FUTURO

Los bacteri6fagos (fagos) tienen la capacidad de modificar la dindmica de las comunidades
bacterianas tras la infeccién de las mismas. Sin embargo, nos enfrentamos a que, a pesar de que estos
son reconocidos como una de las entidades més abundantes en la Tierra, la base de datos donde se
encuentran caracterizados con su determinada clasificacion taxonémica, es hasta 20 veces mas
reducida que la de bacterias (Dion et al., 2021). Por lo tanto, conocer las interacciones entre los
bacteri6fagos — bacterias hospederas, es una via para comprender el papel ecol6gico que estos
cumplen y cémo influyen en los cambios de composicion y funcion del nicho donde radican. Asi
como también, estas interacciones proporcionan informacion que contribuye a la caracterizacion de
nuevos fagos.

Con el objetivo de aportar a la definicion de interacciones bacteriéfago — bacteria huésped, en el
presente trabajo de investigacion, se desarroll6 un modelo computacional basado en una red neuronal
convolucional (CNN), la cual es una técnica de aprendizaje profundo, para caracterizar matrices
CRISPR en genomas bacterianos. A diferencia de las herramientas reportadas a la fecha (Mitrofanov
etal., 2021; Wang at al, 2017; R. Zhang et al., 2021), no es necesario el proceso manual de extraccion
de caracteristicas para alimentar al modelo, sino que lo hace a través del analisis directo de la
secuencia de nucleotidos.

En las métricas para la evaluacion del rendimiento en la identificacion de matrices, se obtuvo un
96.29% de exactitud, 96.00% de Precisién, Exhaustividad y Puntuacién-F1 y 92.04% de Coeficiente
de correlacion de Mathews, sobre el conjunto de prueba.

Se caracterizaron las matrices CRISPR de la bacteria Actinoalloteichus sp. AHMU CJ021 y los
resultados fueron extraidos a partir de dos umbrales de confianza definidos. En el primero, se
encontraron 1,135 y en el segundo 1,198 matrices CRISPR. Finalmente, se realizd la extraccion de
las subsecuencias espaciadoras de las matrices predichas en ambos umbrales de “estructuras CRISPR
confiables” y de “estructuras CRISPR potenciales” para su alineamiento con los genomas de
bacteriofagos anotados en la base de datos de NCBI Virus. El 47.52% y el 30.23% de los espaciadores
predichos en el primer y segundo umbral respectivamente, encontraron su homologo con su potencial
protoespaciador en la base de datos de bacteri6fagos.

Este resultado es congruente con la idea de que la poca homologia encontrada para los espaciadores
CRISPR en los genomas de bacteridfagos, se debe a que los protoespaciadores objetivo se encuentren
en fagos que aun no han sido caracterizados y no se encuentran anotados en las BD de referencia, o
bien, por su constante mutacién en su evolucion para evitar ser reconocidos por la bacteria huésped.



Aunado a que la bacteria analizada fue extraida de una muestra de sedimento marino, y se sabe que
en el océano, se ha encontrado la mayor cantidad de virus no identificados, a lo que se le denomina
“materia viral oscura” (Edwards et al., 2016; Nasko et al., 2019; Roux et al., 2015; Ruohan et al.,
2022).

No obstante, se encontraron nuevas potenciales interacciones con bacteriéfagos dentro de las familias
Caudovirales no clasificados y Autographiviridae dentro del nivel orden de Caudovirales y con las
familias Inoviridae y Microviridae dentro del nivel reino de Monodnaviria; y con Virus de bacterias
no clasificados a nivel reino.

En vista de que los resultados obtenidos son alentadores, se acepta la hipdtesis planteada en el
presente trabajo, ya que la red neuronal convolucional implementada, fue capaz de reconocer los
patrones estructurales de las matrices CRISPR en la secuencia de nucleétidos analizada y, con los
espaciadores extraidos, se encontraron potenciales interacciones con sus bacteriéfagos homologos.

Como trabajo futuro se plantea la automatizacion del modelo computacional para recibir como
entrada de datos diferentes genomas bacterianos y mejorar su rendimiento. La implementacién de un
modelo multiclase, que sea entrenado para especificar la taxonomia de la bacteria analizada, de la
cual, se caractericen matrices CRISPR con el primer modelo. Esto con la finalidad de realizar
anotaciones especificas de interaccidn bacteri6fago — bacteria hospedera, incluso si se desconoce la
clasificacion de la bacteria de entrada.

Asi también, la generacion de una base de datos de los espaciadores de las matrices CRISPR
predichas, ya que al tratarse de potenciales protoespaciadores de fagos conocidos y desconocidos,
esta informacion podria contribuir a estudios biotecnoldgicos de la tendencia de los sitios objetivo de
la maquinaria del sistema CRISPR-Cas. Aunado a ello, podria aportar a la caracterizacion de fagos
desconocidos con la informacién taxonémica asignada a la bacteria de donde fueron extraidos,
mediante el modelo multiclase.
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